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Résumé

Classiquement, en recherche opérationnelle, on cherche à résoudre un problème dont
l’ensemble des paramètres est connu avec certitude. Pourtant, c’est rarement le cas en
pratique. Par exemple, pour un problème où l’on cherche à ordonnancer un ensemble
de tâches, il est possible qu’une des tâches prenne du retard, rendant caduc le reste le
planning initialement calculé. Plusieurs approches existent pour aborder ces incertitudes,
et parmi elles, nous nous intéressons plus particulièrement à l’optimisation robuste, où les
incertitudes sont modélisées par des scénarios, et où l’on cherche à calculer une solution
qui se dégrade le moins possible dans son pire scénario. Néanmoins, ces approches ont
tendance à produire des solutions trop pessimistes. Pour pallier cela, nous proposons un
modèle d’aide à la décision, basé sur des arbres de décisions, qui propose à un décideur
des solutions alternatives qui s’adaptent au scénario pendant qu’il se réalise, en fonction
des informations accessibles au décideur. Nous avons appliqué ces arbres de décision à
des problèmes d’ordonnancement de ligne d’assemblage aéronautique, que l’on peut voir
comme un problème d’ordonnancement multi-mode, sur des instances de références ainsi
que sur des instances industrielles réelles, et avons montré l’intérêt de notre modèle. Nous
proposons ensuite d’améliorer la résolution de certains problèmes d’optimisation robuste
avec une variante d’une méthode classique, la méthode de Benders Adversariale. Cette
méthode repose en partie sur l’approximation de l’ensemble des scénarios par un sous-
ensemble, d’abord vide, puis auquel on ajoute des scénarios un par un. Dans notre variante,
les scénarios sont ajoutés par petits groupes en étant représentés dans ce qu’on appelle
un graphe de budget. Nous montrons que la méthode de sélection du groupe de scéna-
rio est critique, et appliquons notre variante sur un problème de planification de production.

Mots clés : Optimisation robuste, Arbre de décision, Optimisation combinatoire,
Ordonnancement de projet, Planification de production
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Abstract

Classically, in operations research, one seeks to solve a problem whose set of para-
meters is known with certainty. However, this is rarely the case in practice. For example,
for a problem in which we want to schedule a set of tasks, it is possible that one of the
tasks falls behind, making the rest of the initially calculated schedule infeasible. Several
approaches exist to deal with those uncertainties, and among them, we are particularly
interested in robust optimization, where the uncertainties are modeled by scenarios, and
where we try to compute a solution that degrades as little as possible in its worst case
scenario. Nevertheless, those approaches tend to produce solutions that are too pessimistic.
To overcome this, we propose a decision analysis model, based on decision trees, which
proposes to a decision maker alternative solutions that adapt to the scenario as it unfolds,
according to the information available to the decision maker. We have applied those
decision trees to aircraft assembly line scheduling problems, which can be viewed as a
multi-mode project scheduling problem, on reference instances as well as on real industrial
instances, and have shown the interest of our model. We then propose to improve the
solution of some robust optimization problems with a variant of a classical method, the
Adversarial Benders method. This method relies in part on the approximation of the set
of scenarios by a subset, initially empty, to which scenarios are added one by one. In our
variant, scenarios are added in small groups by being represented in what is called a budget
graph. We show that the method of selecting the scenario group is critical, and apply our
variant on a production planning problem.

Keywords :
Robust optimization, Decision tree, Combinatorial optimization, Project scheduling,

Lot-sizing
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Introduction

La prise en compte des incertitudes dans les problématiques d’aide à la décision et
d’optimisation est un sujet vastement étudié depuis des décennies, et particulièrement d’un
point de vue théorique. Pourtant, il est peu courant que les industriels intègrent, de manière
concrète, l’incertitude inhérente à leurs activités, alors même qu’ils possèdent parfois des
outils et modèles théoriques pour résoudre leurs problèmes. On peut expliquer cela en
partie de deux façons. D’abord, la prise en compte des incertitudes a tendance à rendre
la résolution de problèmes d’optimisation plus difficiles. Ensuite, cela s’explique aussi
par une certaine confiance en leurs opérateurs, agents, compagnons, etc, qui, de par leur
savoir-faire et leur connaissance du terrain, parviennent en général à prendre des bonnes
décisions pour mitiger les effets négatifs d’aléas non désirés.

Cette thèse, qui cherche à apporter des éléments de réponse à cette problématique,
s’inscrit dans le cadre du projet ANR PER4MANCE (Planification Et Répartition Flexible
du travail entre les OpérateuRs des chaînes d’asseMblage AéroNautiques : une approChe
systémique pour gérer les risques Ergonomiques et économiques), qui fait intervenir
plusieurs acteurs académiques (ISAE-Supaéro, LAAS-CNRS, SCOTE, IRIT) et deux
acteurs industriels, Dassault-Aviation et Airbus. Les objectifs de ce projet sont multiples.
D’abord, il s’agit d’effectuer une étude ergonomique des diverses tâches effectuées par
les opérateurs sur les lignes d’assemblages aéronautiques, dans le but d’une part de
quantifier la pénibilité de ces tâches, et d’autre part d’intégrer de nouvelles contraintes
liées à l’ergonomie dans les modèles mathématiques utilisés pour le calcul des plannings
des opérateurs. Les autres objectifs concernent la prise en compte des incertitudes sur
les lignes d’assemblages lors de la création des plannings pour les opérateurs. Ces
incertitudes sont séparées en deux catégories distinctes, et chacune des deux étant couverte
par une thèse financée par ce projet. La première concerne les incertitudes rares et peu
prévisibles qui peuvent être approchées par des méthodes de réparation de solution, ou
de ré-optimisation. La seconde catégorie couvre les incertitudes à impact plus modéré,
relativement fréquentes, et prévisibles. C’est à ce type d’incertitude que l’on s’intéressera
durant cette thèse, à travers le prisme de l’optimisation robuste. Plus particulièrement,
nous proposerons dans cette thèse de nouveaux outils et méthodologies à la fois pour
l’aide à la décision pour des cas industriels pratiques et pour la résolution théorique de
certains problèmes d’optimisation robuste.

Dans le chapitre 1, nous proposons une revue de littérature dans laquelle nous intro-
duisons les concepts et contextes théoriques dans lesquels se placent les travaux présentés
dans ce manuscrit. Nous commençons par un bref historique sur les techniques et modèles
mis au point pour aborder les problèmes d’ordonnancement jusqu’à aujourd’hui. Ensuite
nous présentons plus en détails les formalismes permettant de représenter les incertitudes
dans un problème d’optimisation et différentes manières de les approcher, avec un focus
particulier sur les problèmes d’optimisation multi-étape et les méthodes de résolution



2 TABLE DES MATIÈRES

de problèmes d’ordonnancement robuste. Finalement nous concluons ce chapitre avec
quelques résultats de complexité algorithmique sur des problèmes liés à l’ordonnancement
de projet sous incertitude.

Le second chapitre porte spécifiquement sur le problème d’ordonnancement de lignes
d’assemblages aéronautiques, dans un cadre déterministe. Nous y présentons d’abord
comment ce problème se présente sous la forme d’un Multi-Mode Resource-Constrained
project Scheduling Problem (MMRCPSP) avec un objectif de nivellement de ressources,
puis un modèle de programmation par contraintes pour le résoudre. Nous proposons
ensuite une heuristique basée sur ce modèle, de type Large Neighbourhood Search, pour
laquelle nous définissons un nouveau voisinage, spécifiquement adapté à l’objectif du
problème. Nous concluons avec des résultats expérimentaux montrant l’intérêt de notre
voisinage aussi bien sur des instances réelles fournies par Airbus que sur des instances de
MMRCPSP de la litttérature. Les travaux présentés dans ce chapitre ont mené à un article
en révision dans Computers and Industrial Engineering [Borreguero 2021], co-écrit avec
Tamara Borreguero Sanchidrián, alors doctorante chez Airbus Madrid et à l’université
polytechnique de Madrid. Seules mes contributions apparaissent dans ce chapitre. Ces
travaux ont obtenu le 2ème prix au concours du meilleur papier étudiant à la conférence
PMS 2022 [Portoleau 2022a].

Dans le chapitre 3, nous introduisons les arbres de décision robustes, dont l’idée
fondamentale repose sur le fait qu’à certains moments durant le déroulement d’un
ordonnancement calculé de manière robuste dans un contexte incertain, un décideur a
accès à de l’information à propos du scénario en cours. Nous commençons par introduire
formellement les arbres de décision robustes ainsi que ce que l’on nomme information.
Nous expliquons ensuite comment calculer un tel arbre et définissons le problème de
partitionnement robuste qui doit être résolu en chaque nœud lors de la création de l’arbre,
et dont l’objectif est de calculer une partition de l’ensemble des scénarios en fonction des
informations disponibles à un moment donné, avec une problématique axée sur la sélection
d’information pertinente. Nous présentons ensuite deux algorithmes pour résoudre ce
problème, un premier, naïf, puis un second, qui reprend l’idée d’un Branch and Bound.
Nous avons choisi un problème d’ordonnancement à une machine dans lequel on cherche
à minimiser le retard maximal afin d’évaluer l’intérêt des arbres de décision robustes,
et les notions et algorithmes présentés dans ce chapitre sont accompagnés d’exemples
basés sur ce problème. Nous concluons avec des résultats expérimentaux attestant de
l’intérêt des arbres de décision robustes. Ce chapitre a fait l’objet d’une publication
dans la conférence internationale avec actes Information Processing and Management
of Uncertainty in Knowledge-Based Systems 2020 [Portoleau 2020b]. Ces travaux ont
été également présentés dans les conférences ROADEF 2020 [Portoleau 2020a] et PMS
2020/2021 [Portoleau 2021b].

Le chapitre 4 propose d’appliquer le concept d’arbres de décision robustes introduit
dans le chapitre 3 au problème d’ordonnancement de lignes d’assemblage aéronautiques
présenté dans le chapitre 2. Nous commençons par introduire le contexte industriel et
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rappelons le problème en jeu. Ensuite, après avoir rappelé brièvement l’idée des arbres de
décision robustes, nous expliquons comment les utiliser pour ce problème et proposons
une méthode pour résoudre le problème de partitionnement robuste spécifique au problème
considéré. Encore une fois, les divers concepts et algorithmes présentés sont illustrés
avec des exemples. Nous concluons avec des résultats expérimentaux sur des instances
issues d’instances d’ordonnancement de projet multi-mode de la littérature et sur des
instances réelles fournies par Airbus. L’ensemble des résultats de ce chapitre fait l’objet
d’un article soumis au journal European Journal of Operational Research. Une version
libre de ce papier est disponible dans HAL (voir [Portoleau 2021d]). Ces travaux ont été
également présentés aux conférences ROADEF 2021 [Portoleau 2021a] et EURO 2021
[Portoleau 2021c].

Le dernier chapitre porte quant à lui sur un problème de planification de production
sous incertitude, et pour lequel nous proposons une variante de la méthode de Benders
adverse, une méthode itérative bien connue pour aborder certains types de problème
d’optimisation robuste, dont l’idée repose sur l’approximation de l’ensemble de scénarios
par une liste de scénarios discrets, à laquelle on ajoute les scénarios un par un, à chaque
itération de la méthode. Nous commençons par présenter la méthode de Benders Adverse
et comment résoudre le problème de planification robuste avec celle-ci, en utilisant des
formulations mathématiques basées sur les graphes de budget. Nous présentons ensuite
la variante que nous proposons, elle basée sur les graphes partiels de budget, que nous
définissons, et dont l’idée est d’ajouter à chaque itération de la méthode non pas un
unique scénario, mais un ensemble de scénarios bien choisi. Nous introduisons différentes
méthodes de sélection de scénarios. Nous concluons avec des résultats expérimentaux
montrant que notre variante semble plus efficace que la méthode de Benders adverse
classique pour résoudre ce problème. Les travaux présentés dans ce chapitre ont été
présentés à la conférence ROADEF 2022 et ont été finalistes du prix du meilleur article
étudiant [Portoleau 2022b].

Finalement, les différentes parties de cette thèse sont discutées dans une conclusion,
dans laquelle nous évoquons aussi différentes perspectives de recherches.
Des publications correspondant à des travaux réalisés pendant la thèse mais qui ne sont pas
en lien avec celle-ci sont fournies en annexe.
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1.1 Ordonnancement de projet

L’ordonnancement de projet peut être vu comme l’ensemble des théories, techniques et
outils permettant l’élaboration d’un planning dans le but d’achever un ensemble de tâches,
qui constituent un projet.

Dans [Snyder 1987] et [Morris 1987] les auteurs s’accordent pour marquer le début
de l’ordonnancement de projet moderne avec l’année 1958, qui a vu l’apparition quasi si-
multanée des techniques CPM (critical path method ou méthode du chemin critique) et
PERT (program evaluation and review technic ou technique d’évaluation et d’examen des
programmes). Ces méthodes, bien que peu utilisées dans leur définition originelle aujour-
d’hui, ont été initialement développées pour des projets militaires américains et ont connu
de nombreuses applications, telles que la construction du World Trade Center entre 1966
et 1975. Ces deux approches -bien distinctes à l’origine- ont depuis bien évolué et sont
aujourd’hui indistinctement connue sous le nom de PERT. La méthode PERT, qui est au-
jourd’hui enseignée dans de nombreux cours de management, est un bon exemple pour
illustrer ce à quoi ressemble l’ordonnancement de projet moderne.
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1.1.1 PERT

L’idée de PERT est de représenter les différentes activités d’un projet sous forme de
graphe d’activités et d’en étudier certaines propriétés. L’idée de ce graphe est de représen-
ter les différentes tâches qui constituent un projet, et leurs relations de précédence. Ainsi,
un arc partant d’un noeud a vers noeud b signifie simplement que la tâche b ne peut être
démarrée tant que la tâche a n’est pas terminée. On peut ensuite étiqueter les arcs avec la
durée des tâches à leurs origines respectives. Dans ce cas, on appelle chemin critique le
plus long chemin dans ce graphe, et l’on dit que les tâches sur ce chemin sont des tâches
critiques. Ici, "critique" fait référence au fait que la longueur de ce chemin est égale à la
durée minimale du projet, mais aussi au fait que si l’une des tâches qui le constituent se
retrouve retardée, cela impactera l’ensemble du projet. La taille du graphe d’activités est
clairement proportionnelle à la taille du projet. Ainsi, pour les plus gros projets, cette tech-
nique n’a pas pu être appliquée en pratique avant l’apparition d’ordinateurs suffisamment
puissants dans les années 60.
Cette approche possède en réalité deux défauts majeurs, qui touchent tous deux l’expres-
sivité du graphe d’activités. Tout d’abord, le graphe d’activités suppose que les durées des
tâches sont connues, ou plutôt, ne sont soumises à aucune forme d’incertitude. Cette hy-
pothèse, utile lorsqu’il s’agit de s’attaquer à la partie calculatoire d’un problème se révèle
peu adéquate lorsque l’on souhaite modéliser un problème industriel réel, et peut mener
à des calculs, certes plus faciles qu’en prenant en compte des incertitudes, de plannings
malheureusement inutilisables en pratique. De nouvelles représentations de graphe d’acti-
vités ont vu le jour depuis pour prendre en compte les incertitudes sur la durée des tâches,
que nous aborderons à la fin de ce chapitre. L’autre défaut est que le graphe d’activités ne
tient pas compte du fait que pour certains projets, des tâches aient éventuellement besoin
de ressources pour être réalisées, ce qui implique alors l’existence de contraintes autres
que les contraintes de précédence. Ainsi, certains projets ne pouvaient pas être approchés
et analysés correctement par PERT.

1.1.2 L’ordonnancement en tant que problème combinatoire

Parallèlement à l’ordonnancement de projet s’est développée l’étude de certains pro-
blèmes combinatoires appelés problèmes d’ordonnancement. Dans [Pinedo 2012] l’ordon-
nancement est défini comme "l’allocation des ressources aux tâches sur des périodes don-
nées et dont le but est d’optimiser un ou plusieurs objectifs". Dans [Potts 2009] l’auteur
cite l’article [Johnson 1954] comme point de départ à partir duquel les problèmes d’ordon-
nancement constituent un domaine à part entière dans la recherche opérationnelle. On peut
distinguer ces problèmes en plusieurs familles distinctes.
Tout d’abord on peut citer les problèmes dits à une machine et les problèmes à machines
parallèles. Ces problèmes ont été étudiés pour la première fois dans les années 50, dans les-
quelles on trouve quelques articles de référence, comme [Jackson 1955], [Jackson 1956] et
[Smith 1956] ou encore [McNaughton 1959]. Dans ces problèmes, on se donne un certain
nombre de machines, et l’on cherche à affecter chaque tâche à l’une de ces machines. On
peut chercher à -dans le cas de plusieurs machines parallèles- minimiser le temps d’exécu-
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tion total de l’ensemble des tâches, ou encore, si les tâches ont chacune une date de rendu,
à minimiser le retard de la tâche le plus en retard, ou la somme des retards de toutes les
tâches.
On trouve également la famille des problèmes d’ordonnancement d’atelier. Le problème
du flow-shop consiste à ordonnancer une séquence de tâches, de sorte qu’une fois un ordre
fixé, chaque tâche passera dans ce même ordre dans une séquence de machine, tout en
respectant un ensemble de contraintes. On peut également citer le problème du job-shop,
dans lequel chaque travail (ou job) se décompose en une séquence de tâches qui doit être
effectuée dans un ordre précis, et chaque tâche est attribuée à une (ou plusieurs dans le cas
du job-shop flexible) machine spécifique. Finalement, il existe aussi les problèmes d’open-
shop, où l’on cherche à ordonnancer un ensemble de tâches étant donné un ensemble de
machines et le temps que doit passer chaque tâche sur chaque machine.
Tous ces problèmes existent dans de nombreuses variantes, qui peuvent faire appel à des
contraintes supplémentaires, ou à des objectifs particuliers. Excepté un problème d’ordon-
nancement à une machine qui sera abordé dans le Chapitre 2, les autres problèmes exposés
ici ne seront pas traités dans cette thèse.

1.1.3 Ordonnancement de projets sous contraintes de ressources

Le type de problème que nous allons principalement traiter dans cette thèse est le pro-
blème d’ordonnancement de projets sous contraintes de ressources (RCPSP, de l’anglais
Resource-Constrained Project Scheduling Problem).

L’article [Hartmann 2022] présente une classification des problèmes d’ordonnance-
ment de projets sous contraintes de ressources ainsi qu’un aperçu des méthodes de ré-
solution existantes.

Le RCPSP n’est autre qu’une variante NP-difficile du PERT qui considère un ensemble
de ressources en plus de l’ensemble des tâches de telle sorte que chaque tâche mobilise
tout au long de son exécution un nombre positif ou nul d’unités sur chaque ressource.
Chaque ressource ayant une capacité limitée, le nombre de tâches pouvant être exécutées
en parallèle par chaque ressource est également limité car la somme des nombres d’unités
requises par les tâches à chaque instant ne doit pas excéder sa capacité.

Ce modèle est assez général car il permet de représenter les problèmes à une machine,
les problèmes à machines parallèles et les problèmes d’atelier de type flow-shop, job-shop
et open-shop. De plus il se trouve au cœur de nombreux problèmes industriels. Comme
nous le verrons dans le chapitre 1, le problème d’ordonnancement de lignes d’assemblage
aéronautiques résolu dans cette thèse est un RCPSP qui comprend en outre des modes
d’exécution multiples pour les tâches (MMRCPSP pour Multi-Mode Resource-Constrained
Project Scheduling Problem).

Dans le MMRCPSP, chaque tâche a un ensemble de modes d’exécution. Un mode
définit une durée possible de la tâche et un nombre d’unités requises sur chaque ressource
pour obtenir cette durée. La logique est qu’un mode avec une durée plus petite mobilise
plus de ressources qu’un mode avec une durée plus grande.

La littérature sur le MMRCPSP est assez riche en ce qui concerne la minimisation de la
durée totale de l’ordonnancement (makespan) [Drexl 1993, De Reyck 1999, Węglarz 2011,
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Coelho 2011].
Une vue d’ensemble assez récente des modèles et des approches de résolution des

(MM)RCPSP peut être trouvée dans [Schwindt 2015]. En relation avec la problématique
industrielle dans l’assemblage aéronautique, nous nous intéressons à la problématique
de lissage des ressources utilisées avec une durée totale d’ordonnancement fixée. Dans
la littérature sur le MMRCPSP, on parle de resource leveling [Demeulemeester 2002,
Schwindt 2015, Coughlan 2015]. Il s’agit de minimiser la quantité maximum de chaque
ressource utilisée à chaque instant (le pic d’utilisation). Lorsque des coûts d’acquisition
sont associés aux ressources on parle de resource investment problem [Gerhards 2020] ou
resource-availability cost [Demeulemeester 1995].

1.2 Optimisation et ordonnancement robuste

Dans le cadre de cette thèse, les problèmes qui seront étudiés le seront en supposant
qu’ils ont une composante incertaine. On distingue en général deux grandes familles d’ap-
proches pour aborder les problèmes soumis à de l’incertitude. La première est l’optimisa-
tion stochastique. Dans ces approches, on suppose que les paramètres incertains du pro-
blème peuvent être décrits par des lois de probabilités. Quand c’est le cas, on cherche alors
en général à optimiser des quantités, usuelles quand on parle de probabilités, comme la
moyenne ou la variance. Par exemple, on peut chercher à maximiser en moyenne la pro-
babilité qu’une solution satisfasse toutes les contraintes du problème -on appelle ce genre
de problème chance constraint-, ou encore on peut chercher à optimiser la valeur de la
fonction objectif d’une solution en moyenne. Cependant avec ce genre d’approche, il est
possible que la valeur de la solution varie grandement selon la réalisation des incertitudes,
ce qui n’est pas souhaitable dans certains cas. On peut régler le problème en cherchant éga-
lement à minimiser la variance de la qualité de la solution, et considérer les deux critères
à la fois par des approches multi-objectif, mais cela a tendance à rendre les problèmes en-
core plus complexes à résoudre. La seconde grande famille d’approches permet en quelque
sorte de faire d’une pierre deux coups, c’est-à-dire se prémunir le plus possible des "mau-
vaises" réalisations des incertitudes tout en garantissant une certaine qualité de la solution.
On nomme cela l’optimisation robuste, et c’est cette approche de l’optimisation sous incer-
titude que l’on va considérer dans cette thèse.

1.2.1 Ensemble de scénarios

En optimisation robuste, on suppose en général qu’on ne connaît pas de distribution de
probabilité sur les paramètres incertains du problème, mais on suppose que l’on connaît un
ensemble de scénarios.

Ces ensembles de scénarios peuvent avoir plusieurs formes. On note X = (Xi)i∈I une
réalisation -ou scénario- des paramètres incertains, Xi. On peut citer quelques exemples.

Ensemble de scénarios discret : les scénarios sont décrits par une liste finie de scénarios
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possibles. L’ensemble des scénarios peut s’écrire :

Ω = {X1,X2, · · · ,Xn}.

Scénarios intervalles : chaque paramètre incertain se réalise dans un intervalle. Un scé-
nario est alors le produit cartésien de tous les intervalles d’incertitude. L’ensemble des
scénarios peut s’écrire :

Ω = ∏
i∈I

[Xi,Xi]

où Xi et Xi sont respectivement les bornes inférieures et supérieures de l’intervalle
d’incertitude du paramètre Xi. Ce type d’incertitudes sera considéré dans les chapitres 3 et
4 de cette thèse.

Scénarios sous budget d’incertitudes : l’amplitude de l’incertitude par rapport à une va-
leur nominale est contrôlée par un paramètre appelé budget d’incertitudes, noté Γ. On peut
distinguer deux sous-familles classiques pour ce genre d’incertitude. On parle de Cardi-
nality Constrained Uncertainty lorsque chaque paramètre incertain est soumis à un budget
différent, et que le nombre de paramètre pouvant varier est borné. On peut l’écrire :

Ω = {X |Xi ∈ [X̂i−Γi, X̂i +Γi],∑
i
1(Xi ̸= X̂i)≤ Γ}

où X̂i, est la valeur nominale du paramètre Xi, et Γi le budget d’incertitudes alloué à ce
paramètre. La seconde sous-famille, nommée Norm Uncertainty permet en quelque sorte
de corréler les différentes incertitudes en forçant la norme de la différence entre le scénario
nominal et le scénario considéré à être plus petit que le budget d’incertitudes. Cela s’écrit :

Ω = {X |∥X̂−X∥≤ Γ}

où X̂ est le scénario nominal et ∥.∥ une norme quelconque. Bien entendu, le choix de la
norme a une importance sur la forme de l’ensemble des scénarios. Ce type d’incertitudes
sera considéré dans le chapitre 5 de ce manuscrit.

1.2.2 Critères de robustesse

Pour mesurer la robustesse d’une solution, il existe plusieurs critères de robustesse,
la plupart introduits par [Kouvelis 1997] qui sont largement utilisés dans les approches
d’optimisation robuste. Le premier, le plus classique, est le critère minmax. L’objectif de
ce critère est de calculer la solution qui est la plus intéressante dans son pire scénario
possible. Plus formellement cela s’écrit :

s∗ = argmin
s∈S

max
ω∈Ω

f (ω,s)

où f (ω,s) est la valeur du critère que l’on cherche à optimiser d’une solution s dans le
scénario ω . Le critère minmax est très courant dans la littérature, mais est également connu
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pour être -très- pessimiste [Bertsimas 2004]. En effet, celui-ci cherche à optimiser une so-
lution seulement par rapport à son scénario pire cas. Même si cela donne une garantie -ou
borne- sur la qualité de la solution, ce critère a tendance à forcer les solutions à être très
"prudentes", ou conservatives, ce qui a pour conséquence que les solutions robustes obte-
nues à partir de ce critère sont en général de mauvaise qualité sur l’ensemble des scénarios
-mais évidemment jamais pire que sur leur pire scénario. Ce critère reste cependant très
adapté dans certains cas, par exemple lorsque le pire cas implique des risques humains, à
éviter ou minimiser le plus fortement possible. Ce critère sera utilisé dans les chapitres 3,
4 et 5 de ce manuscrit, et l’on cherchera à réduire son pessimisme par la considération du
budget d’incertitude au chapitre 5.

Pour réduire ce pessimisme, il existe un autre critère, nommé minmax-regret -ou aussi
robust deviation- où l’on cherche à minimiser la différence entre le coût d’une solution
dans un scénario donné et le coût de la solution optimale pour ce scénario. Formellement
cela peut s’écrire :

s∗ = argmin
s∈S

max
ω∈Ω

| f (ω,s)− f (ω,s∗ω)|

où s∗ω est la meilleure solution possible dans le scénario ω . Le regret peut être considéré
comme une perte d’opportunité, parce qu’il représente la différence entre la performance
d’une solution donnée, et la performance de la solution qui aurait été choisie si l’on avait
connu l’état de la nature a priori.

D’autres moyens de réduction du pessimisme, plus spécifiques aux problèmes d’or-
donnancement, sont présentés plus loin dans ce chapitre. Dans les chapitres 3 et 4 nous
introduisons un modèle, basé sur les arbres de décision, où l’on cherche à apporter de
l’optimisme au critère minmax. Ce modèle se base sur la possibilité d’avoir accès à des
informations à propos du déroulement du scénario en cours et de pouvoir s’y adapter. Dans
la littérature, les problèmes qui font cette hypothèse sont appelés les problèmes d’optimi-
sation multi-étape (multi-stage) et sont l’objet de la prochaine section de ce chapitre.

1.2.3 Optimisation robuste multi-étapes

En programmation mathématique, on peut écrire de manière générique un problème
d’optimisation robuste à 2 étapes :

min
x1

max
ω

min
x2

f (ω,x1,x2) (1.1)

s.t g(ω,x1,x2)≤ 0 ∀ω ∈Ω (1.2)

où f et g sont des fonctions quelconques, les variables x1 sont les variables du premier
niveau de décision, c’est-à-dire les décisions qui sont prises immédiatement, et les
variables x2 sont quant à elles des variables de recours, elles dénotent la possibilité de
prendre une décision une fois que le scénario est découvert. A priori, la solution "rêvée" à
ce problème est une solution où les variables de recours s’adaptent de manière optimale à
chacun des scénarios. Dans la littérature on peut retrouver cette solution sous le nom de
solution totalement adaptative (fully adjustable solution). Cependant il a été montré que
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dans le cas général, même avec seulement deux niveaux de décision, résoudre ce problème
est NP-Difficile, et intraitable en pratique [Ben-Tal 2004]. On peut alors essayer de faire
des hypothèses pour le rendre plus abordable.

Par exemple, toujours dans [Ben-Tal 2004], les auteurs montrent que si l’on restreint les
variables de recours à être des fonctions affines du scénario révélé, ou plus formellement
poser x2 = Qω +q alors le problème :

min
x1,Q,q

max
ω

f (ω,x1,Qω +q) (1.3)

s.t g(ω,x1,Qω +q)≤ 0 ∀ω ∈Ω (1.4)

où f et g sont linéaires et g(u,x1,Qω +q) = A(ω)x1 +B(Qω +q) avec A une matrice
qui dépend du scénario et B une matrice qui n’en dépend pas, alors la complexité du
problème devient polynomial. Plus précisément, si on laisse B être une fonction du
scénario, on obtient un problème quadratique, qui peut également être facile, selon la
forme de l’ensemble des scénarios.

Une autre manière de rendre le problème soluble en pratique, toujours en restreignant
les variables de recours, est une méthode proposée dans [Hanasusanto 2015] appelée la K-
adaptabilité. L’idée de cette méthode est de considérer un nombre fini (K) de politiques de
recours et d’appliquer la meilleure d’entre elles au second niveau de décision. Par exemple,
dans un problème d’ordonnancement où les dates de rendus sont incertaines et où on sou-
haite minimiser la somme des retards, une politique de recours possible est d’ordonnancer
au plus tôt les tâches dont la due-date est la plus tôt (Earliest Due Date). Du point de vue
de la programmation mathématique, leur méthode revient à résoudre :

min
x1,xk

2

max
ω

min
k≤K

f (ω,x1,xk
2) (1.5)

s.t g(ω,x1,xk
2)≤ 0 ∀ω ∈Ω,k ≤ K (1.6)

où les variables xk
2, pour k≤ K correspondent au recours en suivant la k-ieme politique

prédéfinie.

Une autre manière d’approcher le problème est l’approche dite d’adaptabilité finie (Fi-
nite Adaptability) proposée dans [Bertsimas 2010] et [Postek 2016]. Cette fois-ci, l’idée
n’est pas de contraindre les recours possibles, mais de "relâcher" l’ensemble des scénarios.
Pour ce faire, les auteurs proposent de calculer une partition -de taille fixée k- de l’ensemble
des scénarios. Ainsi, le problème devient
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min
x1

max
ω

min
i≤k

f (ω,x1,xi
2) (1.7)

s.t g(ω,x1,x1
2)≤ 0 ∀ω ∈Ω1 (1.8)

g(ω,x1,x2
2)≤ 0 ∀ω ∈Ω2 (1.9)

. . . (1.10)

g(ω,x1,xk
2)≤ 0 ∀ω ∈Ωk (1.11)

où (Ω1,Ω2, ·,Ωk) est une partition de Ω, et x2 des recours précalculés. Avec cette
approche les recours x2 sont calculés non pas pour être adaptés à un scénario donné, mais
à un sous-ensemble précalculé de scénarios. L’approche que nous proposons dans ce
chapitre reprend cette idée à la différence près que la partition n’est pas donnée en entrée
du problème mais est calculée localement à chaque niveau de décision.

En pratique, ces différentes approches ont étés validées sur de nombreux problèmes.
En ce qui concerne les problèmes d’ordonnancement, on peut citer [Cohen 2021], dans
lequel les auteurs proposent une approche multi-étape pour résoudre un problème d’ordon-
nancement sur machines parallèles dans lequel le décideur peut réordonnancer à chaque
fois qu’une tâche se termine, en résolvant un PLNE. Ces méthodes sont également utili-
sées pour des problèmes de flots ([Ordónez 2007], [Atamtürk 2007]) de gestion de trafic
[Mudchanatongsuk 2005], de conception de réseau [Silva 2018], de conception de circuit
intégré [Mani 2006], de gestion de portefeuille de projet [Calafiore 2005], de protection
contre les inondations [Postek 2019], ou encore de planification de production d’électricité
[Bertsimas 2012]. Notons que des travaux considèrent également l’optimisation robuste
adaptative avec budget d’incertitude [Ayoub 2016].

1.2.4 Ordonnancement sous incertitudes

Pour le cas particulier des problèmes d’ordonnancement, des travaux étudient la com-
plexité des contreparties robustes minmax des problèmes d’ordonnancement déterministes
avec ou sans budget d’incertitude [Aloulou 2008, Bougeret 2019]. Il existe aussi dans la lit-
térature des approches plus adaptées à ce genre de problème. Nous en donnons ici quelques
exemples.

Ordonnancement proactif-réactif. Dans les problèmes d’ordonnancement du monde
réel, comme dans les problèmes d’ordonnancement des chaînes de montage aéronautiques
qui feront l’objet de notre étude de cas industriel, plusieurs paramètres sont sujets à l’in-
certitude. De plus, la connaissance que le décideur a de ces paramètres s’inscrit dans un
contexte dynamique, c’est-à-dire que les valeurs réelles des paramètres sont révélées pro-
gressivement dans le temps. La prise en compte des aspects incertains et dynamiques dans
les approches de résolution des problèmes d’ordonnancement est nécessaire pour contrôler
le risque et la flexibilité de l’ordonnancement.
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Historiquement, deux approches générales ont émergé pour traiter l’incertitude dans
les problèmes d’ordonnancement.

D’une part, les méthodes proactives élaborent un ordonnancement de base initial tout
en prenant en compte les éventuels aléas afin de le rendre aussi robuste que possible. Ce-
pendant, un défaut majeur des méthodes d’ordonnancement proactives est leur pessimisme
[Nikulin 2006], les solutions les plus robustes ont tendance à être de faible qualité en termes
de fonction objectif.

C’est particulièrement le cas lorsque les incertitudes sont importantes et fréquentes.
Dans ces cas, les méthodes réactives, qui visent à calculer rapidement de nouvelles

solutions pour faire face à l’imprévu et adapter le planning au scénario qui se présente,
sont plus appropriées car elles ne se concentrent pas spécialement sur l’ordonnancement
initial mais plutôt sur la manière de le modifier en ligne, c’est-à-dire pendant l’exécu-
tion. Elles sont généralement basées sur des règles de priorité, ou de recherche locale
[Rajendran 1999] qui permettent au décideur de calculer rapidement de nouvelles solu-
tions en fonction du scénario en cours. Cependant, contrairement aux approches proactives,
il n’y a aucune garantie concernant la valeur de l’objectif des solutions calculées avec une
méthode réactive.

Dans la littérature sur l’ordonnancement, les approches qui combinent une phase proac-
tive visant à émettre un ordonnancement de base robuste et une phase réactive qui adapte
l’ordonnancement de base en cas de perturbations majeures ont été largement étudiées sous
la terminologie d’ordonnancement proactif-réactif [Van de Vonder 2007].

Récemment, [Davari 2017] a remarqué que dans cette série d’approches, les phases
proactives et réactives étaient plutôt traitées séparément alors qu’elles devraient s’influen-
cer mutuellement. Ainsi, dans [Davari 2017, Davari 2019], les auteurs proposent une ap-
proche proactive-réactive intégrée où ils visent à trouver la meilleure politique, qui est dans
leur cas un planning initial robuste et un ensemble de réactions donnant des transitions d’un
planning à un autre en réponse à une perturbation, étant donné un certain coût de réaction.

Dans un travail pionnier, [Drummond 1994] a proposé l’approche dite Just In Case,
dans laquelle est calculé un ordonnancement contingent multiple, où les transitions d’un
ordonnancement de base vers des ordonnancements alternatifs sont anticipées à certains
événements ayant une forte probabilité de perturbation. Cette approche a été depuis lar-
gement développée pour les problèmes de planification en IA, abordant entre autres les
problèmes d’incrémentalité et de limites de mémoire. [Dearden 2003, Meuleau 2002].

RCPSP robuste. Dans cette section, on s’intéresse plus particulièrement à ce qui existe
dans la littérature concernant la résolution du RCPSP robuste. On peut commencer par
rappeler qu’il existe plusieurs critères de robustesse.

Par exemple, le critère du min-max regret, qui est considéré dans [Artigues 2013b],
où les auteurs proposent deux algorithmes pour résoudre le problème RCPSP ro-
buste avec ce critère, tous deux basés sur de la relaxation de scénarios proposée dans
[Assavapokee 2008]. Dans [Mogaadi 2016], les auteurs étudient, sur la base de scénarios,
deux modèles robustes, le modèle min-max qui se concentre sur la minimisation de l’objec-
tif de robustesse absolue et le modèle min-max regret dont l’objet est de minimiser le regret
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absolu. Ils proposent une approche génétique adaptative et robuste avec une population
initiale sophistiquée et une heuristique d’amélioration Forward-Backward. L’algorithme
proposé est appliqué à l’ensemble de données PSPLIB J30 avec des durées d’activité mo-
difiées. Les résultats obtenus montrent la performance de l’algorithme génétique combiné
avec l’heuristique d’amélioration par rapport à la version de base. Différents niveaux de
perturbation ont été testés pour déterminer la dégradation de performance correspondante.

Dans [Bruni 2018], les auteurs étudient le problème robuste d’ordonnancement de pro-
jets sous contrainte de ressources à deux niveaux, dans le cadre d’un polytope d’incerti-
tudes budgétisé, où l’on cherche une fois de plus à minimiser le makespan dans le pire des
cas, en supposant que les durées des activités sont sujettes à une incertitude d’intervalle.
Le premier niveau de décision attribue les ressources aux différentes activités du projet,
alors que les variables du second niveau décident des temps de départ de ces activités. Le
modèle permet de contrôler le niveau de robustesse au moyen d’un facteur de protection
lié à l’aversion au risque du décideur. Comme on l’a vu plus haut, ce genre de problème
est difficile. Pourtant les auteurs présentent deux approches de décomposition exacte. Une
expérimentation extensive, sur des instances de référence standards de la littérature, est
réalisée pour évaluer et comparer la performance des méthodes proposées, également par
rapport à l’approche de solution exacte de l’état de l’art. Une autre façon d’approcher la
robustesse est de la considérer dans une approche multi-objectif, où l’idée est de trouver un
compromis entre le pessimisme inhérent à la robustesse et la qualité du planning calculé.

Dans [Al-Fawzan 2005], les auteurs discutent de la question de la conception d’un ca-
lendrier de projet qui est non seulement court dans le temps, mais aussi moins vulnérable
aux perturbations dues aux retouches et autres conditions indésirables. À cette fin, ils in-
troduisent le concept de robustesse du calendrier et développent un modèle de planification
de projet bi-objectif avec des contraintes de ressources. Ces deux objectifs sont d’abord
de maximisation de la robustesse, et de minimisation du makespan. Ils proposent un algo-
rithme de recherche tabou afin de générer un ensemble approximatif de solutions efficaces.
Plusieurs variantes de l’algorithme sont testées et comparées sur un large ensemble de pro-
blèmes de référence. Dans la même idée d’approcher la robustesse par une approche multi-
objectif, on peut noter [Palacio 2017] dans lequel les auteurs proposent une approche exacte
basée sur deux modèles de programmation linéaire en nombres entiers mixtes (MILP) pour
résoudre le RCPSP. Le premier MILP vise à minimiser le makespan, tandis que le second
MILP maximise la robustesse du planning. Les formulations mathématiques sont résolues
en utilisant une approche lexicographique. Ils illustrent l’efficacité des modèles proposés
en résolvant des instances standards pour le RCPSP disponibles dans la bibliothèque de
problèmes d’ordonnancement de projets (PSLIB). Les résultats des calculs montrent qu’il
est possible de trouver des solutions optimales alternatives avec une robustesse maximale et
un makespan minimal pour des instances comportant jusqu’à 90 activités. De plus, puisque
le problème du RCPSP sous incertitude est un problème difficile, beaucoup d’efforts ont été
faits pour trouver des heuristiques efficaces. Dans [Chtourou 2008], les auteurs présentent
un algorithme en deux étapes pour l’ordonnancement robuste de projets sous contrainte de
ressources. La première étape de l’algorithme résout le RCPSP pour minimiser le makes-
pan en utilisant uniquement une heuristique basée sur des règles de priorité, à savoir un
schéma amélioré de génération d’ordonnancement en série avec une composante aléatoire.



1.3. EXEMPLE, PERT GÉNÉRALISÉ 15

L’idée d’un tel schéma est de générer un ordonnancement réalisable en insérant successive-
ment au plus tôt les tâches dans le planning de sorte à respecter les contraintes de ressources
et de précédence. La partie "aléatoire" de leur méthode vient de l’ordre dans lequel on re-
garde les tâches à insérer. Les tâches sont considérées dans un ordre compatible avec les
contraintes de précédence, et lorsque plusieurs tâches sont indistinguables de ce point de
vue, elles sont sélectionnées dans un ordre aléatoire. Le problème est ensuite résolu de
manière similaire pour maximiser la robustesse de l’ordonnancement tout en considérant
le makespan obtenu dans la première étape comme un seuil d’acceptation. La sélection du
meilleur ordonnancement dans cette phase se base sur l’un des 12 indicateurs prédictifs de
robustesse alternatifs formulés dans le but de maximiser la robustesse. Des tests de simu-
lation approfondis des planifications générées démontrent clairement les avantages de la
prise en compte de la robustesse des planifications en plus du makespan. À titre d’illustra-
tion, pour 10 problèmes de l’ensemble standard bien connu J30, les planifications robustes
et non robustes sont exécutées avec une augmentation de 10% de la durée appliquée aux
mêmes 20% des activités du projet choisies au hasard. Sur 1000 itérations par instance du
problème, les planifications robustes affichent un makespan plus court dans 55% des cas,
tandis que les planifications non robustes ne sont les plus performantes que dans 6% des
cas.

1.3 Exemple, PERT Généralisé

Dans cette dernière section, nous présentons une première contribution 1 sur des gé-
néralisations des méthodes PERT, dans le but de les rendre pertinentes dans le cadre de
problème d’ordonnancement de projet sous incertitude. Un algorithme pseudo-polynomial
pour résoudre le PERT robuste avec budget d’incertitude, au sens où l’on cherche la date
de fin minimale du projet réalisable compte tenu des incertitudes, a été proposé dans
[Minoux 2007]. Nous nous intéressons ici plutôt à des analyses de criticité des tâches
lorsque leurs durées sont définies par des intervalles. Pour le PERT standard, un état de
l’art des résultats connus sur ces analyses de criticité est présenté dans [Fortin 2010].

1.3.1 Cas déterministe

Un graphe d’activités est défini par un graphe G(V,A) où V = {1, ...,n} est un ensemble
de sommets, qui représentent les activités -ou tâches- du projet, et A ⊆ V ×V est un en-
semble d’arcs, qui représentent les contraintes de précédence entre les activités. Chaque
arc (i, j) ∈ A est pondéré par une valeur qui correspond à la durée de la tâche i. On suppose
que le graphe contient deux sommets, s = 1 et t = n qui représentent deux tâches fictives,
de durées nulles, et de sorte que l’activité s précède toutes les autres, alors que toutes les
activités précèdent la tâche t. Comme on sera amené à travailler avec des chemins dans
ce graphe, on introduit quelques notations supplémentaires. Un chemin p dans G est un
ensemble ordonné d’activités. On désigne par P l’ensemble de tous les chemins possibles
dans G, et par Pi l’ensemble de tous les chemins p de G tels que le noeud i appartient au

1. Il s’agit d’un travail en cours, en collaboration avec Cyril Briand
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chemin p. On définit également P+
i (resp. P−

i ) l’ensemble des chemins commençant par
i (resp. finissant par i), et Pi, j l’ensemble des chemins de i à j. Aussi on note lp la longueur
d’un chemin p et l∗i, j la longueur du plus long chemin de i à j.

On s’intéresse au calcul de trois quantités particulières, liées à la définition de ce
graphe.

La première est la date de départ au plus tôt -earliest starting time - d’une tâche i,
que l’on note esti. On peut calculer cette valeur grâce au graphe d’activités, puisqu’elle est
égale à la longueur du plus long chemin entre s et i. Plus formellement :

esti = max
p∈P−

i

lp

Cette date correspond à la date minimale à laquelle une tâche peut étre commencée,
pour peu qu’aucune tâche qui ne la precède n’ait été retardée.

De façon similaire, on peut calculer la date de départ au plus tard -latest starting time-
d’une tâche grâce au graphe d’activités, car elle est égale à la différence entre la valeur du
plus long chemin dans le graphe (qui correspond à la durée totale du projet) et la valeur du
plus long chemin dans le graphe passant par i. On peut écrire cela comme suit :

lsti = max
p∈P

lp− max
p∈P+

i

lp

Cette date correspond à la date maximale à laquelle une tâche peut être démarrée, sans
qu’elle n’augmente la durée de complétion du projet.
On définit enfin la marge d’une activité -float- comme étant la différence entre sa date de
départ au plus tard et sa date de départ au plus tôt. Ou encore :

fi = lsti− esti = max
p∈P

lp−max
p∈Pi

lp

Lorsque cette valeur vaut 0 pour une tâche donnée, on dit que cette tâche est critique,
en ce sens que si elle retardée pour une raison quelconque, la durée totale du projet en sera
impactée. On peut remarquer que par définition toutes les tâches situées sur le plus long
chemin de G sont critiques.
Puisque G est un graphe orienté et sans cycle, ces trois quantités peuvent être calculées en
temps polynomial.

1.3.2 Cas incertain

On suppose maintenant que la durée des tâches est incertaine, et est comprise dans un
intervalle. Plus formellement, si on note di la durée de la tâche i, on suppose que di prend
sa valeur dans un intervalle [d−i ,d

+
i ].

Un scénario d ∈ D = {(di)i≤n} est une instanciation de toutes les durées di. On dit que
d est un scénario extrême si pour chaque i≤ n, di ∈ {d−i ,d+

i }. On note Dext l’ensemble de
tous les scénarios extrêmes. d+ (resp. d−) désigne le scénario dans lequel tous les di sont à
leur valeur maximale d+

i (resp. minimale d−i ). On note lp(d) la longueur du chemin p dans
le scénario d et l∗i, j(d) la longueur du plus long chemin entre i et j dans le scénario d.
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On peut maintenant définir les dates de départ au plus, plus tard et la marge d’une activité
i en fonction d’un scénario d :

— Date de départ au plus tôt :

esti(d) = max
p∈P−

i

lp(d)

— Date de départ au plus tard :

lsti(d) = max
p∈P

lp(d)− max
p∈P+

i

lp(d)

— Marge :
fi(d) = lsti(d)− esti(d) = max

p∈P
lp(d)−max

p∈Pi
lp(d)

Pour étendre la notion de criticité d’une activité dans le cas incertain, on distingue deux
cas particuliers. On dit qu’une tâche i est nécessairement critique si dans le scénario qui
maximise la plus grande marge, que l’on note f max

i = maxd∈D fi(d) sa marge vaut 0. Cela
signifie en effet que dans tous les scénarios la tâche est critique. De la même manière, on
dit qu’une tâche est possiblement critique si dans le scénario qui minimise sa plus petite
marge, que l’on note f min

i = mind∈D fi(d), cette tâche est critique. On peut étendre de façon
similaire les dates de départ au plus tôt et plus tard en définissant estmax

i = maxd∈D esti(d),
estmin

i = mind∈D esti(d) et lstmax
i = maxd∈D lsti(d), lstmin

i = mind∈D lsti(d).
Il est tentant de penser, étant donnée la définition de la marge que f max

i = lstmax
i −

estmax
i ou encore que f max

i = lstmax
i −estmin

i . C’est faux en général. On peut s’en convaincre
facilement en remarquant que le scénario qui minimise ou maximise la date de départ au
plus tôt n’a aucune raison d’être le même que celui qui maximise ou minimise la date de
départ au plus tôt.
En termes de complexité, il a été montré les résultats suivants [Fortin 2010] :

Fonction estmin estmax lstmin lstmax f min f max

Complexité P P P P NP P

On voit dans le tableau que seul le calcul de la marge minimale d’une tâche est NP-
Difficile, les autres valeurs pouvant être calculées en temps polynomial.

1.3.3 Cas incertain avec contraintes de précédence généralisées

On s’intéresse maintenant à une extension où l’on suppose que les tâches sont liées
par des contraintes de précédence généralisées. Ces contraintes peuvent forcer des temps
minimaux ou maximaux entre les temps de départs des tâches, et sont courantes dans les
problèmes industriels. Plus formellement, pour chaque paire de tâche (i, j), il existe une
durée di, j telle que si l’on note Si la date de départ de la tâche i, alors S j − Si ≥ di, j En
prenant compte de cela, le graphe d’activités change un peu de forme comparativement
aux cas précédent, puisqu’il n’est maintenant plus acyclique. On suppose toujours que ces
délais di j entre les tâches sont incertains et prennent leur valeur dans l’intervalle [d−i, j,d

+
i, j].
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Toutes les notations introduites dans la section précédente sont conservées, en remplaçant
i ≤ n par (i, j) ∈ A et di par di, j. On supposera également que tous les scénarios sont co-
hérents, dans le sens où il n’existe pas de scénario pour lequel les délais entre les tâches
créent des contraintes impossibles à respecter. Cela se traduit dans le graphe par le fait qu’il
n’existe pas de cycle de longueur positive ou nulle.

Nous avons cherché à déterminer les classes de complexité du calcul des six quantités
introduites dans la section précédente, et avons conclu pour trois d’entre elles.

Théorème 1. Le temps de calcul de estmax
i et estmin

i est polynomial pour toute activité i.

Démonstration. Il est clair que estmin
i (resp. estmax

i ) est atteint pour le scénarios d− (resp.
d+), nous allons donc maintenant considérer notre graphe G sous l’un de ces scénarios,
selon la quantité que nous souhaitons calculer. Considérons maintenant le graphe G′(V,A)
avec des poids d′i, j = −di, j. Ce graphe n’a pas de cycle orienté négatif, et l’algorithme de
Bellman-Ford donne exactement les valeurs souhaitées pour chaque activité.

Nous nous intéressons maintenant au calcul de la date de départ au plus tard minimale.
Pour tout chemin p de G on note dmax(p) le scénario tel que di, j = d+

i, j si l’arc (i, j) est dans
le chemin p et di, j = d−i, j sinon.

Lemme 1. Pour chaque activité i ∈V , il existe un chemin pi de i vers n tel que :

min
d∈D

lsti(d) = lsti(dmax(pi))

Preuve. Soit d∗ tel que lsti(d∗) = mind∈D lsti(d) et p l’un des plus longs chemins de i à
n sous le scénario d∗.

Passons de d∗ à dmax(p) en augmentant les délais d j,k à d+
j,k si j et k sont consécutifs

dans p, ou en les diminuant à d−j,k sinon. Dans ce nouveau scénario, p est toujours un des
plus longs chemins de i à n et sa longueur a augmenté de δ = ∑( j,k)∈p(dmax

j,k (p)−d∗j,k).
De plus, puisqu’il n’existe aucun circuit de longueur positive, la longueur de tout che-

min potentiel le plus long ne peut avoir été augmentée de plus de δ . Si on note L la longueur
du plus long chemin dans le scénario d∗ , L′ celle dans le scénario dmax(p) et δ ′ tel que
L+δ ′ = L′ et δ ′ ≤ δ . La date de départ au plus tard de l’activité i sur le scénario dmax(p)
est :

lsti(dmax(p)) = L′− lp(dmax(p))

= L+δ
′− (lp(d∗)+δ )

= lsti(d∗)+(δ ′−δ )

Puisque δ ′ ≤ δ , lsti(dmax(p)) ≤ lsti(d∗), il en résulte que lsti(dmax(p)) = lsti(d∗) =
mind∈D lsti(d).

Théorème 2. Soit i une activité. On a alors :

lstmin
i = min

j∈succ(i)
lsti(dmax((i)∪ p j))
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où p j est un chemin issu du lemme précédent appliqué à une activité j.

Preuve. D’après lemme précédent, on sait qu’il existe un chemin pi de i vers n de sorte
que lstmin

i = lsti(dmax(pi)). Soit j le successeur de i dans pi, on a :

lst j(dmax(pi)) = l∗1,n(d
max(pi))− l∗j,n(d

max(pi))

= l∗1,n(d
max(pi))− lpi(d

max(pi))+d+
i, j

= lstmin
i +d+

i, j (1.12)

Maintenant, soit p j un chemin issu du lemme précédent en l’appliquant à l’activité j.
Comme j ∈ pi qui est un plus long chemin dans dmax(pi) et que le graphe d’activités ne
contient pas de cycle positif on peut remarquer que :

l∗i,n(d
max((i)∪ p j))≥ l∗j,n(d

max((i)∪ p j))+d+
i, j

l∗1,n(d
max((i)∪ p j))− l∗i,n(d

max((i)∪ p j))≤ l∗1,n(d
max((i)∪ p j))− l∗j,n(d

max((i)∪ p j))−d+
i, j

lsti(dmax((i)∪ p j))≤ l∗1,n(d
max((i)∪ p j))− l∗p j

(dmax((i)∪ p j))−d+
i, j

(1.13)

Supposons par l’absurde que lstmin
i < lsti(dmax((i)∪ p j).

A partir des équations (1.12) et (1.13) on peut écrire :

lst j(dmax(pi))< l∗1,n(d
max((i)∪ p j))− lp j(d

max((i)∪ p j)) (1.14)

Soit p′ un plus long chemin dans G de 1 à n pour le scénario dmax((i)∪ p j).
On doit distinguer deux cas :
— i /∈ p′ : alors l∗1,n(d

max((i)∪ p j)) = l∗1,n(d
max(p j)) et en l’injectant dans l’équation

(1.14) on obtient lst j(dmax(pi))< lstmin
j , ce qui contredit la définition de lstmin

j .
— i∈ p′ alors l’activité i est critique pour dmax((i)∪ p j), ce qui implique lsti(dmax((i)∪

p j)) = lsti(dmax(i)∪ p j)) = esti(dmax((i)∪ p j)) = l1,i(dmax((i)∪ p j)). Ensuite tous
les arcs du chemin p′ avant i sont à la valeur minimale. Si ça n’était pas le cas, cela
signifierait qu’un de ces arcs appartiendrait à p j, mais comme p′ est un plus long
chemin ; p j contiendrait un cycle, ce qui est impossible puisque tous les cycles sont
de longueur négative ou nulle. Ainsi lsti(dmax((i)∪ p j)) = l1,i(dmax((i)∪ p j)) =

estmin
i ≤ lstmin

i , ce qui contredit l’hypothèse.
Ainsi, en raisonnant par l’absurde on en déduit que lstmin

i = lsti(dmax((i)∪ p j).
On conclut la démonstration en remarquant qu’une telle activité j appartient à succ(i).

Cette preuve ressemble à celle de [Fortin 2010] à propos du PERT dans le cas incertain,
mais nous avons considéré les cas où la présence de cycle dans le graphe rend certains
arguments moins évidents. Grâce à ce théorème on peut, par programmation dynamique à
partir de la fin du graphe d’activités, calculer les valeurs lstmin pour toutes les tâches du
projet.

Finalement, A partir des deux théorèmes précédents, et remarquant que les contraintes



20 CHAPITRE 1. ETAT DE L’ART

de précédence classiques sont un cas particulier des contraintes de précédence généralisées,
nous pouvons en déduire les résultats suivants :

Fonction estmin estmax lstmin lstmax f min f max

Complexité P P P ? NP ?

Malheureusement nous ne sommes pas parvenus à conclure quant aux complexités des
problèmes de calcul de lstmax et f max.
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Les travaux présentés dans ce chapitre ont mené à un article en révision dans Compu-
ters and Industrial Engineering [Borreguero 2021], co-écrit avec Tamara Borreguero San-
chidrián, alors doctorante chez Airbus Madrid et à l’université polytechnique de Madrid.
Seules mes contributions apparaissent dans ce chapitre. Ces travaux ont obtenu le 2ème
prix au concours du meilleur papier étudiant à la conférence PMS 2022 [Portoleau 2022a].

2.1 Introduction

L’industrie aéronautique a connu une profonde transformation au cours des dernières
années. La demande d’avions a augmenté, mais aussi la complexité et la personnalisation
des produits. En conséquence, les fabricants d’avions ont dû produire davantage d’uni-
tés d’avions plus complexes tout en essayant de réduire les délais de mise sur le marché,
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les délais de production et les coûts [Mas 2015]. Pour faire face à ces défis et à d’autres,
l’industrie aéronautique s’est orientée vers la mise en œuvre des tendances de l’industrie
4.0 [Kagermann 2013]. Comme dans d’autres industries, la mondialisation et la numéri-
sation sont devenues des caractéristiques centrales. En réalité, l’industrie aéronautique a
été en avance dans l’utilisation de solutions numériques. Un large éventail d’outils de ges-
tion du cycle de vie des produits a été déployé dans l’industrie aéronautique et a donné
lieu à des processus hautement numérisés, de la conception à la maintenance des aéronefs
[Mas 2014]. Cependant, les processus de planification et d’ordonnancement sont restés pra-
tiquement inchangés. La plupart des activités liées à ces processus continuent d’utiliser des
procédures manuelles qui reposent sur les connaissances d’experts.

Pourtant, la numérisation des processus d’ordonnancement est nécessaire non seule-
ment pour la mise en œuvre du système d’exécution de la fabrication, mais aussi pour le
déploiement de l’industrie 4.0. [Schläpfer 2014] énumère trois objectifs pour l’industrie
4.0, qui ne peuvent être atteints sans améliorer les processus de planification et d’ordon-
nancement :

— Une plus grande flexibilité grâce à une planification, un contrôle et une exécution
dynamiques ;

— Une meilleure productivité et efficacité des ressources pour les produits personna-
lisés ;

— Des délais plus courts grâce à l’application d’analyses intelligentes.
En général, lorsque l’on cherche à améliorer de cette manière des lignes d’assemblage

industrielles, on se retrouve avec deux types de problèmes distincts. Les premiers sont
les problèmes d’équilibrage de lignes d’assemblage (ou assembly line balancing) dont le
principe est le suivant. Le problème prend en entrée un ensemble de tâches -soumises à des
contraintes de précédence- à effectuer sur des stations de travail. Il y a alors deux objectifs
classiques possibles.

1. S’il y a un temps de cycle fixé, c’est-à-dire un horizon temporel fixé, la question
est : Comment minimiser le nombre de stations de travail dont on a besoin pour le
respecter ?

2. S’il y a un nombre de stations de travail disponibles fixé, la question est : Quel est
le plus petit temps de cycle réalisable avec cet ensemble de stations?

On ne détaillera pas plus ces problèmes d’équilibrage dans cette thèse. Pour une revue de
littérature relativement récente sur le sujet, le lecteur peut se référer à [Sivasankaran 2014].
L’autre type de problèmes, celui auquel on va s’intéresser dans ce chapitre, concerne l’or-
donnancement de lignes d’assemblage. Avant de présenter les problèmes d’ordonnance-
ment, il faut noter qu’une tentative a été faite pour intégrer les deux problèmes en un
seul. Par exemple, dans [Andres 2008] et [Shahanaghi 2010] les auteurs considèrent des
problèmes où la durée des tâches dépend de la façon dont elles sont ordonnancées, avec
respectivement un temps de préparation dépendant de la séquence pour le premier, et la
prise en compte d’un effet de détérioration pour le second. Une approche plus concrète,
plutôt orientée vers l’ingénierie, a été proposée dans [Borreguero 2015] où les auteurs dé-
veloppent une méthodologie pour les lignes d’assemblage d’Airbus afin que leurs outils
intègrent les aspects des deux problèmes précédents.
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En ce qui concerne l’aspect de l’ordonnancement sur les lignes d’assemblage, on trouve
moins d’occurrence de ce problème dans la littérature, puisque ces problèmes sont sou-
vent traités sous le prisme plus générique des problèmes d’ordonnancement. Cependant
plusieurs techniques ont été développées pour le cas spécifique des lignes d’assemblage.
Dans [Sabuncuoğlu 2008], les auteurs proposent d’améliorer la méthode "Beam Search",
une heuristique basée sur l’algorithme Branch and Bound, puis l’appliquent à un problème
d’ordonnancement de lignes d’assemblage. Dans [Zhang 2000], les auteurs présentent un
problème industriel issu des chaînes de montage du constructeur automobile Toshiba, et
proposent de le résoudre par relaxation Lagrangienne en tirant parti des caractéristiques
géométriques de leur problème.

Pour répondre aux trois objectifs cités plus haut de l’industrie 4.0, ce chapitre pro-
pose une heuristique compétitive pour l’ordonnancement d’une chaîne d’assemblage final
d’avions. L’étude de cas industriel considéré fourni par Airbus est la ligne d’assemblage
finale de l’A330.

Ce problème peut être classé dans la catégorie des problèmes d’ordonnancement de
projets sous contraintes de ressources (RCPSP) et plus particulièrement des problèmes
d’ordonnancement de projets sous contraintes de ressources (MMRCPSP) avec un objectif
de lissage des ressources (voir §1.1.3).

Le contexte industriel et une présentation informelle du problème sont donnés dans la
section 2.2. Une présentation plus formelle du problème de MMRCPSP considéré ainsi
qu’une formulation de programmation par contraintes sont décrites dans la section 2.3. La
méthode de voisinage étendu que nous proposons pour ce problème est détaillée dans 2.4.
La section 2.5 présente des résultats expérimentaux sur des problèmes industriels posés par
Airbus. Une comparaison avec des travaux précédents sur un problème de MMRCPSP de
la littérature est effectuée dans la section 2.6. Pour finir, des conclusions et perspectives
sont brièvement évoquées dans la section 2.7.

2.2 Contexte industriel et présentation informelle du problème

Les chaînes d’assemblage aéronautiques sont constituées d’une série de stations où
différentes tâches sont exécutées. La décomposition en tâches est telle que chaque produit
doit passer par toutes les stations en suivant un chemin fixe. En outre, la ligne est souvent
synchronisée, ce qui signifie que le temps pendant lequel chaque produit reste sur une
station est toujours le même, et est égal à la vitesse globale de la ligne d’assemblage. Dans
ce contexte, nous considérons le temps de cycle comme le temps nécessaire à un avion pour
visiter chacune des stations. Dans notre problème, le temps de cycle maximum est fixé.

L’affectation des tâches à une station est dans la plupart des cas liée à des questions
industrielles. Par exemple, cela peut-être du fait des technologies d’assemblage ou encore
le besoin de gabarits spécifiques qui ne peuvent pas être facilement déplacés. Par consé-
quent, l’affectation des tâches entre les stations n’est effectuée qu’une seule fois, lors de la
définition de la ligne. Bien qu’il puisse y avoir un petit pourcentage de tâches qui peuvent
être exécutées dans plus d’une station, une fois que les tâches sont assignées, elles sont
rarement déplacées d’une station à l’autre, donc on supposera sans perte de généralité que
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l’affectation des tâches est fixée par station.
En tenant compte de cela, la décision d’ordonnancement consiste à établir l’ordre dans

lequel les tâches seront effectuées ainsi que les ressources allouées à chacune d’entre elles,
étant donné le temps de cycle de la ligne et un ensemble de tâches par station. Le résultat
est généralement affiché sous la forme d’un diagramme de Gantt (figure 2.1) où chaque
tâche se voit attribuer une date de début/fin et un ensemble d’opérateurs. Du point de vue
de l’opérateur, on utilise une vue de suivi des performances (figure 2.2). La principale
différence est que le traqueur de performance, c’est-à-dire l’outil qui permet de suivre le
déroulement des activités, est orienté vers le travailleur, de sorte que chaque ligne four-
nit des informations sur la tâche à effectuer par un opérateur tout au long du temps de
cycle. L’accès à ces informations sera une propriété clef dans les prochains chapitres de ce
manuscrit.

FIGURE 2.1 – Diagramme de Gantt

FIGURE 2.2 – Exemple de vue de suivi de performances

Ces dernières années, l’automatisation des stations aéronautiques a connu d’impor-
tantes améliorations. Malgré cela, le montage aéronautique reste très demandeur en opé-
rateurs hautement qualifiés. Souvent, certaines tâches doivent être effectuées par des tra-
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vailleurs ayant une compétence spécifique, et tous n’ont pas les mêmes compétences. Ces
différentes compétences sont gérées par l’utilisation de ‘profils’ qui regroupent une ou
plusieurs compétences. Chaque opérateur se voit attribuer un profil, en fonction de ses
compétences. De plus, chaque tâche peut être effectuée par des opérateurs ayant un ou plu-
sieurs profils. Par exemple, si profil 1 ne comprend que des tâches mécaniques élémentaires
(comme le perçage et le rivetage) et profil 2 comprend les précédentes ainsi que l’instal-
lation de tuyaux, un travail impliquant le rivetage et le perçage peut être effectué l’un ou
l’autre des deux profils.

Les contraintes entre les tâches peuvent être de natures différentes. Le cas le plus cou-
rant est celui des contraintes de précédence : lorsqu’une tâche ne peut être commencée
avant qu’une précédente ne soit terminée. Par exemple : les harnais ne peuvent pas être
acheminés tant que les supports auxquels ils sont attachés n’ont pas été rivetés à la struc-
ture de l’avion, ou un test fonctionnel ne peut pas être effectué tant que le système qu’il
teste n’a pas été complètement installé.

Un autre type de contraintes est celui des contraintes d’incompatibilité ou disjonctives :
elles signifient que certaines activités peuvent être effectuées dans n’importe quel ordre,
à condition qu’elles ne soient pas exécutées en même temps. C’est le cas de certaines
tâches qui, pour des raisons de santé et de sécurité, doivent être effectuées avec le moins
de personnes possible dans le hangar, par exemple l’application d’inhibiteurs de corrosion.
Cela se produit également lors d’essais qui nécessitent un état spécifique de l’avion : les
essais hydrauliques doivent être effectués sous tension, mais l’avion doit être hors tension
pour les essais de carburant.

Enfin, des décalages maximaux -on parle aussi de contraintes de précédence
généralisées- peuvent également intervenir. Par exemple, les tests de collage doivent être
effectués à la fin des installations, et la protection par collage doit être réalisée dans le
même jour ouvrable où le test a été réussi. Dans certains cas, il faut non seulement un délai
maximal mais aussi la même équipe de travail.

En accord avec le temps de cycle fixe, la fonction objectif sera de minimiser la consom-
mation de ressources par station. Comme nous l’avons dit, cela revient à minimiser la
somme des pics de demande des opérateurs par profil, c’est-à-dire le nivellement des res-
sources.

Plus succinctement, ce problème sera modélisé par un problème d’ordonnancement de
projet avec contraintes de ressources et multi-mode, ou MMRCPSP, avec des contraintes
de précédence généralisées, des contraintes disjonctives et un objectif de nivellement des
ressources. Ce problème est connu pour être NP-Difficile [Kolisch 1997a].

2.3 Présentation formelle et formulation de programmation par
contraintes

2.3.1 Notations et présentation formelle

Nous avons un ensemble de tâches I et un ensemble de ressources R décomposé en
deux sous ensembles : l’ensemble des opérateurs RO regroupés en profils, de sorte que
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o∈RO correspond à un profil particulier d’opérateurs, et l’ensemble des ressources cumu-
latives RA qui représente généralement des zones à capacité limitée en termes de tâches
qui peuvent y être réalisées. Ainsi Ca désigne la capacité de la zone/ressource cumulative
a ∈RA. Une tâche i ∈I peut être exécutée selon plusieurs modes Mi. Un mode m ∈Mi

détermine la durée de la tâche pi,m, ainsi que la quantité d’opérateurs utilisée bi,m,o, ∀ ∈RO

et l’occupation bi,m,a de chaque zone a ∈RA. Par ailleurs nous notons Prec l’ensemble des
contraintes de précédence classiques et PrecG l’ensemble des contraintes de précédence
généralisées qui dans l’étude de cas industriel sont associées à un délai maximal fixe ∆.
Nous notons D l’ensemble des paires de tâches incompatibles, ou disjonctives, et CT le
temps de cycle à respecter.

Etant donné ces notations, le problème peut être formulé comme suit :

min z = ∑
o∈RO

max
t=0,...,CT

Bo,t (2.1)

s. t. S j−Si ≥ pi,mi ∀(i, j) ∈ Prec (2.2)

S j−Si ≤ ∆ ∀(i, j) ∈ PrecG (2.3)

S j−Si ≥ pi,mi ∨Si−S j ≥ p j,m j ∀i, j ∈D (2.4)

Bk,t = ∑
i∈I ,t∈[Si,Si+pi,mi−1]

bi,k,mi ∀k ∈R,∀t = 0, . . . ,CT (2.5)

Ba,t ≤Ca ∀a ∈RA,∀t = 0, . . . ,CT (2.6)

Si ∈ [0, . . . ,CT [ ∀i ∈I (2.7)

mi ∈Mi ∀i ∈I (2.8)

Les variables de décision sont les dates de début des tâches Si, le mode mi utilisé pour
chaque tâche et la quantité Bk,t de chaque ressource k utilisée à la période de temps t. L’ob-
jectif (2.1) consiste en la minimisation de la somme des pics d’utilisation de chaque pro-
fil d’opérateurs. Les contraintes (2.2) représentent les contraintes de précédence début/fin
classiques alors que les contraintes (2.3) donnent les contraintes de décalages maximaux.
Les contraintes (2.4) expriment l’impossibilité d’exécuter simultanément deux tâches in-
compatibles. Les quantités Bk,t sont exprimées par les contraintes (2.5) comme la somme
des quantités utilisées par les tâches en cours d’exécution pendant la période t. Pour les res-
sources cumulatives/zones cette quantité est bornée par la capacité via les contraintes (2.6).
Les domaines de définition des variables Si et mi sont enfin données par les contraintes (2.7)
et (2.8). Le problème est évidemment NP-difficile puisque sa version décisionnelle admet
la version décisionnelle du RCPSP comme cas particulier.

Dans l’article coécrit avec Tamara Borreguero Sanchidrián ([Borreguero 2021]) plu-
sieurs formulations en programmation linéaire en nombres entiers (PLNE) sont proposées
pour résoudre ce problème. Cependant, les modèles obtenus n’ont pu être utilisés que pour
résoudre de petites instances. La Programmation par Contraintes (PPC) s’est avérée au
contraire être une méthode efficace comme le montrent les résultats expérimentaux, et nous
donnons ci-après une formulation PPC.
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2.3.2 Formulation de programmation par contraintes

Nous proposons donc un modèle de programmation par contraintes basé sur des
contraintes d’ordonnancement standard. Pour la modélisation et la résolution, nous uti-
lisons la bibliothèque d’ordonnancement par contraintes CP Optimizer. Nous faisons ré-
férence ci-dessous aux éléments de modélisation de base que nous utilisons. Nous nous
référons à [Laborie 2018] pour une définition plus détaillée de ces éléments.

— Une tâche i ∈ I est modélisée par une variable de décision Ti,m de type
intervalle Ti avec une date de disponibilité 0 et une date de rendu CT . Dans le
langage de modélisation de CP Optimizer, cela s’écrit, pour toutes les tâches i∈I :

dvar interval Ti in 0..CT
— Modes : Un mode m∈Mi est représenté par une variable intervalle optionnelle,

c’est-à-dire que sans spécification contraire, cette tâche n’a pas à être présente dans
la solution. Cela s’écrit, avec pi,m la durée de la tâche i dans le mode m :

dvar interval optional Ti,m in 0..CT size pi,m

Chaque tâche i ∈I est une alternative entre les différentes tâches option-
nelles qui représentent ses modes :

alternative(Ti,(Tim)m∈M )
Puisque les variables Ti ne sont pas optionnelles, au moins une des tâches Tim

doit être présente dans la solution.
— Contraintes de précédence : Des contraintes de précédence standards entre une

tâche i et son successeur i′, pour chaque couple (i, i′) ∈ Prec s’écrivent :

endBeforeStart(Ti,Ti′)
De la même manière, les contraintes de précédences généralisées pour un

couple de tâches (i, i′) ∈ PrecG sont définies avec :

startBeforeEnd(Ti′ ,Ti,−∆)
— Contraintes de ressources : L’utilisation d’une ressource r ∈ R par une tâche

i ∈I dans un mode m ∈M est modélisée avec une fonction pulse, qui vaut 0 en
dehors de l’intervalle d’exécution de la tâche et qui vaut bi,m,r quand la tâche est en
train d’être exécutée. On peut alors écrire la consommation totale d’une ressource
comme une somme de fonction pulse :

– pour chaque zone a ∈RA, ∑
i∈I ,
m∈M

pulse(Ti,m,bi,m,a)≤Ca

– pour chaque type d’opérateur o ∈RO, ∑
i∈I ,
m∈M

pulse(Ti,m,bi,m,o)≤ no

— Contraintes d’incompatibilité : Pour chaque paire (i, i′) de tâches incompatibles,
on utilise la contrainte noOverlap :
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noOverlap(Ti,Ti′)
— Objectif : min∑o∈RO no

2.4 Méthode de recherche à voisinage étendu

2.4.1 Principe de base

Dans les sections précédentes, nous avons introduit la formulation PPC dans le but de
résoudre notre problème de manière exacte. Cependant, étant NP-Difficile, les méthodes
exactes ne sont pas nécessairement les plus appropriées. La plus grande instance résolue
par le modèle de PPC en 20 secondes comporte 100 tâches alors que le problème réel
d’ordonnancement de lignes d’assemblage aéronautiques en comporte plus de 700. Dans
cette section, nous proposons une méthode heuristique basée sur la technique de recherche
par grand voisinage (Large Neighbourhood Search, ou LNS) que nous évaluons par rapport
au solveur CP Optimizer et à l’heuristique utilisée en pratique sur des instances industrielles
par le constructeur aéronautique. Pour illustrer le principe général des techniques LNS,
inspiré de [Palpant 2004], on propose le schéma suivant :

(0) Calculer une solution initiale S du problème P .
(1) Fixer une partie de la solution S "critique" du point de vue de la fonction objectif.
(2) Calculer une nouvelle solution S ′ pour le problème P ′, où P ′ est le problème

obtenu depuis P en ajoutant les contraintes induites par l’étape (1).
(3) Si S ′ est une meilleure solution que S alors S ←S ′.
(4) Si le critère d’arrêt n’est pas satisfait, aller à l’étape (1).
(5) Renvoyer S .
Les principes génériques de LNS ne spécifient aucun type de diversification, c’est-à-

dire une manière d’explorer rapidement un voisinage proche d’une solution en cours, mais
reposent plutôt sur l’idée que si le voisinage d’une solution est suffisamment grand, la
qualité des optima locaux dans le voisinage tend à être meilleure.

Clairement, l’un des principaux enjeux des algorithmes LNS est de décider quelle partie
de la solution initiale fixer à l’étape (2) pour que son voisinage contienne de meilleures
solutions ; en d’autres termes, comment évaluer la criticité d’une partie de la solution?

2.4.2 Méthode LNS pour l’ordonnancement à modes multiples avec objectif
de nivellement de ressources

Comme mentionné dans la section 2.1, la méthode LNS est généralement appliquée
aux problèmes d’ordonnancement où l’objectif est de minimiser un critère lié au temps
ou un coût d’externalisation. Un grand voisinage typique d’une solution dans ce contexte
consiste à sélectionner un intervalle de temps et à fixer toutes les tâches programmées en
dehors de cet intervalle et à compacter autant que possible les activités programmées à l’in-
térieur de cet intervalle afin d’utiliser au mieux les ressources disponibles. C’est le cas de la
première méthode LNS proposée pour le RCPSP [Palpant 2004]. Notamment, la recherche
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par défaut du solveur CP Optimizer que nous avons utilisé dans la section précédente im-
plémente également une méthode LNS basée sur ce principe [Laborie 2007]. Or dans notre
problème, nous cherchons au contraire à minimiser l’utilisation maximale d’un ensemble
de ressources données. Pour ainsi dire, étant donné un intervalle de temps on préfère non
pas compacter, mais étaler les tâches programmées dans cet intervalle. Ainsi, nous cher-
chons à identifier l’ensemble des tâches qui sont impliquées dans les pics d’utilisations
maximales de chaque ressource. C’est à partir de cet ensemble (ou, pour être plus précis,
de son complémentaire) que nous allons calculer la partie de la solution que l’on fixera
dans notre méthode LNS.

Décrivons maintenant ce problème plus formellement. Considérons une solution S où
chaque tâche i ∈ I a un temps de départ S̄i ∈ [0,CT ], un mode m̄i ∈Mi et un nombre
maximal d’opérateurs n̄o ainsi qu’un nombre d’opérateurs assignés à la tache i bi,m̄i,o pour
chaque profil d’opérateurs o∈RO. L’ensemble des tâches qui forment les pics d’utilisation
maximales des ressources est l’ensemble de tous les ensembles critiques tels que définis ci-
dessous :

Définition 1. Un ensemble critique Ĩ est un ensemble de tâches superposées qui atteint
le nombre maximal d’opérateurs pour au moins un profil o ∈RO. Plus formellement :

Ĩ = {i ∈I |∃t ∈ [0,CT ],∃o ∈RO, S̄i ≤ t < S̄i + pi,m̄i , ∑
j∈I ,

S̄ j≤t<S̄ j+p j,m̄ j

b j,m̄ j,o = n̄o}

On peut remarquer que l’utilisation des ressources ne change qu’au début ou à la fin
d’une tâche. Soit T l’ensemble des différents temps de départ et de fin des tâches. L’en-
semble de tous les ensembles critiques peut être énuméré par un algorithme de balayage
(ou sweep) qui teste la condition de la définition 1 pour chaque ensemble construit par la
tâche qui chevauche chaque point de temps dans T . L’algorithme 1 décrit l’algorithme de
balayage qui calcule l’ensemble de toutes les tâches "pics" C en O(|I |2|RO|) temps.

Afin de générer un voisinage de bonne qualité, nous laissons libres (c’est-à-dire non
fixées) toutes les tâches qui contribuent à l’utilisation maximale de la ressource objective
(celles appartenant à l’ensemble des pics calculés par l’algorithme sweep ainsi que les
tâches qui doivent les précéder par une contrainte de précédence, et nous fixons toutes les
autres.

On résout ensuite ce nouveau problème en tenant compte de la borne fournie par la
valeur de la solution initiale et des contraintes induites par les tâches fixées, dans un temps
limité. Si une solution a été trouvée, elle remplace la solution initiale comme meilleure
solution et on recommence. Cependant, si aucune solution n’a été trouvée, nous résolvons
un nouveau problème, en fixant moins de tâches et en fixant un temps de résolution plus
grand, en utilisant le principe auto-adaptatif initialement proposé par [Palpant 2004]. Pour
être plus précis, à chaque fois que le solveur ne parvient pas à trouver une solution, nous
fixons 10% d’activités en moins et ajoutons 10 secondes au temps de résolution maximum.
Ces valeurs ont été déterminées empiriquement en utilisant des instances issues de bench-
mark.

Dans notre implémentation, nous utilisons CP Optimizer comme une boîte noire pour
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Algorithme 1 Algorithme sweep pour le calcul des tâches "pics"
Entrée: Un problème P et une solution S = {(S̄i, m̄i)i∈I ,(n̄o)o∈RO}

C ← /0
T ←{S̄i|i ∈I }∪{S̄i + pi,m̄i |i ∈I }
pour o ∈Ro faire

pour t ∈T faire
Ĩ ← /0 ; cons← 0
pour i ∈I faire

si bi,m̄i,o > 0 and S̄i ≤ t < S̄i + pi,m̄i alors
Ĩ ← Ĩ ∪{i} ; cons← cons+bi,m̄i,o

fin si
fin pour
si cons = n̄o alors

C ← C ∪ Ĩ
fin si

fin pour
fin pour
retourne C

résoudre les différents sous-problèmes générés à l’aide du modèle de programmation par
contraintes décrit dans la section 2.3. L’algorithme 2 fournit le pseudo-code de notre implé-
mentation de la méthode LNS pour le problème d’ordonnancement de lignes d’assemblage
aéronautiques.

Notez que presenceOf(Ti,m) dans le langage de l’Optimiseur CP est une contrainte qui
impose la présence de la tâche optimale Ti,m, tandis que startAt(Ti, t) est une contrainte
qui fixe l’heure de début de la tâche Ti à la valeur t. Ces deux contraintes sont utilisées pour
fixer les modes et les temps de démarrage des tâches dans W \W ′ tandis que les tâches
dans W ′ sont libérées et forment le sous-problème LNS. Il est aussi à noter que dans cet
algorithme τ ′ est une valeur bien inférieure à τ donnant le temps consacré au solveur CP
pour obtenir une solution initiale.

2.4.3 Exemple déroulé de la méthode LNS

Dans cette section nous allons détailler le fonctionnement de l’algorithme LNS sur une
petite instance du problème de MMRCPSP. L’instance que l’on va considérer comporte 10
tâches, et deux ressources de type "zone" RA = {1,2} dont les capacités sont respective-
ment 15 et 13 et deux ressources de type "opérateurs" RO = {3,4}. Le temps de cycle
CT vaut 15, il n’y a pas de contraintes d’incompatibilité et l’ensemble de contraintes de
précédences (uniquement simples) est :

Prec = {(1,4),(2,5),(2,8),(2,10),(3,7),(3,9),(4,8),(4,9),(5,6),(6,9),(7,8),(7,10)}

Les autres caractéristiques de l’instance sont données dans la table 2.1. Pour l’exemple, on
dira que l’on alloue une minute au total pour l’algorithme LNS.

Tout d’abord, on calcule une solution initiale s0, qui est la première solution trouvée
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Algorithme 2 Méthode LNS pour l’ordonnancement à modes multiples avec objectif de
nivellement des ressources
Entrée: Un problème d’ordonnancement de lignes d’assemblage P , sa formulation de

PPC (Section 2.3) et deux limites de temps τ et τ ′.
Initialiser la solution S ∗ = {(S∗i , p∗i ,m

∗
i )i∈I ,(n∗o)o∈RO} comme étant la première solu-

tion de P calculée avec CP Optimizer avec τ ′ comme limite de temps
πratio← 100
τbase← 10
τinc← 0
tant que temps écoulé < τ faire

W̃ ← sweep(P,S ∗) (récupérer les tâches "pics")
W ∗← W̃ ∪{W ′ ∈W |(w′,w) ∈ Prec} (récupérer les tâches qui les précède)
W ′ ← un sous-ensemble W ∗ qui contient πratio% de tâches sélectionnées aléatoire-
ment.
P ′←P
pour i ∈W \W ′ faire

P ′←P ′∪presenceOf(Ti,m∗i )
P ′←P ′∪startAt(Ti,S∗i )

fin pour

P ′←P ′∪{∑o∈RO no < ∑o∈RO n∗o }
Récupérer la solution S = {(S̄i, m̄i)i∈I ,(n̄p)p∈P} en résolvant P ′ avec CP Optimizer
avec comme temps limite t = min(tbase + tinc,T − temps écoulé)
si ∑o∈RO n̄o < ∑o∈RO n∗o alors

S ∗←S
τinc← 0
πratio← 100

sinon si S est vide alors
τinc← τinc +10
πratio← πratio−10

fin si
fin tant que
retourne S ∗
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Tâche Mode Durée bi,1,m bi,2,m bi,3,m bi,4,m
1 2 0 5 3 5

1 2 8 0 4 2 4
3 10 0 2 1 3
1 4 0 3 3 2

2 2 5 9 0 3 2
3 7 0 2 1 2
1 2 0 7 4 3

3 2 2 6 0 5 4
3 5 0 7 1 2
1 2 5 0 8 6

4 2 8 4 0 5 3
3 10 4 0 4 1
1 2 6 0 7 10

5 2 6 4 0 6 7
3 8 2 0 6 6
1 2 6 0 5 9

6 2 7 0 9 4 9
3 7 3 0 5 8
1 5 0 6 2 9

7 2 7 0 4 2 5
3 10 5 0 1 2
1 8 7 0 4 6

8 2 10 0 7 3 3
3 10 4 0 2 4
1 6 7 0 9 7

9 2 6 0 2 9 8
3 7 7 0 6 5
1 8 0 2 8 5

10 2 10 0 1 5 1
3 10 4 0 7 3

TABLE 2.1 – Une instance à 10 tâches pour le MMRCPSP

par le solveur lorsqu’il résout cette instance. Cette solution est affichée dans la figure 2.3.
Cette solution est calculée en moins d’une seconde.
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FIGURE 2.3 – Solution initiale s0

Les traits rouges indiquent l’utilisation maximale de chacune des ressources de
type "opérateurs". Ainsi, la valeur objectif de cette solution est 20 + 21 = 41. Grâce à
l’algorithme sweep, on calcule l’ensemble des tâches qui constituent ces pics d’utilisation
maximale, et on obtient W̃ = {6,8,9,10}. Maintenant si l’on étend cet ensemble de
tâches avec toutes les tâches de I qui sont des prédécesseurs des tâches de W̃ , on a
W ∗ = {2,3,4,5,6,7,8,9,10}, soit toutes les tâches sauf la première. Ainsi, la seule tâche
que l’on pourra fixer pour chercher un voisinage à la prochaine itération de l’algorithme
sera la tâche 1. Cette condition ne restreint pas beaucoup le voisinage de s0 qui sera
exploré ici, mais sur des instances plus grandes, l’ensemble des tâches que l’on peut avoir
à fixer peut-être beaucoup plus important.

On résout maintenant à nouveau le problème, mais cette fois en contraignant la tâche 1
à garder la même date de départ et le même mode que dans la solution s0, et avec un temps
limite τ = 10 secondes. Cette fois, le solveur trouve une nouvelle solution s1, encore une
fois en moins d’une seconde. Cette nouvelle solution est présentée dans la figure 2.4.
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FIGURE 2.4 – Une autre solution s1

On peut voir que cette solution s1 a une valeur objectif qui vaut 20+ 18 = 38, elle
est donc meilleure que s0. Une fois encore, on calcule l’ensemble des tâches "pics" et
on trouve à nouveau W̃ = {6,8,9,10}, puis W ∗ = {2,3,4,5,6,7,8,9,10}. Ce cas est
intéressant, puisque le voisinage que l’on considérera à la prochaine itération est le
même que celui que l’on a considéré à l’itération courante. Puisque le temps de calcul
et le voisinage sera le même, le solveur ne parviendra pas à trouver une solution qui
est strictement meilleure que s1, qui, puisque cette instance est toute petite, et que ce
sous-problème est résolu à l’optimum par le solveur, est donc ici un optimum local. On
tombe alors dans le cas où l’on se laisse un peu plus de temps de calcul, c’est-à-dire 20
secondes, et on décide de fixer moins de variables, ce qui dans ce cas revient à laisser la
tâche 1 libre à nouveau.

A l’itération suivante, le solveur ne parvient toujours pas à améliorer s1. C’est un cas
particulier : le solveur n’a toujours pas réussi à trouver de meilleure solution, mais cette
fois-ci, puisqu’aucune variable n’était fixée, le "voisinage" considéré était en fait l’espace
de solutions tout entier. On a, par hasard, prouvé l’optimalité de la solution s1 (encore
une fois car l’instance exemple est de petite taille). Il est important de noter que c’est
un cas particulier, et que cela n’a aucune raison de se produire dans le cas général. Sur des
instances plus difficiles, le solveur ne parviendrait probablement pas à résoudre le problème
sans aucune variable fixée dans le temps imparti (et si c’était le cas, alors l’utilisation de
la méthode LNS ne serait pas vraiment judicieuse...). En général, l’algorithme s’arrête à la
fin du temps alloué, et renvoie la meilleure solution trouvée. Ici, c’est la solution s1.
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TABLE 2.2 – Caractéristiques des petites et moyennes instances
Set |I | |Prec| |Prec_G| |D | |RO| |RA| ∑i∈I |Mi|

Set1-8 8 6 1 1 2 2 12
Set2-8 8 8 1 1 2 2 16
Set3-8 8 7 1 1 2 2 17
Set4-8 8 7 1 1 2 2 16
Set3-9 9 8 1 1 2 2 18
Set3-10 10 9 1 1 2 2 18
Set3-11 11 10 1 1 2 2 18
Set4-9 9 8 1 1 2 2 16
Set4-10 10 9 1 1 2 2 16
Set4-11 11 10 1 1 2 2 16
Set1-70 70 64 0 11 4 2 84
Set1-100 100 90 3 14 4 2 134

2.5 Résultats sur les instances industrielles

2.5.1 Description des instances

Les expérimentations ont été réalisées sur un PC DELL Inspiron 1525 Intel(R)
Core(TM)2 Duo CPU, T5550 @ 1.83 GHz et 3.0 Go de RAM. Les instances sont consti-
tuées, d’une part, d’un certain nombre d’instances réelles fournies par Airbus.

Tout d’abord, pour comparer la formulation de PPC proposée dans cette thèse avec
la formulation de PLNE proposée dans [Borreguero 2021], quatre ensembles de petites
instances de 8 tâches ont été utilisés. De plus, les ensembles 3 et 4 ont été étendus afin
de créer des instances jusqu’à 11 tâches. Leurs caractéristiques sont répertoriées dans le
tableau 2.2 qui donne, pour chaque famille d’instances, le nombre de tâches, le nombre
de contraintes de précédence, le nombre de contraintes de décalage temporel maximal, le
nombre de contraintes d’incompatibilités, le nombre total de profils d’opérateurs, le nombre
de zones et le nombre total de modes différents. Dans l’ensemble, 75 combinaisons diffé-
rentes d’ensembles de données, de nombre de tâches, de temps de cycle et de nombre
d’événements ont été testées pour chaque formulation. Les deux dernières lignes de la
table 2.2 donnent les caractéristiques de deux instances réelles de taille plus grande (70 et
100 tâches, respectivement).

Par ailleurs un autre ensemble de 7 instances réelles (notées A, B, C, D, E, F, et G)
comportant de 90 à 721 tâches a été testé.

En raison de l’utilisation de CP Optimizer 12.6.0, l’horizon temporel a été mis à
l’échelle dans chaque instance afin d’obtenir des durées entières. Ce n’est pas un problème
pour les applications réelles, car les durées (exprimées en minutes) peuvent être considé-
rées comme étant entières sans perte de généralité. Le mode de recherche par défaut de CP
Optimizer a été utilisé.
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TABLE 2.3 – Comparaison PLNE-PPC sur les petites et moyennes instances
Inst CT SEE-M OEE-M OEE-M CP optimizer

(STD) (STD) (MIN)
t(s) t(s) t(s) t(s)

Set1-8 11.5 21.09 1.93 0.67 0.01
Set2-8 34.75 19.66 0.58 0.47 0.02
Set3-8 14 121.98 8.24 0.22 0.13
Set4-8 13 36.58 3.82 0.11 0.02
Set3-11 17 4133 452.53 1.45 0.29
Set4-11 13 473.54 76.32 13.07 0.05
Set1-70 1200 — — — 2.3
Set1-100 1700 — — — 20.7

TABLE 2.4 – Comparaison : CP Optimizer - LNS
Inst. |W | CP Optimizer LNS

1min 15min 30min 1min 15min 30min
A 90 6 6 6 6 6 6
B 159 17 17 13 20 14 13
C 455 20 19 19 19 18 18
D 455 20 20 18 22 18 18
E 721 24 21 21 25 21 21
F 486 23 20 19 23 17 17
G 165 20 16 15 24 15 13

2.5.2 Comparaison entre CP Optimizer et la PLNE

Les temps de résolution de la PPC et des trois formulations de PLNE SEE-M, OEE-M
et OFF-M et le temps de cycle CT décrits dans [Borreguero 2021] sont répertoriés dans
le tableau 2.3. Toutes les instances ont été résolues à l’optimalité par la PPC. Les petites
instances ont pris moins d’une seconde, tandis que les instances plus importantes ont été
résolues en 20 secondes au maximum, alors que le modèle PLNE n’a pas pu obtenir de
solutions réalisables pour les instances plus grandes. Les résultats établissent clairement
la supériorité du solveur CP Optimizer par rapport aux modèles PLNE sur le problème
d’ordonnancement considéré.

2.5.3 Comparaisons entre LNS et CP Optimizer en tant qu’heuristique

Afin d’évaluer l’efficacité de l’algorithme LNS en tant qu’heuristique, nous utilisons
l’ensemble d’instances A à G, dont certaines sont beaucoup plus difficiles à résoudre.

Dans nos expérimentations, nous avons exécuté l’algorithme de résolution du modèle
PPC (toujours avec CP Optimizer) et l’algorithme LNS sur les instances avec trois limites
de temps différentes : 1 minute, 15 minutes et 30 minutes. Le tableau 2.4 montre la va-
leur objectif des meilleures solutions trouvées par les deux algorithmes dans les différentes
limites de temps. Dans la première colonne, le nombre de tâches par instance est égale-
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TABLE 2.5 – Amélioration de la méthode LNS par rapport à CP Optimizer
Inst. |W | 1min 15min 30min

A 90 0% 0% 0%
B 159 -17.6% 17.6% 0%
C 455 5% 5.2% 5.2%
D 455 -10% 10% 0%
E 721 -4.2% 0% 0%
F 486 0% 15% 10.7%
G 165 20% 6.2% 13.3%

TABLE 2.6 – Comparaison : LNS - Heuristique SSG
Inst |W | Heuristic LNS impr
A 90 6 6 0%
B 159 18 13 27.7%
C 455 18 18 0%
D 455 18 18 0%
E 721 22 21 4.5%
F 486 26 17 23%
G 165 13 ∞

ment affiché, afin de fournir un indice sur la complexité de l’instance. Les deux méthodes
ont fourni des solutions réalisables pour les 6 instances. Nous pouvons également noter
que la LNS est peu performante dans le délai d’une minute. Cela n’est pas vraiment sur-
prenant, puisque l’algorithme LNS commence par explorer le voisinage de la première
solution réalisable trouvée par CP Optimizer en utilisant le modèle PPC. Cependant, nous
avons observé que l’algorithme LNS trouve souvent des solutions de meilleure qualité que
l’approche PPC dans des délais plus longs. Le tableau 2.5, qui donne l’amélioration en
pourcentage du LNS sur CP Optimizer, montre que lorsque la limite de temps est de 15 mi-
nutes ou 30 minutes, l’approche LNS n’est jamais moins performante que CP Optimizer.
La plus grande amélioration est obtenue pour une limite de temps CPU de 15 minutes avec
une amélioration sur 5 instances sur 7.

Les instances A à G étant des instances réelles du constructeur, nous avons également
eu l’occasion de comparer les performances de l’algorithme LNS aux résultats de l’heu-
ristique de génération d’ordonnancement en série (SSG) orientée activité actuellement dé-
ployée chez le constructeur aéronautique. Cette comparaison est présentée dans le tableau
2.6. On peut voir que la LNS conduit à de meilleures solutions pour 4 des 6 instances.
Pour les deux cas où elle est arrivée à la même solution (C, D), la méthode LNS a pu
prouver l’optimalité, qui ne peut être prouvée par l’heuristique. De plus, pour l’instance G,
l’heuristique n’est pas capable de trouver une solution alors que LNS parvient à en calculer
une.
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TABLE 2.7 – Amélioration de la méthode LNS par rapport à CP Optimizer pour le pro-
blème : Multi-mode Resource Investment Problem

Inst. 1 min 15 min 30 min
MRIP30 5.27% 11.15% 0.82%
MRIP50 5.61% 15.47% 1.14%
MRIP100 10.58% 17.46% 3.40%

2.6 Résultats sur un problème à modes multiples de la littéra-
ture

Dans cette section, nous proposons d’aller un peu plus loin dans les expériences. Dans
[Gerhards 2020], l’auteur propose un modèle de programmation par contraintes pour ré-
soudre le Multi-mode resource investment Problem (MMRIP). Formellement, ce problème
est très similaire au problème d’ordonnancement de la chaîne de montage dont il est ques-
tion ici. Les différences notables sont, d’une part, la présence de ressources non renou-
velables, et d’autre part, la fonction objectif, où l’on veut minimiser la somme pondérée
des maximums des ressources utilisées. De la même manière que nous avons utilisé notre
modèle de CP comme boîte noire pour l’algorithme LNS, nous allons cette fois utiliser le
modèle de PPC que l’auteur propose comme boîte noire et comparer les résultats obtenus
par LNS avec les résultats de son modèle de PPC. Nous utilisons le même algorithme de
balayage que celui présenté dans la section précédente. Nous testons notre algorithme sur
les mêmes instances que celles utilisées par l’auteur, tirées du jeu de données RIPlib. Ces
instances sont séparées en trois sous-ensembles, avec 30, 50 et 100 tâches. Notez que nous
avons retiré de ces instances celles qui ont été résolues par CP Optimizer en moins d’une
minute, afin que les résultats mettent plus précisément en évidence la comparaison sur les
instances difficiles de ce jeu de données. Les deux méthodes ont été testées en 1, 15 et 30
minutes. L’amélioration moyenne (en %) est affichée dans le tableau 2.7.

En observant les résultats, nous pouvons remarquer plusieurs choses. Pour tous les
ensembles d’instances, l’algorithme LNS améliore très peu les solutions retournées par la
solution du modèle PPC après 30 minutes, ce qui est explicable par le fait que la plupart
des instances sont résolues de manière optimale par CP Optimizer après ce temps, alors
que pour notre méthode, plus la solution en cours est de bonne qualité, plus le voisinage en
cours a de chance d’être très large. En effet, une "bonne solution" aura tendance à avoir un
profil d’utilisation des ressources plus "aplati", ainsi l’ensemble des tâches qui constituent
les pics d’utilisation est plus grand, ce qui mène à un important voisinage, et donc un
temps de calcul plus long pour améliorer la solution. En revanche, c’est avec un délai de
15 minutes que la différence de qualité des solutions est la plus notable : dans ce laps de
temps, le modèle PPC n’est pas encore résolu, alors que l’algorithme LNS a pu explorer un
sous-ensemble plus intéressant de solutions. On peut noter que cette différence augmente
avec la taille des instances.
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2.7 Conclusions & Perspectives

Dans ce chapitre, nous avons proposé un modèle de programmation par contraintes.
Résolu directement par le solveur CP Optimizer, il a obtenu des résultats prometteurs,
même avec des instances réelles et plus importantes.

Remarquant que les méthodes intégrées dans le solveur CP Optimizer, en particulier
la méthode LNS décrite dans [Godard 2005] sont orientées temps et visent globalement à
compacter l’ordonnancement, nous avons proposé une nouvelle méthode LNS plus adaptée
à l’objectif de nivellement des ressources. Nous avons utilisé un algorithme de balayage
rapide pour calculer les pics d’utilisation des ressources et un voisinage auto-adaptatif pour
réordonnancer efficacement les tâches impliquées dans ces pics et leurs prédécesseurs.

La méthode surpasse CP Optimizer sur les instances industrielles pour des limites de
temps CPU moyennes (15 et 30 minutes).

De plus, elle parvient à diminuer de plus de 20% l’utilisation maximales de ressources
atteintes par l’heuristique actuellement utilisée par le constructeur sur les instances indus-
trielles, ce qui permet de réaliser des gains substantiels.

Enfin, la méthode LNS proposée améliore sensiblement les résultats du modèle CP
proposé par [Gerhards 2020] sur des instances difficiles d’un problème connexe d’investis-
sement en ressources multi-modes pour des limites de temps CPU courtes (1 et 15 minutes).

Une direction de recherche future concerne les techniques de filtrage associées pour ré-
soudre le problème étudié. Le schéma de solution PPC englobe également des techniques
de propagation de contraintes qui peuvent être utilisées comme prétraitement pour calculer
le nombre pertinent d’événements ; cette question permettrait d’améliorer considérable-
ment les performances. Une direction de recherche prometteuse est de proposer une heu-
ristique hybride MILP/CP de recherche de grand voisinage, comme celle proposée pour
le challenge MISTA 2013 sur le RCPSP multi-mode [Artigues 2013a]. Des contraintes
et des objectifs ergonomiques pour les opérateurs pourraient également être considérés
pour le problème en question, comme récemment proposé dans un problème connexe par
[Arkhipov 2018]. Enfin la prise en compte des incertitudes dans le problème fera l’objet
des deux chapitres suivants.
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Ce chapitre a fait l’objet d’une publication dans la conférence internationale avec
actes Information Processing and Management of Uncertainty in Knowledge-Based Sys-
tems 2020 [Portoleau 2020b]. Ces travaux ont été également présentés dans les conférences
ROADEF 2020 [Portoleau 2020a] et PMS 2020/2021 [Portoleau 2021b].

3.1 Introduction

Inspirés par des méthodes de planification et d’ordonnancement contingents (voir
§1.2.4), et empruntant des idées aux approches robustes multi-étapes [Bertsimas 2011]
(voir §1.2.3)), nous proposons ici une approche basée sur le calcul d’un arbre de décision.

Nous considérons des problèmes d’ordonnancement répétés où certains paramètres
sont connus et constants à chaque itération d’ordonnancement et certains d’entre eux sont
connus avec imprécision, selon les scénarios. Afin de tirer profit des paramètres connus et
constants, nous introduisons une méthode proactive-réactive dans laquelle nous supposons
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que le décideur peut avoir accès à certaines informations sur les paramètres imprécis pour
réduire l’incertitude à des moments prédéfinis de l’exécution de l’ordonnancement, où l’or-
donnancement peut être modifié. Cependant, l’obtention d’informations sur les paramètres
incertains peut être coûteuse et une reprogrammation fréquente peut être perturbante. Par
conséquent, à chaque point de décision, le planificateur a le choix d’utiliser l’information
ou non et de réagir ou non en fonction de l’impact de la réaction sur la robustesse du plan-
ning. En utilisant intelligemment ces informations, nous construisons dans une phase hors
ligne un arbre de décision qui sera utilisé pour résoudre le problème d’ordonnancement à
chaque répétition de ce dernier.

L’idée des arbres de décision est qu’ils sont facilement utilisables par un décideur, et
permettent de traiter des incertitudes faibles mais identifiées en proposant dynamiquement
des solutions en fonction de l’arrivée de nouvelles informations, tout en garantissant la
qualité des solutions dans le pire des cas.

Afin de valider notre modèle, nous avons choisi de l’appliquer au problème d’ordon-
nancement simple 1||Lmax, dans lequel nous supposons que les durées des tâches sont
connues et fixes, et que les dates d’échéances sont incertaines. Nous détaillons pourquoi
nous avons choisi ce problème dans la section 3.4. La motivation du modèle des arbres de
décision robustes vient du monde industriel. Ce chapitre a pour but d’introduire les arbres
de décisions robustes sur un problème "jouet", nous appliquerons ce modèle au problème
industriel présenté dans le chapitre 1 au prochain chapitre.

Le plan de ce chapitre est le suivant. La section 3.2 définit formellement les modèles
d’incertitude et d’information ainsi que le concept d’arbre de décision robuste et le pro-
blème qui lui est lié. Ensuite, nous détaillons l’algorithme que nous avons conçu pour ré-
soudre ces problèmes, à savoir l’algorithme général de construction de l’arbre de décision
robuste (Section 3.3) et l’algorithme de résolution du sous-problème de partitionnement
robuste (Section 3.4). Nous présentons ensuite quelques résultats numériques dans la sec-
tion 3.5 en comparant notre approche à un algorithme d’ordonnancement proactif-réactif
plus standard.

3.2 Notations et définitions

3.2.1 Modèle d’incertitude

En pratique, il est souvent plus facile pour un décideur d’établir des limites sur des
paramètres incertains, comme les délais de traitement ou les dates d’échéances, que de
construire un modèle probabiliste précis qui nécessite souvent une grande quantité de don-
nées. Dans ce chapitre, nous considérons l’incertitude par intervalle. Étant donné un pa-
ramètre incertain x, nous désignons par X = [xmin,xmax] l’intervalle dans lequel il prend
sa valeur. Nous ne faisons aucune hypothèse sur la loi probabiliste suivie par x dans cet
intervalle. Étant donné un ensemble de paramètres incertains (xi)i∈I , nous définissons l’en-
semble des affectations possibles des paramètres par Ω = ∏i∈I Xi (c’est-à-dire que nous
supposons qu’il n’y a pas de corrélation entre eux, toutes les réalisations xi sont indé-
pendantes). Nous appelons scénario une affectation de chaque paramètre xi,∀i ∈ I tel que
(xi)i∈I ∈Ω.
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Dorénavant, lorsque ω est un scénario, s un ordonnancement et f l’objectif, nous désignons
par f (ω,s) la valeur objective de s dans le scénario ω (notez que pour notre cas d’applica-
tion, f = Lmax). Dans ce chapitre, nous considérons le problème 1||Lmax, c’est-à-dire que
nous voulons ordonnancer un ensemble I de tâches avec des temps de traitement détermi-
nistes pi, i ∈ I et des dates d’échéances incertaines di ∈ Di, i ∈ I sur une seule machine de
façon à ce que le retard maximal soit minimal. Ce problème dans sa version déterministe
peut être résolu en temps polynomial en insérant les tâches en suivant la règle Earliest Due
Date (EDD), ou date de rendu au plus tôt. Cependant, il est à noter que ce problème, dans
sa version robuste (avec objectif minmax) peut être également résolu en temps polyno-
mial [Aloulou 2008], en appliquant la règle EDD en fixant les dates de rendu sur la borne
inférieure de leur intervalle d’incertitude.

Exemple 1. On considère une petite instance du problème 1||Lmax avec trois tâches :
- task 1 : p1 = 10, d1 ∈ D1 = [10,11]
- task 2 : p2 = 6, d2 ∈ D2 = [11,17]
- task 3 : p3 = 4, d3 ∈ D3 = [13,20]

L’ensemble des scénarios pour cette instance est Ω = D1×D2×D3 et ω = (10,12,19) est
un scénario. Nous conserverons cette instance tout au long de ce chapitre pour illustrer les
notions et les algorithmes que nous présentons.

3.2.2 Modèle d’information

Comme expliqué dans la section 3.1, nous supposons qu’à un moment donné pen-
dant l’exécution de l’ordonnancement, certaines informations deviennent accessibles. Dans
notre modèle, une information permet au planificateur de resserrer l’intervalle d’incertitude
d’une réalisation future.

Définition 2. Pour un paramètre incertain donné x∈ X et un moment de décision t pendant
l’exécution de l’ordonnancement, nous appelons une information sur x une valeur kt

x et un
opérateur dans {≤,≥}.

Par exemple, une information est x ≤ kt
x. Ainsi, le décideur, à partir du temps t, est

capable de réduire l’ensemble des affectations possibles en mettant à jour l’intervalle X ,
x ∈ X in f

kt
x

= [xmin,kt
x] ou x ∈ X sup

kt
x

= [kt
x,xmax]. Notons que l’information dépend de t, ainsi

l’ordonnanceur peut être amené à demander une information sur la même donnée plusieurs
fois au cours de l’exécution de la planification. Notre modèle vise à utiliser au mieux les
informations disponibles, et à sélectionner les plus pertinentes.
Pour le problème considéré dans ce chapitre, nous supposons que pour un moment de dé-
cision t et une tâche i donnés, nous avons une information kt

d si min(t + pi,2t) ∈ Di. Si
c’est le cas, kt

d = min(t + pi,2t). Sinon on considère que l’on ne dispose d’aucune infor-
mation sur la tâche i . Cette hypothèse sur la disponibilité de l’information est arbitraire,
mais elle exprime en fait deux questions naturelles qu’un planificateur peut se poser sur des
échéances incertaines : "Si la tâche i commence maintenant, peut-elle être achevée sans être
en retard? Si oui, la date d’échéances di est-elle éloignée de maintenant ?". Dans tous les
cas, une réponse à ces questions permet à l’ordonnanceur de borner l’incertitude d’une date
d’échéance di.
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Exemple 2. Examinons à nouveau l’instance de l’exemple 1. Nous supposons que nous
sommes à un moment de décision t = 10 et que la tâche 1 a été planifiée en premier. Étant
donné l’hypothèse que nous avons faite sur la disponibilité de l’information, nous avons :

- la tâche 1 est complétée, il n’y a pas d’information pertinente à son propos.
- min(t + p2,2t) = 16 ∈ D2, donc kt

d2
= 16.

- min(t + p3,2t) = 14 ∈ D3, donc kt
d3
= 14.

Ainsi, pour tout ω ∈Ω, le décideur est capable de déterminer, à partir du temps t = 10, si
d2 ≤ 16 ou si d2 > 16, et si d3 ≤ 14 ou si d3 > 14.

On introduit une dernière notation qui sera utile dans la suite de ce chapitre. Si Kt

est un ensemble d’informations alors on désigne par PΩ
Kt la partition de Ω à partir des

informations de Kt . Ce qui donne formellement :

PΩ
Kt = {p, p = ∏

i∈I
X ′i |X ′i ∈ {X in f

kt
xi
,X sup

kt
xi
} si kt

xi
∈ Kt et X ′i = Xi sinon}

Plus visuellement, un ensemble d’information permet de découper l’ensemble des scéna-
rios en plusieurs hyper-rectangles plus petit. La partition PΩ

Kt est constituée de l’ensemble
de ces rectangles.

3.2.3 Arbre de décision robuste

Définition 3. On rappelle qu’une solution du problème 1||Lmax est une séquence de l’en-
semble des tâches. Dans ce contexte, on appelle une solution partielle une séquence conte-
nant un sous-ensemble de l’ensemble des tâches. La concaténation de solutions partielles
revient à enchaîner les séquences dans le même ordre. On note l’opération de conca-
ténation ⊕. Par exemple si s1 = i2 → i3 → i5 et s2 = i1 → i4 sont deux solutions par-
tielles, alors la concaténation des deux dans le même ordre est une solution partielle
s1⊕ s2 = i2 → i3 → i5 → i1 → i4. Un arbre de décision robuste T est un arbre dont les
nœuds sont étiquetés avec un sous-ensemble de Ω, et les arcs sont étiquetés avec une so-
lution partielle. Si v est un nœud de T , Ωv dénote un sous-ensemble de Ω associé à v. Un
arbre de décision robuste satisfait les propriétés suivantes :

(i) Désignons par (ev
j) j≤Jv les enfants (descendants immédiats) du noeud v. Alors

⋃
j≤Jv Ω

ev
j = Ωv.

(ii) Pour tout chemin (v0, ...,vm) où v0 est la racine de T et vm est une feuille,
l’ordonnancement obtenu en concaténant toutes les solutions partielles sur les arcs
le long du chemin est réalisable. On note cette solution sm

0 .
(iii) Soit v et v′ deux noeuds de T . La solution partielle s′ associée à l’arc (v,v′)
est robuste sur Ωv :

s′ = argmin
s∈Sv′

v

max
ω∈Ωv′

f (ω,sv
0⊕ s)

où Sv
v′ l’ensemble de solutions admissibles sur cet arc.

Un arbre de décision robuste peut être vu comme une représentation compacte d’un en-
semble de solutions. Étant donné que le décideur a accès à des informations qui permettent
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Racine

Prise d’information

Prise d’information

· · ·

Solution s1

Prise d’information

· · ·

Solution s2

Prise d’information

· · ·

Solution s3 = s0

Solution initiale robuste s0

t = 0

t = t1

t = t2

t = ti

FIGURE 3.1 – Idée générale des arbres de décision robuste.

de diviser l’ensemble des scénarios, l’arbre permet de retrouver une solution, avec une ga-
rantie de robustesse, pour certains sous-ensembles de scénarios. Une illustration générique
d’un arbre de décision robuste est présentée dans la figure 3.1. Dans ce cas, si le décideur
est en mesure de savoir si un scénario en cours ω est dans Ω1 ou dans Ω2, il peut choisir la
solution la plus robuste pour chaque cas.

Dans ce chapitre, notre objectif est, pour un ensemble donné de scénarios, de calculer
un arbre de décision robuste qui soit réellement utilisable par un décideur pendant l’exé-
cution du planning, permettant d’adapter le planning en ligne et de le rendre aussi robuste
que possible, en fonction de certaines connaissances ou informations auxquelles le déci-
deur a accès. Pour cela, nous considérons dans notre modèle que chaque niveau j de l’arbre
coïncide avec un instant fixe t j au cours de l’avancement de l’ordonnancement. Ces mo-
ments sont les moments où le décideur a accès à une certaine connaissance des paramètres
incertains. Une illustration de ceci est donnée dans l’exemple 3.

Exemple 3. Toujours en utilisant les données de l’exemple 1, si nous considérons un mo-
ment de décision t = 10, nous pouvons utiliser les informations calculées dans l’exemple 2.
Pour cet exemple, nous définissons Ω1 = D1× [11,16]×D3 et Ω2 = Ω\Ω1. Alors l’arbre
de décision robuste représenté sur la figure 3.2 est valide. La première tâche à ordonnancer
est la tâche 1, quel que soit le scénario en cours, puis grâce à l’information accessible au
temps t = 10, le décideur sait si le scénario en cours ω est dans Ω1 ou dans Ω2, et peut
alors passer à la solution la plus robuste (respectivement ordonnancer la tâche 2 avant la
tâche 3 si ω ∈Ω1 et la tâche 3 avant la tâche 2 sinon).

3.2.4 Partitionnement des scénarios

Le problème central de notre méthode est, pour tout nœud n, de calculer une parti-
tion robuste de l’ensemble des scénarios, mais comment comparer la robustesse de deux
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Ω

{Ω1,Ω2}

Ω1

2→ 3

Ω2

3→ 2

1→ ···

t0 = 0

t1 = 10

t = ∞

FIGURE 3.2 – Arbre de décision robuste pour l’exemple 3

partitions différentes? Nous proposons le critère suivant.

Définition 4. On définit le vecteur de Score de Robustesse (RS) d’une partition P comme
le vecteur trié dans l’ordre croissant des valeurs objectives les plus défavorables de la
solution robuste optimale (en considérant le critère de robustesse absolue [Kouvelis 1997])
sur chaque élément P de P :

RS(P) = sort(min
s∈S

max
ω∈P

f (ω,s))P∈P

où S est l’ensemble des solutions réalisables.

Il est à noter que le pire scénario "global" ne disparaît jamais, puisqu’il est toujours
contenu dans au moins un des sous-ensembles de la partition. Ainsi, pour n’importe quelle
partition P de Ω la dernière valeur de RS(P) vaut la valeur objectif de la solution robuste
sur Ω.
C’est sur la base de ce vecteur que l’on comparera des partitions de scénarios. Puisque
notre objectif est d’amoindrir le pessimisme inhérent au critère minmax, il nous faut pour
cela une manière de comparer ces vecteurs de score de robustesse qui favorise les parti-
tions "optimistes". Pour cela, étant donné deux partitions P et P ′, on dit que P est une
meilleure partition que P ′ si RS(P)<leximin RS(P ′) où <lexi est l’ordre lexicographique.
L’intuition derrière ce critère est la suivante : chaque valeur de ce vecteur est la valeur
objective de la solution qui minimise sa valeur objective sur le pire scénario de chaque
sous-ensemble composant la partition. Comme ces vecteurs sont triés dans l’ordre crois-
sant, les partitions sont comparées en regardant tour à tour leurs sous-ensembles les plus
optimistes respectifs qui permettent d’améliorer -dans leurs pire cas- au mieux la garantie
de robustesse.

Exemple 4. Considérons la partition P de Ω = Ω1 ∪ Ω2 de l’exemple 3. Dési-
gnons par RV (Ω) la valeur objective minimale sur Ω, ou plus formellement RV (Ω) =

mins∈S maxω∈Ω f (ω,s). Nous avons :
RS(P) = (min(RV (Ω1),RV (Ω2)),max(RV (Ω1),RV (Ω2))))

RS(P) = (6,7)
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Soit maintenant P ′ une autre partition de Ω = Ω′1∪Ω′2, avec Ω′1 = D1×D2× [13,14] et
Ω2 = Ω\Ω1. Nous calculons RS(P ′) = (4,7). Puisque RS(P ′)<lexi RS(P), P ′ est une
meilleure partition en considérant notre critère.

Comme nous l’avons vu, une information kt
x permet de diviser en deux l’ensemble des

scénarios, puisqu’elle permet de distinguer les scénarios où la donnée x ∈ X in f
kt

x
de ceux où

x∈ X sup
kt

x
. Plus généralement, si m informations sont disponibles, nous pouvons diviser l’en-

semble des scénarios en 2m sous-ensembles. Nous désignons par Kt l’ensemble de toutes
les informations disponibles au temps t. Notre objectif est d’utiliser ces sous-ensembles
pour créer une partition de taille limitée de l’ensemble des scénarios et de calculer pour
chaque sous-ensemble de scénarios dans la partition une nouvelle solution robuste. L’idée
est que la diminution de la taille de l’ensemble des scénarios améliore nécessairement le
scénario le plus défavorable et conduit donc à de meilleures solutions robustes. La taille
maximale de cette nouvelle partition est un paramètre L, à fixer par le décideur. De plus,
le nombre maximum d’informations que la partition est autorisée à utiliser est un autre
paramètre Q.

Nous exprimons le problème central (notre méthode implique de le résoudre plusieurs
fois) de notre approche, le problème de partitionnement robuste (RPP) :

Problème de partitionnement robuste
INSTANCE : Un ensemble de scénarios Ω de dimension I, un ensemble d’informations
Kt et deux entiers Q et L≤ 2Q .
SOLUTION : Une partition P de Ω qui vérifie :

1- |P|≤ L
2- ∀P ∈P,∃JP ∈ N , P =

⋃
j≤JP ∏i∈I Pi, j avec Pi, j ∈ {X in f

kt
xi
,X sup

kt
xi
,Xi} si kt

xi
∈ Kt et

Pi, j = Xi sinon
3- |{kt

xi
∈ Kt |∃P ∈P,∃ j ≤ JP,∃i ∈ I,Pi ∈ {X in f

kt
xi
,X sup

kt
xi
}|≤ Q

MESURE : RS(P) minimal au sens lexicographique.

La contrainte 1 limite la taille de la partition de la solution, elle doit donc être inférieure
à L. La contrainte 2 oblige la partition à être composée de sous-ensembles formés par les
informations de Kt . En d’autres termes, une partition telle que l’un de ses sous-ensembles
coupe l’hyperplan défini par ωi = kt

xi
n’est pas une solution réalisable. Enfin, la contrainte

3 oblige le nombre maximal d’informations à être inférieur à Q. Notez que dans la solution
si nous avons Pi, j = Xi pour tous les Pi, j et kt

xi
∈ Kt , pour un paramètre i, cela signifie

que malgré la disponibilité d’une nouvelle information sur le paramètre i au temps t, cette
information a été ignorée car l’ensemble d’incertitude Xi n’est pas partitionné selon kt

xi
.

Cela peut être dû à la limite du nombre Q d’informations pouvant être utilisées (contrainte
3) ou à l’absence d’impact positif de cette partition sur l’objectif de leximin (c’est-à-dire
que l’information n’est pas localement pertinente pour améliorer la robustesse).

Maintenant que notre modèle est établi, les sections suivantes présentent les algo-
rithmes que nous avons mis en œuvre pour produire un arbre de décision robuste et résoudre
le RPP.
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3.3 Algorithme pour les arbres de décisions robustes

Dans cette section, nous détaillons l’algorithme général permettant de construire un
arbre de décision robuste.

En utilisant les définitions précédentes, nous proposons maintenant une méthode pour
construire un arbre de décision robuste (voir Définition 3). Dans ce chapitre, nous consi-
dérons que les moments de décision (c’est-à-dire les moments où le décideur est capable
d’accéder à de nouvelles informations et de modifier l’ordonnancement), notés t ∈ T sont
fixés à l’avance. Cela peut correspondre en pratique à des moments particuliers, comme
la fin d’une journée de travail, ou un changement d’équipe où le planning peut être mis à
jour. Chaque moment de décision correspond à un niveau dans l’arbre de décision, tel que
t1 correspond au premier niveau, t2 au deuxième, etc... A cet égard, la profondeur de l’arbre
est contrôlée par le nombre de moments de décision. A chaque bifurcation à un niveau j de
l’arbre, une nouvelle solution partielle, cohérente avec l’ordonnancement partiel qui a été
exécuté jusqu’à t j, est proposée en fonction de l’ensemble des scénarios actuels. La racine
de l’arbre, que nous considérons comme étant le niveau 0, correspond à l’instant t0 = 0, le
début du planning. A ce stade, aucune information n’est connue, donc une seule solution
robuste est proposée. Ainsi, un seul nœud est créé au niveau 1. A ce nœud, on récupère
toutes les informations disponibles au temps t1. En utilisant jusqu’à Q informations, nous
divisons l’ensemble des scénarios en -au plus 2Q- sous-ensembles formant une partition
P . Nous résolvons ensuite le problème de la partition robuste (nous détaillons cette procé-
dure de résolution dans la section 3.4), et obtenons une partition robuste P ′. Pour chaque
sous-ensemble de P ′, une nouvelle solution est proposée et une nouvelle branche est éta-
blie, conduisant à un nouveau nœud au niveau suivant. L’ensemble de scénarios considéré
dans ce nœud est celui dont il est issu dans P ′. Ces étapes sont répétées jusqu’à ce que le
dernier moment de décision soit atteint.

3.4 Algorithme pour le problème de partitionnement robuste

Dans le cas général, on voit bien que ce problème est hautement combinatoire. En ef-
fet, nous devons, pour chaque combinaison d’informations, calculer la meilleure partition
en utilisant ces informations. La complexité du RPP dépend de trois facteurs. Les deux
premiers sont le nombre de tâches à ordonnancer (disons n), car il donne une borne su-
périeure du nombre d’informations disponibles à chaque moment de la décision, et Q le
nombre d’informations que nous sommes autorisés à utiliser à chaque moment de la dé-
cision. Le nombre de combinaisons possibles à un moment de la décision est limité par
∑

Q
q=1

(n
q

)
. Le troisième facteur est la complexité du calcul de la valeur objective robuste

min-max mins∈S maxω∈Ω f (ω,s) pour tout Ω. Il est clair que si le problème déterministe
est déjà difficile, sa variante robuste l’est aussi. Cependant, il existe des cas où un pro-
blème d’ordonnancement déterministe est polynomial, alors que sa variante incertaine est
NP-Difficile. Comme dit en section 3.2, nous avons choisi le problème 1||Lmax pour tester
notre approche spécifiquement parce que sa variante robuste min-max est encore polyno-
miale. Dans les deux sous-sections suivantes, on propose deux méthodes distinctes pour
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résoudre ce problème : une méthode exhaustive, et une autre basée sur un algorithme de
Branch and Bound.

3.4.1 Méthode exhaustive

Proposition 1. Si f admet un scénario de pire cas global, c’est-à-dire qu’il existe un
scénario ωwc tel que : pour tout

ω
′ ∈Ω,∀s ∈ S, f (ωwc,s)≥ f (ω ′,s)

alors, étant donné une partition P de Ω et un entier L, il est possible de calculer en
temps polynomial une partition P ′ telle que RS(P ′) est minimale eparmi les partitions
aui satisfont :

(i) |P ′|= min(L, |P|)
(ii) pour tout P ∈P il existe P′ ∈P ′ de sorte que P⊂ P′

On peut noter que pour le problème 1||Lmax , le pire scénario global est ω = (dimin)i∈I .

Démonstration. Nous prouvons la proposition en montrant que toute partition renvoyée
par l’Algorithme 3 vérifie les propriétés de la Proposition 1. Tout d’abord détaillons cet
algorithme. Il prend en entrée une partition P de l’ensemble des scénarios Ω et un entier
L. D’abord, on calcule pour chaque sous-ensemble P ∈P la valeur objectif de la solu-
tion robuste sur P. Ensuite on crée une liste qui contient tous les sous-ensembles triés dans
l’ordre croissant selon cette valeur objectif. Si la taille de cette liste, qui est |P|, est plus
petite que L alors cette liste forme une partition qui est retournée. Sinon on remplace le
L-ième sous-ensemble de cette liste par l’union de tous les sous-ensembles après lui et de
lui-même. La liste étant de longueur L, elle est retournée par l’algorithme.
Retournons maintenant à la preuve. Par construction, une partition P ′ retournée par l’Al-
gorithme 3 satisfait (i) et (ii). Nous devons maintenant prouver que RS(P ′) est minimal.
Tout d’abord, nous pouvons observer que :

min
s∈S

max
ω∈⋃ j∈J Pj

f (ω,s) = min
s∈S

max
j∈J

max
ω∈Pj

f (ω,s)

pour toute famille d’ensembles disjoints (Pj) j∈J . De cette observation on peut déduire que
pour toute partition P′′ qui satisfait (ii), les valeurs contenues dans RS(P ′′) sont nécessai-
rement dans RS(P). Ainsi pour toute autre partition P ′′ qui vérifie (ii) on a, pour i≤ L−1,

RS(P′)i ≤ RS(P′′)i (3.1)

car, par construction, RS(P ′)i est la i-ème plus petite valeur possible et les vecteurs RS
sont triés dans l’ordre croissant. De plus, puisque f admet un pire scénario global ωwc, il
existe P′ ∈P tel que ωwc ∈ P′. Ainsi, pour toute union de sous-ensembles de la forme⋃

P∈P p on a :

min
s∈S

max
ω∈⋃P∈P P

f (ω,s) = min
s∈S

max
ω∈P′

f (ω,s) = min
s∈S

f (ωwc,s)
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Ainsi, pour toute partition P′′ la dernière valeur dans RS(P′′) est nécessairement
mins∈S f (ωwc,s). Enfin, de ce résultat et de (3.1) nous concluons que RS(P′) est mini-
mal.

Un exemple d’exécution de l’algorithme 3 est donné dans l’exemple 5.

Algorithme 3
Entrée: P = [P1,P2, ...,Pj] une partition de Ω et un entier L.

pour i≤ j faire
RS[i]←mins∈S maxω∈pi f (ω,s)

fin pour
pour i≤ j faire

RSS[i]← RS[φ(i)]
PS[i]←P[φ(i)]
où φ est la permutation qui trie RS dans l’ordre croissant.

fin pour
si |PS|> L alors

PS← [PS[1],PS[2], ...,PS[L−1],
⋃|PS|

i=L PS[i]]
fin si
retourne PS

Exemple 5. Une fois encore, considérons l’instance de l’exemple 1. Supposons que t = 10
soit un moment de décision et que nous devions développer un nœud de l’arbre. Dans
l’exemple 2, nous avons vu que Kt=10 = {kt=10

d2
,kt=10

d3
} avec kt=10

d2
= 16 et kt=10

d3
= 14. Nous

pouvons diviser l’ensemble des scénarios en quatre sous-ensembles (comme le montre la
figure 3.3). Appliquons l’algorithme 1 avec P = [A,B,C,D] et L = 3. En gardant la même
notation, nous avons RS = [7,6,4,4], puis RSs = [4,4,6,7] et Ps = [C,D,B,A]. Comme
|Ps|> L, nous modifions Ps en Ps = [C,D,A∪B] et son score de robustesse est de [4,4,7].

Remarque 1 : Notez que par définition de la forme de P , toute union de rectangles
est réalisable. En d’autres termes, même une forme non rectangulaire est acceptable. Par
exemple, en considérant les notations de l’exemple 5, la partition [A,B∪C∪D] est une
solution réalisable.

Nous proposons maintenant l’Algorithme 4 pour résoudre le problème RPP. Il s’agit
d’un algorithme exhaustif, qui appelle l’algorithme 3 pour chaque combinaison (inférieure
à Q) d’informations, il a donc une complexité exponentielle.

Nous sommes maintenant capables de construire un arbre de décision robuste avec la
procédure introduite dans la section 3.3.

3.4.2 Branch and Bound

On propose maintenant une seconde méthode, basée sur un algorithme de Branch and
Bound pour explorer plus intelligemment l’ensemble des combinaisons d’information que
ce que l’on fait dans l’Algorithme 4.
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FIGURE 3.3 – Ensemble de scénarios pour l’Exemple 5

Algorithme 4
Entrée: Un ensemble de scénarios Ω, un ensemble d’information Kt et deux entiers Q et

L
P∗ = {Ω}
pour K ⊆ Kt faire

si |K|≤ Q alors
P ′ = Algo3(PΩ

K ,L)
si RS(P ′)≤lexi RS(P∗) alors

P∗ = P ′

fin si
fin si

fin pour
retourne P∗

On se place à un moment décision t, et on suppose qu’on a un ensemble Kt = {kt
1,k

t
2, ...,k

t
m}

d’informations. L’idée de ce Branch and Bound est de brancher sur l’ensemble U de toutes
les informations non utilisées, ou ignorées, et d’évaluer la première valeur du vecteur de
score de robustesse de la partition renvoyée par l’algorithme 3 avec PΩ

Kt\U en entrée. On
verra que l’on peut faire cela en temps polynomial et sans appeler l’algorithme 3. Si cette
valeur est moins bonne que celle de la meilleure solution trouvée jusque-là, on peut arrêter
l’exploration dans le sous-arbre de recherche en dessous de ce noeud, sinon, on peut l’éva-
luer avec l’algorithme 3 et comparer la partition obtenue avec la meilleure partition trouvée
jusqu’à présent. Avec cette manière de procéder, si l’on élimine assez tôt une information
décisive, les partitions réalisables sans cette information seront de mauvaises qualités, et la
branche où l’on élimine cette information sera coupée. On décrit maintenant plus précisé-
ment les différents éléments de ce Branch and Bound.
Séparation :
Le noeud racine de l’arbre est étiqueté avec l’ensemble U = /0. Ce noeud a ensuite m
noeuds fils, étiquetés avec U = {kt

1}, U = {kt
2}, ... U = {kt

m}. Puis, chacun de ces noeuds



52 CHAPITRE 3. ARBRES DE DÉCISION ROBUSTES

a exactement m− 1 fils, qu’on obtient en rajoutant un élément à U . On s’arrête lorsque
|U |= |Kt |−Q, car à partir de ce moment-là, si l’on continuait à développer des noeuds
l’ensemble d’information Kt \U ne serait plus un ensemble (car |Kt \U |= Q).
Évaluation :
A un noeud donné (et donc étiqueté par un U donné), on relâche la contrainte qui force le
nombre d’informations utilisées à être plus petit que Q, et on considère l’ensemble d’in-
formation K′ = Kt \U . On peut alors remarquer que si E est un ensemble d’informations
quelconque, et que l’on note ω′(E) le scénario qui utilise toutes les informations de E on
a :

min
s∈S

E⊆K′
max
ω∈ΩE

f (s,ω′(E))≤ min
s∈S

E⊆K′
|E|≤Q

max
ω∈ΩE

f (s,ω′(E))

Le membre de droite de cette inégalité est égal à la première composante du vecteur de
score de robustesse de la partition optimale utilisant au plus Q informations parmi celles
de K′. Cette quantité est facile à calculer puisqu’il suffit de résoudre le problème d’or-
donnancement dans sa version déterministe. Ainsi, le membre de gauche qui est la valeur
minmax utilisant toutes les informations de K′ est une borne inférieure de la meilleure (plus
petite) première valeur du vecteur de score de robustesse de la partition optimale utilisant
seulement les valeurs de K′. Puisque le vecteur de score de robustesse trié dans l’ordre
lexicographique est notre critère pour comparer les partitions, cette propriété nous permet
bien de couper dans l’arbre de recherche.
L’ algorithme 5 décrit en pseudo-code le calcul de la meilleure partition en utilisant cette
méthode.

On peut remarquer que cette méthode n’est pas exactement un algorithme de Branch
and Bound à proprement parler, puisque, si le critère ne permet pas d’éliminer le noeud, on
doit construire la partition PΩ

Kt\U pour résoudre le problème en ce noeud. Il s’en inspire
simplement pour accélérer la recherche arborescente.

3.5 Expérimentations

L’objectif des expériences réalisées est d’évaluer la robustesse de notre modèle d’arbre
de décision robuste, la qualité des informations sélectionnées utilisées pour sa construction
et sa stabilité en termes de nombre de réactions. Pour les tests numériques, nous avons
généré différents types d’instances pour le problème 1||Lmax avec incertitude sur les dates
d’échéance en fonction de ce qu’on nomme la classe de l’instance. Nous distinguons deux
classes : la classe A avec de petits intervalles d’incertitude, et la classe B avec de grands
intervalles d’incertitude. Le second paramètre est le nombre de tâches à planifier. Pour cha-
cune de ces deux classes, nous avons généré des instances avec 50 tâches. Ainsi, l’instance
A50 est une instance avec 50 tâches, avec de petits intervalles d’incertitude sur les dates
d’échéance des tâches.

Comme notre approche utilise la notion d’information pour réduire les incertitudes et
fournir une solution plus robuste, nous la comparons à un algorithme proactif-réactif plus
standard. Cet algorithme prend deux paramètres en entrée (en plus de l’instance), un taux
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Algorithme 5
Entrée: Un ensemble de scénarios Ω, un ensemble d’information Kt et deux entiers Q et

L
P∗←{Ω}
v∗←+∞

Q← /0
tant que Q ̸= /0 faire

U ← pop(Q)
pour k ∈ Kt tel que k /∈U faire

K′← Kt \U
si min s∈S

E⊆K′
maxω∈ΩE f (s,ω′(E))≤ v∗ alors

P ← Algo1(PΩ

K′ ,L)
si RS(P ′)≤lexi RS(P∗) alors

P∗←P ′

v∗← premier élément de RS(P ′)
Q←Q∪{U}

fin si
fin si

fin pour
fin tant que
retourne P∗

de réaction ρr ∈ [0,1] et un taux d’information ρi ∈ [0,1]. Le principe de l’algorithme est
le suivant. Nous commençons l’exécution de l’ordonnancement par un ordonnancement
robuste au sens du critère min max. A la fin de chaque tâche, l’algorithme réagit avec une
probabilité de ρr. Lorsqu’il réagit, il calcule une nouvelle solution robuste en utilisant au
maximum 100ρi% de l’information disponible. La définition d’une information et la ma-
nière dont elle est accessible sont strictement les mêmes que celles utilisées pour construire
un arbre de décision robuste. Pour construire un arbre de décision robuste avec notre mé-
thode, nous avons besoin de quelques paramètres : une liste de moments de décision (t j) j∈J ,
le nombre maximal d’informations que nous sommes autorisés à utiliser à chaque moment
de décision Q, et la taille maximale de la partition que nous calculons à chaque moment
de décision L. Afin de tester différentes listes de moments de décision, nous avons divisé
la durée totale de l’ordonnancement en T intervalles égaux. Dans notre expérience, nous
avons calculé des arbres de décision robustes en utilisant les valeurs suivantes :

- Le nombre de moments de décisions T ∈ [2, ..,10].
- Le nombre maximal d’informations à chaque moment de décision Q ∈ [1, ..,10].
- La taille maximale de la partition à chaque moment de décision L ∈ [2, ..,4].

Ainsi, un arbre calculé avec ces paramètres est désigné par TreeQ,L,T . Ces valeurs peuvent
sembler faibles, mais comme nous l’avons vu précédemment, ces paramètres ont un impact
non seulement sur le temps de calcul pour résoudre le RPP, mais aussi sur la taille de l’arbre.
Afin de garder le temps de calcul total d’un arbre raisonnable, nous avons dû restreindre la
taille de ces valeurs.
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FIGURE 3.4 – Nombre d’arbres calculés dans le temps limite d’une heure

Comme nous l’avons vu précédemment, l’algorithme proactif-réactif prend deux para-
mètres, ρi et ρr. L’exécution de cet algorithme étant rapide à simuler, nous énumérons pour
ρi et ρr toutes les valeurs dans [0, 1] avec des pas de 0,1.

Pour chaque instance, nous choisissons aléatoirement 500 scénarios (avec une distri-
bution uniforme). Ensuite, pour chaque ensemble de paramètres et chaque instance, nous
calculons un arbre de décision robuste, et nous parcourons l’arbre en suivant le chemin cor-
respondant à chaque scénario aléatoire. Le même protocole est utilisé avec les algorithmes
réactifs robustes, nous les simulons sur chaque scénario aléatoire.

3.5.1 Efficacité du Branch and Bound

Bien que le temps de calcul ne soit pas un de nos critères, nous avons vérifié que
notre algorithme basé sur le branch and bound permettait en pratique de calculer les arbres
plus rapidement. Pour cela, nous avons, en fonction du paramètre T regardé la propor-
tion d’arbres calculés dans la limite de temps d’une heure en utilisant chacune des deux
méthodes. Pour être plus précis, la proportion signifie le nombre d’arbres effectivement
calculés par rapport au nombre total d’arbres pour chaque T , c’est-à-dire 3 ∗ 10 ∗ T . Les
résultats sont présentés sur la figure 3.4.

On observe que les résultats des deux méthodes sont similaires jusqu’à T = 4, à sa-
voir que tous les arbres possibles sont effectivement calculés dans la limite de temps. En
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revanche, à partir de T = 5 l’écart entre les deux méthodes se creuse au fur et à mesure
que T augmente, jusqu’à T = 10, pour lequel la construction de l’arbre avec la méthode
exhaustive ne parvient qu’à calculer 16% des arbres alors que celles basée sur le branch
and bound en résout 32 %. Puisque cette seconde méthode permet d’accélérer le calcul de
l’arbre, ce sera celle choisie dans le reste des expérimentations numériques de ce chapitre.

3.5.2 Mesure de performances

Nous évaluons maintenant la pertinence des informations utilisées pour construire
l’arbre, et la stabilité de la planification proposée par l’arbre. Pour cela, nous avons col-
lecté, pour chaque instance, le nombre moyen (sur les 500 scénarios aléatoires) d’infor-
mations utilisées, le nombre moyen de réactions (lorsqu’une solution globale change entre
deux moments de décisions) et la distance à l’optimum, qui est, pour un scénario donné ω

et une solution s :

100 · Lmax(ω,s)−Lmax(ω,s∗)
Lmax(ω,s∗)

où s∗ est la solution optimale minimisant sa valeur Lmax sur le scénario ω . Les instances
ont été générées de sorte que Lmax(ω,s∗) ne soit jamais mul.
Nous considérons deux couples de critères : (distance par rapport à l’optimum, nombre de
réactions) et (distance par rapport à l’optimum, nombre d’informations), et pour les deux,
nous traçons deux frontières de Pareto, une pour l’algorithme réactif robuste et une pour
l’arbre de décision robuste. Certains des résultats sont présentés sur les figures et . Étant
donné que la plupart des arbres n’ont pas pu être calculés avant la limite de temps, il y a
moins de points pour les arbres de décision, par exemple A50.

Pour les instances A50, il est un peu difficile de conclure puisque le front de Pareto est
de petite taille, mais on observe que les meilleurs arbres de décision sont plus performants
que les meilleurs algorithmes réactifs en termes de nombre de réactions, et au moins aussi
bons en termes de nombre d’informations. En revanche, sur les instances B50 alors que les
deux méthodes ont des résultats similaires -voire légèrement moins bons pour les arbres-
lorsque qu’il y a peu de réactions ou que peu d’informations sont utilisées, mais il y a une
différence significative dans le cas contraire, et les arbres de décisions robustes semblent
plus intéressants. Plus généralement, nous observons que les arbres de décision robustes
fournissent de meilleures solutions (pour un nombre donné de tâches) lorsque les inter-
valles d’incertitude sont plus grands. Intuitivement, cela peut être expliqué par le fait que
les arbres de décision sont très contraints par les moments de décision alors que les algo-
rithmes réactifs ne le sont pas. Ainsi, des incertitudes plus grandes permettent aux arbres
de décision robustes d’acquérir plus de nouvelles informations que les algorithmes réactifs
robustes.

Cependant, cette façon de présenter les résultats ne permet pas de savoir quels arbres de
décision robustes apparaissent dans la frontière de Pareto. Le tableau 1 montre quels arbres
(et l’ensemble des paramètres avec lesquels ils ont été calculés) sont les points extrêmes
des différentes frontières de Pareto. Assez intuitivement, les arbres de décision proposent
les meilleures solutions avec peu d’informations et de réactions, lorsque le nombre de mo-
ments de décision est faible et que le nombre maximum d’informations utilisables est élevé.
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Reaction Information
extreme 1 extreme 2 extreme 1 extreme 2

B50 Tree10,4,2 Tree10,4,6 Tree10,4,2 Tree2,4,6

A50 Tree10,4,3 Tree3,4,6 Tree2,4,3 Tree2,4,6

TABLE 3.1 – Arbres de décision robustes correspondant aux points extrême des fronts de
Pareto montrés dans les figures 3.5 et 3.6.

Dans le même ordre d’idées, les arbres de décision construits avec un nombre élevé de mo-
ments de décision (c’est-à-dire les plus profonds) mais avec peu d’informations disponibles
à chaque moment donnent également de bonnes solutions. Il est intéressant de noter que
cela montre que la profondeur de l’arbre est plus importante pour produire des solutions
de qualité que le nombre maximum d’informations. Le tableau montre également que la
taille de partition maximale a été utilisée pour les meilleurs arbres, ce qui implique que les
résultats pourraient être améliorés en augmentant cette valeur.

3.6 Conclusion

Dans ce chapitre, nous avons présenté une approche proactive-réactive pour traiter les
problèmes d’ordonnancement incertains. La méthode construit un arbre de décision robuste
pour un décideur qui est réutilisable tant que les paramètres du problème appartiennent à
l’ensemble d’incertitudes. À chaque nœud de l’arbre, nous supposons que le planificateur
a accès à certaines connaissances sur le scénario en cours, ce qui réduit le niveau d’incer-
titude et permet le calcul de solutions moins pessimistes avec des garanties de robustesse.
Cependant, l’obtention d’informations sur les paramètres incertains peut être coûteuse et le
réordonnancement fréquent peut être perturbant. Nous avons d’abord défini formellement
l’arbre de décision robuste et les concepts de raffinement de l’information dans le contexte
des scénarios d’incertitude. Nous avons ensuite introduit le problème de partition robuste,
le problème central de notre approche. Nous avons ensuite proposé des algorithmes pour
résoudre ce problème et construire un tel arbre. Enfin, en nous concentrant sur un problème
simple d’ordonnancement à une machine, nous avons fourni des comparaisons expérimen-
tales mettant en évidence le potentiel de l’approche de l’arbre de décision par rapport aux
algorithmes réactifs pour obtenir des solutions plus robustes avec moins de mises à jour
d’informations et de changements d’ordonnancement. Au vu des résultats encourageants,
nous pensons que cette méthode pourrait être utilisée dans des cas industriels. Aussi dans
le chapitre suivant, nous étendons cette méthode à un problème industriel se formulant
comme un problème d’ordonnancement de projet sous contrainte de ressources et modes
multiples.
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FIGURE 3.5 – Front de Pareto pour les deux critères sur les instances A50
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FIGURE 3.6 – Front de Pareto pour les deux critères sur les instances B50
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L’ensemble des résultats de ce chapitre fait l’objet d’un article soumis au journal Euro-
pean Journal of Operational Research. Une version libre de ce papier est disponible dans
HAL (voir [Portoleau 2021d]). Ces travaux ont été également présentés aux conférences
ROADEF 2021 [Portoleau 2021a] et EURO 2021 [Portoleau 2021c].

4.1 Introduction

Nous implémentons dans ce chapitre le modèle des arbres de décision robustes définis
dans le chapitre 3 sur le problème d’ordonnancement de chaîne de montage aéronautique
considéré dans le chapitre 2 en introduisant des incertitudes sur les durées des tâches. Nous
comparons ensuite notre modèle à un algorithme proactif-réactif à l’aide d’expériences de
calcul réalisées sur des instances de référence MMRCPSP de la PSPLIB [Kolisch 1997b]
et les instances industrielles réelles du problème d’ordonnancement de chaîne de montage
aéronautique.
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Le plan de ce chapitre est le suivant. La section 2 rappelle le contexte industriel de notre
approche. Dans la section 3, nous approfondissons la revue de la littérature concernant
les techniques d’ordonnancement multi-étapes dont notre approche s’inspire. La section
4 introduit formellement le MMRCPSP, l’incertitude et la modélisation de l’information.
Dans la section 5, nous présentons un modèle basé sur l’information du MMRCPSP et
formulons le problème de partition robuste, qui est le problème central de notre approche.
La section 6 introduit l’arbre de décision robuste. Dans la section 7, nous évaluons l’intérêt
pratique de notre approche en la comparant à un algorithme d’ordonnancement proactif-
réactif basé sur l’information.

Comme vu dans le chapitre 2, le problème consiste à construire un ordonnancement qui
satisfait un makespan fixe tout en minimisant le pic d’utilisation des ressources, qui cor-
respond au nombre d’opérateurs à employer pendant la période d’ordonnancement. Dans
ce chapitre, nous considérons des aléas modérés, qui n’ont d’impact que sur la durée des
activités. Étant donné un planning initial, toute augmentation de la durée des activités peut
dégrader la qualité de ce planning. Si l’on connaît la durée maximale de chaque activité, un
ordonnancement initial robuste peut être construit comme dans le schéma standard d’opti-
misation robuste, c’est-à-dire en recherchant une bonne performance sur le pire scénario,
dans ce cas obtenu en fixant chaque activité à sa durée maximale.

Sur une chaîne de montage, le même problème d’ordonnancement avec de petites va-
riations se répète à chaque fois (au fur et à mesure que des avions similaires sont assemblés)
alors que les risques changent constamment, ce qui peut faire fluctuer fortement la qualité
de l’ordonnancement robuste initial au cours de ces cycles de montage. De plus, surestimer
les besoins de certaines ressources, comme cela est nécessaire dans l’optimisation robuste
traditionnelle, peut s’avérer très coûteux. C’est le problème bien connu du conservatisme
de l’optimisation robuste standard.

Une autre caractéristique importante du contexte industriel considéré est que les dé-
cideurs n’ont souvent accès aux informations sur le déroulement de la planification qu’à
des moments spécifiques, par exemple, chaque soir avant un changement d’équipe, lorsque
l’équipe sortante rapporte ses actions de la journée. À ce moment précis, les décideurs
peuvent utiliser leur savoir-faire pour adapter rapidement le planning à la volée. Cependant,
avoir accès à ces informations peut être coûteux, et toutes les informations peuvent ne pas
être particulièrement pertinentes. De plus, le décideur peut ne pas vouloir changer le plan-
ning trop souvent pour assurer une certaine stabilité dans la planification des opérateurs.
Pour ces raisons, on souhaite rechercher les informations les plus pertinentes, c’est-à-dire
celles qui, si elles sont prises en compte pour la reprogrammation, amélioreraient le mieux
les performances dans le pire des cas.

Tâches i 1 2 3 4
Durée maximale pmax

i 6 10 2 4
Opérateur 1 bi,1 1 1 3 0
Opérateur 2 bi,2 1 2 0 4

TABLE 4.1 – Une petite instance de RCPSP
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Exemple 6. Pour illustrer ce point, considérons une instance fictive d’un problème d’or-
donnancement de projet (monomode) sous contraintes de ressources (RCPSP) : on nous
donne un ensemble d’activités J , un makespan Cmax et deux points de décision t0 = 0 et
t1. Il existe un ensemble de ressources renouvelables R de capacités limitées et chaque
activité i ∈J nécessite pendant son traitement une quantité donnée non négative bi,k

de chaque ressource k ∈ R (voir les données d’instance dans le tableau 4.1). Dans cet
exemple, nous avons quatre activités et deux ressources, chacune correspondant à un type
d’opérateur (par exemple, électricien et mécanicien). L’activité 1 nécessite un opérateur
de chaque type pendant son traitement, c’est-à-dire pendant au plus 6 heures. Notre ob-
jectif est de trouver un planning qui se termine avant Cmax tout en minimisant la somme
des utilisations maximales des ressources de t0 à t1 et de t1 à la fin du planning. La raison
d’être de cet objectif est que nous supposons que les opérateurs sont engagés en fonction
de l’utilisation maximale des ressources du planning calculé pendant l’intervalle défini
par deux points de temps de décision consécutifs. Considérons maintenant un makespan
fixe Cmax = 12 et, en plus, les contraintes de précédence 1→ 3 et 1→ 4. Un planning s
est l’affectation d’heures de début entières Si dans [0,Cmax− 1] à chaque activité i ∈J .
Un scénario de durée est un vecteur p = (pi)i∈J avec pi ∈ [pmin

i , pmax
i ]∩N où pmin

i = 1 et
pmax

i sont des paramètres connus. Un ordonnancement est réalisable pour un scénario p
s’il satisfait les contraintes de précédence S3 ≥ S1 + p1 et S4 ≥ S1 + p1. Pour un scénario
p, l’utilisation de la ressource k ∈R au temps t ∈ [0,Cmax−1] par l’ordonnancement S est
donnée par :

Rk,t = ∑
i∈J

Si+pi−1

∑
t=Si

bi,k

Un ordonnancement optimal pour le scénario p est celui qui minimise la fonction ob-
jectif

z = max
t∈[0,t1−1]

[R1,t +R2,t ]+ max
t∈[t1,Cmax−1]

[R1,t +R2,t ]

L’ordonnancement optimal s0 pour le scénario p = (pmax
i )i∈J , avec une valeur objective

de 13, est donné par les diagrammes de Gantt affichés sur les figures 4.1 et 4.2 :

Solution s0

1 2 3 4 5 6 7 8 9 10 11 12

1 4 3

2

FIGURE 4.1 – Diagramme de Gantt de la
solution s0

t1 = 5

0

Oper. 1
3

2

0 temps

Oper. 2 6

2

FIGURE 4.2 – Profil d’utilisation des res-
sources de la solution s0

Nous supposons que le planning s0 a été calculé avant le temps t0 = 0 où aucune
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information sur l’état de la planification n’était disponible puisque le planning n’a pas
été lancé. Le planning est suivi tel quel de t0 à t1− 1 et les 2 opérateurs de chaque type
sont engagés dans cet intervalle. Supposons maintenant qu’au temps t1 = 5 le décideur ait
l’opportunité de poser deux questions pour augmenter la connaissance des paramètres
pmin et pmax, mais se demande laquelle est la plus pertinente : A) "L’activité 1 est-elle
déjà terminée? (i.e. pmax

1 ≤ 5)" ou B) "L’activité 2 durera-t-elle plus ou moins de 8 unités
de temps? (i.e. pmin

2 ≥ 8 ou pmax
2 ≤ 8)". Examinons les deux cas :

— Le décideur choisit de poser la question A). Alors, quelle que soit la réponse à
cette question, nous ne pouvons pas calculer une meilleure solution, car même si
la réponse est oui, cette nouvelle information permet seulement au décideur de
déplacer les activités 3 et 4 vers la droite, ce qui n’améliore pas l’objectif.

— Le décideur choisit de poser la question B). Si la réponse à cette question est oui,
le décideur peut passer à t1 à la solution s1 (voir Fig. 4.3 et 4.4), qui a une valeur
objective de 12 ce qui en fait une solution strictement meilleure que s0. Remarquons
que pour mettre en œuvre une telle solution, l’ordonnancement (et l’utilisation des
opérateurs) doit bien sûr être maintenu inchangé (gelé), c’est-à-dire dans [t0, t1−
1] indépendamment de l’information obtenue à t1 sur ce qui s’est passé dans cet
intervalle. C’est pourquoi l’horaire avant le temps t1 = 5 est affiché en gris.

Solution s1

1 2 3 4 5 6 7 8 9 10 11 12

1 3

2 4

FIGURE 4.3 – Diagramme de Gantt de la
solution s1

t1 = 5

0

Oper. 1
4

2

0 temps

Oper. 2 4
2

FIGURE 4.4 – Profil d’utilisation des res-
sources de la solution s1

On voit bien dans cet exemple que la réponse à la question A) n’est d’aucune utilité,
contrairement à la réponse à la question B). Du point de vue du décideur, ce type d’in-
formation est intéressant, car il suggère que s’il est possible de contrôler l’activité 2 en
particulier pour qu’elle se déroule sans problème, alors il est possible d’améliorer le plan-
ning. Notons que nous nous intéressons ici uniquement à la sélection des questions à partir
d’un ensemble fixe.

Dans ce cas, en sélectionnant à l’avance la question B) à poser à t1, on peut définir
un arbre de décision. Au nœud racine correspondant au temps t0, les activités 1 et 2 sont
lancées. Ce nœud a un nœud enfant unique correspondant à l’instant t1. À partir de ce nœud,
une branche correspondant à la réponse négative à la question B) continuera à suivre le
programme s0 tandis qu’une autre branche correspondant à la réponse positive à la question
B) passera au programme s1.
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Dans l’hypothèse où l’on dispose à un moment donné du planning d’une information
sur l’avancement de la planification et que l’on peut modifier le planning, un tel arbre de
décision calculé à l’avance permet aux décideurs de retrouver rapidement des solutions de
haute qualité tout en utilisant le moins d’information possible.

Dans la suite de ce chapitre, nous considérerons que la question posée par le décideur
sur la durée d’une activité est : "Cette activité durera-t-elle moins de 80% de sa durée es-
timée?". Le 80% est arbitraire et n’a pas d’impact majeur sur nos résultats expérimentaux.
Une autre hypothèse arbitraire sur la nature des informations reçues avait été choisie au
chapitre précédent (voir §3.2.2).

La méthode que nous présentons dans ce chapitre reprend l’idée des arbres de décision
robustes présentés dans le chapitre précédent, que l’on peut voir comme un cas particulier
d’optimisation robuste multi-étape basé sur le calcul de partition mais avec des différences
notables que nous illustrons à nouveau à l’aide de l’exemple 6.

À l’instant de décision t1 = 5, une approche d’optimisation robuste ajustable à plu-
sieurs étapes se demanderait comment partitionner l’ensemble des scénarios de manière à
proposer des réactions qui réduisent le nombre d’opérateurs requis dans le pire des cas.
Supposons que le choix soit entre les partitions A) et B), comme déjà décrit. Aucune de ces
partitions n’entraînerait une diminution du pire cas global. Dans le cas A), qui divise l’en-
semble des scénarios en deux sous-ensembles définis par p1 ∈ [1,5] d’une part et p1 = 6
d’autre part, nous avons vu que le pire cas restera inévitablement égal à 13 pour les deux
sous-ensembles. Le cas B) divise l’ensemble des scénarios en deux sous-ensembles définis
par p2 ∈ [1,8] d’une part et p2 ∈ [8,10] d’autre part. Même si le premier sous-ensemble
réduit le nombre d’opérateurs le plus défavorable à 12, le second sous-ensemble inclut tou-
jours le scénario le plus défavorable avec toutes les durées égales à leur valeur maximale,
de sorte que l’ordonnancement global le plus défavorable reste égal à 13.

Cependant, la partition B) est clairement meilleure d’un point de vue pratique car le
passage à s1 dès que la réalisation de la durée se révèle -à t1- appartenir au deuxième sous-
ensemble permettra d’économiser des ressources. Pour cette raison, nous allons utiliser le
critère présenté dans le chapitre précédent pour comparer les partitions de scénarios entre
elles. Il n’est pas axé sur l’exploitation des informations obtenues pour abaisser le pire
cas global mais plutôt sur l’identification des informations qui permettront de basculer de
manière opportuniste vers une meilleure solution lorsque cela est possible et ainsi réduire
le prix de la robustesse en pratique.

Deuxièmement, la notion de "coût de la connaissance" est parfois considérée dans la
littérature, mais lorsque c’est le cas, elle est introduite dans la fonction objectif du problème
de partitionnement comme une pénalité. Nous avons préféré l’ajouter comme deuxième
objectif, d’un point de vue lexicographique. En effet, nous sommes plus intéressés à éviter
de réagir à des informations inutiles qu’à considérer les coûts réels de l’information.

Enfin, dans la majorité des travaux, les problèmes incertains multi-étapes sont étudiés
sous l’angle de la programmation mathématique. Dans ce chapitre, motivés par un contexte
industriel spécifique -les chaînes de montage aéronautiques-, nous proposons une approche
basée sur la programmation par contraintes que nous pouvons étendre naturellement pour
intégrer le problème de sélection d’information.

Notre travail s’inspire en partie du problème d’ordonnancement de projet proactif et ré-
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actif sous contrainte de ressources considéré dans [Davari 2017, Davari 2019] (voir §1.2.4)
dans le contexte de durées incertaines. Les auteurs de ces travaux proposent de définir un
planning de base et un ensemble de réactions face à une réalisation des durées. Une réaction
est une transition d’un planning à un autre. Les durées des activités suivent une distribution
discrète et les transitions ont lieu à l’intérieur d’un ensemble de calendriers précalculés.
L’objectif est de minimiser le coût attendu des réactions compte tenu des distributions. Le
coût mesure les coûts fixes des réactions ainsi que la distance entre la ligne de base et
le programme réalisé. Dans ce document, nous supposons que les distributions de proba-
bilité sur les durées des activités ne sont pas disponibles conformément aux applications
aéronautiques ciblées, mais nous connaissons le pire scénario. Par conséquent, nous pou-
vons suivre un calendrier de base du pire des cas et réagir pour l’améliorer pour certaines
réalisations en utilisant le moins d’information possible, minimisant ainsi indirectement la
stabilité du calendrier.

Le modèle général que nous proposons a déjà été présenté, de manière formelle, dans le
chapitre 2 et appliqué à un problème simple d’ordonnancement à une machine. Cependant,
dans ce travail, nous avons traité uniquement le cas où le problème en question peut être
résolu en temps polynomial, même dans sa version incertaine. Comme le MMRCPSP
est un problème NP-difficile même dans sa forme déterministe, l’algorithme de base de
l’approche est différent de celui présenté dans nos travaux précédents. Si l’idée principale
de l’arbre de décision robuste reste la même, l’objectif du présent chapitre est de montrer
comment il peut être appliqué à un problème industriel.

4.2 Incertitudes, informations et ordonnancement

4.2.1 Incertitude, robustesse et information

Dans ce chapitre et pour le problème considéré, nous supposons que la durée des activi-
tés est incertaine. Comme mentionné précédemment, le but de notre modèle est de prendre
en compte les incertitudes petites et fréquentes, qui se produisent à chaque répétition du
problème. De plus, comme la construction d’un modèle probabiliste précis nécessite une
grande quantité de données, il est plus facile et plus pratique de demander au décideur des
bornes sur la durée des activités. Pour ces raisons, nous considérons l’incertitude d’inter-
valle. Plus formellement, cela signifie que pour toute activité i ∈J du problème, sa durée
pi ∈ [pmin

i , pmax
i ]. Nous appelons toute réalisation de toutes les incertitudes un scénario.

Nous désignons par Ω l’ensemble de tous les scénarios possibles et ω l’un quelconque de
ses éléments. Nous pouvons alors écrire le critère de robustesse que nous considérons dans
ce chapitre, introduit comme le critère de robustesse absolue dans [Kouvelis 1997] :

s∗ = argmin
s∈X

max
ω∈Ω

f (ω,s) (4.1)

où X est l’ensemble des solutions, et f (ω,s) la valeur objective de la solution s sous le
scénario ω . Nous nous référons à s∗ (resp. à la valeur maximale de f (ω,s∗)) comme étant
la solution minmax ou robuste (resp. la valeur minmax ou robuste) sur l’ensemble des
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scénarios Ω.
Nous pouvons remarquer que dans notre cas, la solution s∗ est la solution la plus robuste.
On peut également observer que la fonction objectif que nous considérons est croissante
avec la durée des activités. Ainsi, pour trouver une solution robuste pour le problème
MMRCPSP avec incertitudes, il suffit de le résoudre dans son pire scénario, où toutes les
durées sont à leur valeur maximale.

Maintenant que les incertitudes sont clairement énoncées, nous pouvons définir rigou-
reusement ce que nous appelons information. Il existe un ensemble T de points de temps
prédéfinis (par exemple les fins d’équipes), auxquels le décideur peut poser plusieurs ques-
tions, la réponse à une question apportant une information sur une activité. Soit Jq l’en-
semble des activités qui sont en cours de traitement pendant l’intervalle [tq, tq +∆] ⊂ T

dans le planning de base, c’est-à-dire

Jq = {i ∈J |Si−∆≤ tq < Si + pi}

.
Dans le modèle d’information considéré, nous supposons que seules les questions sur

les activités dans Jq sont autorisées. Le raisonnement derrière cela est que si une activité
est terminée au temps tq dans le calendrier de base, elle est nécessairement terminée dans
le scénario réalisé, car le pire cas a été considéré pour construire le calendrier. Si le début
d’une activité n’est pas programmé dans l’intervalle [tq, tq + ∆], nous supposons que le
décideur ne dispose pas d’un retour d’information suffisant de la chaîne de montage pour
obtenir des informations fiables sur cette activité.

Dans notre modèle, avoir accès à une information sur une activité i signifie que le
décideur est capable de connaître la réponse à la question "L’activité i dure-t-elle plus ou
moins de Xi unité de temps?", avec Xi ∈ [pmin

i , pmax
i ]. Par conséquent, une information nous

permet de séparer en deux l’ensemble des scénarios : les scénarios tels que pi ∈ [pmin
i ,Xi]

et les scénarios tels que pi ∈ [Xi, pmax
i ]

Soit K ⊆Jq un ensemble d’activités sur lesquelles des questions peuvent être posées
à l’instant tq. Le fait de disposer des réponses à |K| questions, c’est-à-dire d’avoir accès à
|K| informations, permet au décideur de distinguer entre 2|K| sous-ensembles de scénarios
correspondant aux 2|K| sous-ensembles possibles d’activités obtenant une réponse "oui".
Soit K+ ⊆ K l’un des sous-ensembles possibles de réponses positives. Nous désignons par
ΩK+ le sous-ensemble de scénarios issus de l’utilisation des informations obtenues de K+

pour réduire l’incertitude. Plus formellement,

ΩK+ = ∏
i∈K+

[pmin
i ,Xi]× ∏

i∈J \K+

[pmin
i , pmax

i ]

Dans notre cas, la valeur objective la plus défavorable peut toujours être obtenue
lorsque chaque activité a sa durée maximale, avoir pour une activité i l’information
que pi ∈ [Xi, pmax

i ] ou n’avoir aucune information sur i revient au même car cela ne
change pas le pire cas. On pourrait noter qu’en utilisant ces notations, on a que si
K+ et K′+ désignent deux ensembles d’informations sur les incertitudes sur un ensemble
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de scénarios Ω alors K+ ⊂K′+⇔ΩK′+ ⊂ΩK+ et, plus généralement, ΩK+∪K′+ = ΩK+∩ΩK′+ .

Dans les exemples et expérimentations, nous prendrons ∆ = 0 et Xi = ⌈0.8pmax
i ⌉.

Exemple 7. Illustrons ces notions sur l’exemple 6 au temps t1 = 5 et le planning de base s0.
Le décideur est autorisé à poser des questions sur J1 = {1,2} car ces deux activités sont
en cours de traitement au temps t1 selon s0. En prenant comme mentionné Xi = ⌈0.8pmax

i ⌉,
on obtient X1 = 5 et X2 = 8. Prenons K = {1,2}. En considérant les sous-ensembles pos-
sibles de réponses positives K+ = {1}, K′+ = {2}, K′′+ = {1,2}, on peut distinguer les 4
scénarios :

— Ω{1} = [1,5]× [1,10]
— Ω{2} = [1,8]× [1,8]
— Ω{1,2} = [1,5]× [1,8]
— Ω /0 = Ω = [1,8]× [1,10]
On peut vérifier que Ω{1,2} ⊂Ω{1}, Ω{1,2} ⊂Ω{2} et que Ω{1,2} = Ω{1}∩Ω{2}.

4.2.2 Problème d’ordonnancement : MMRCPSP robuste

Le problème que nous abordons dans ce chapitre concerne comme dans le chapitre 2
l’optimisation de l’utilisation des ressources pour l’ordonnancement des activités sur une
ligne d’assemblage aéronautique. Nous rappelons que dans ce problème, chaque activité est
soumise à des contraintes de précédence, de décalage temporel et possède plusieurs modes
possibles, ce qui peut faire varier son utilisation des différentes ressources. Plusieurs res-
sources sont en jeu : les ressources des zones qui seront représentées par des contraintes
cumulatives limitées, et les ressources humaines, qui correspondent à des opérateurs aux
compétences différentes. Comme déjà expliqué, l’objectif est de minimiser la somme de
l’utilisation maximale de chaque type d’opérateurs à l’intérieur de chaque intervalle défini
par deux points de temps de décision consécutifs. Comme indiqué dans le chapitre 2, le
problème industriel étudié peut être modélisé comme un problème d’ordonnancement de
projet sous contrainte de ressources multi-modes (MMRCPSP) avec un objectif d’investis-
sement des ressources, comme dans [Gerhards 2020].

Il existe un ensemble d’activités J et un ensemble de ressources R. Chaque activité
i ∈J est associée à un ensemble Mi de modes tels qu’un mode m ∈Mi pour une activité
i ∈J définit la durée pi,m de l’activité et la quantité bi,k,m que l’activité requiert sur la res-
source k ∈R. Nous avons un horizon temporel discret H avec des points particuliers dits
de décision T ⊂H avec H = {0, . . . , |H|} et T = {t0 = 1, . . . , t1, t|T | = |H|}. L’ensemble des
ressources R comprend deux sous-ensembles distincts : le sous-ensemble des ressources
d’investissement RI , pour lesquelles la consommation de pointe doit être minimisée à l’in-
térieur de chaque intervalle de décision et le sous-ensemble des ressources renouvelables
standard Rρ , chacune étant associée à une capacité Bk qui ne peut être dépassée. Il existe
un ensemble de contraintes de précédence E.

En définissant la variable de décision Si, ∀i∈J , qui donne l’heure de début de chaque
activité i ∈J et mi ∈Mi, qui donne le mode choisi pour l’activité i ∈J , le MMRCPSP
avec objectif d’investissement dans les ressources peut être formellement énoncé comme
suit.
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min z = ∑
k∈RI

|T |
∑
q=1

max
τ∈[tq−1,tq−1]

Rk,τ (4.2)

s. t. S j−Si ≥ pi,mi ∀(i, j) ∈ E (4.3)

Rk,τ = ∑
i∈J ,τ≥Si∧τ≤Si+pi,mi−1

bi,k,mi ∀k ∈R,∀τ ∈ H (4.4)

Rk,τ ≤ Bk ∀k ∈Rρ ,∀τ ∈ H (4.5)

Si ∈ H ∀i ∈J (4.6)

mi ∈Mi ∀i ∈J (4.7)

L’objectif (4.2), à minimiser est égal à la somme sur chaque ressource des pics maximaux
à l’intérieur de chaque intervalle. Les contraintes (4.3) sont des contraintes de précédence
standard. Les contraintes (4.4) calculent, pour chaque ressource k ∈RI l’utilisation totale
Rk,τ à chaque temps τ ∈H. Pour les ressources renouvelables standard, les contraintes (4.5)
empêchent l’utilisation de la ressource de dépasser sa capacité. Les contraintes (4.6,4.7)
donnent les domaines des variables.

A propos de la modélisation de l’incertitude et compte tenu du fait que les activi-
tés ont plusieurs modes, nous considérons maintenant que pmin

i,m est la durée minimale de
l’activité dans le mode m tandis que pmax

i,m est sa durée maximale dans le mode m. Par
conséquent, l’ensemble des scénarios Ω est l’ensemble des matrices (pi,m) j∈J ,m∈Mi où
pi,m ∈ [pmin

i,m , pmax
i,m ].

Considérons maintenant une instance de MMRCPSP IΩ obtenue en fixant pi,m = pmax
i,m ,

pour chaque activité i ∈J et chaque mode m ∈Mi. Comme indiqué dans la section 4.2.1,
la solution optimale du problème MMRCPSP déterministe avec IΩ en entrée est la même
que pour le problème robuste absolu (4.1) avec X = (4.3− 4.7) sur l’instance I soumise
aux incertitudes Ω. On désigne par ROBUSTMMRCPSP une procédure qui résout le pro-
blème en prenant en entrée l’instance IΩ et en sortant la solution s =

(
(Si)i∈J ,(mi)i∈J ,z

)
.

4.3 Partitionnement robuste de scénarios basé sur la sélection
d’informations

4.3.1 Ordonnancement robuste avec sélection à information limitée

Comme expliqué dans la section ??, le contexte industriel suppose que le décideur a
accès à l’information -qui peut avoir un coût- pendant le planning, mais le problème de la
sélection de l’information peut ne pas être trivial. Nous proposons une façon de formaliser
le problème de sélection de l’information comme une extension du modèle MMRCPSP
introduit dans la section précédente. Nous supposons que l’on nous donne une instance du
MMRCPSP, un temps de décision tq, et certaines caractéristiques s̄ de la solution calculée
au point de temps de décision précédent, l’ensemble des activités K desquelles nous pou-
vons obtenir des informations au temps tq, et un entier Q. L’objectif est de calculer une
solution robuste avec une meilleure valeur de garantie dans le pire des cas que s̄ en utili-
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sant au maximum Q informations de K, c’est-à-dire en construisant un sous-ensemble de
réponses positives K+ ⊆ K avec |K+|≤ Q. Pour y parvenir, nous introduisons un nouveau
problème d’ordonnancement. Celui-ci étend le MMRCPSP comme suit.

Pour chaque activité i dans K, nous définissons un ensemble de modes dupliqués M ′
i

tels que m′ ∈M ′
i a la même exigence en ressources que le mode dupliqué m ∈Mi mais

une durée égale à pi,m′ = Xi, qui est la durée réduite du pire cas en cas de réponse positive
à la question posée pour i. Par conséquent, choisir le mode m′ pour l’activité i ∈ K signifie
que i ∈ K+.

Comme la solution précédente doit être fixée avant tq, nous avons besoin à cet effet des
heures de début et du coût d’investissement des ressources avant tq, donnés par s̄, où

s̄ =
(
(S̄i)i∈J , R̄, z̄

)

où S̄i représente l’heure de début précédente de l’activité i, R̄ représente la contribution à
la fonction objectif de tous les intervalles dans [t0, tq−1], et z̄ représente la valeur totale de
la fonction objectif de la solution précédente. Le problème peut maintenant être modélisé
comme le MMRCPSP suivant :

min leximin(z, |K+|) (4.8)

s. t. (4.3−4.6)

z≥ R̄+ ∑
k∈RI

|T |
∑

ρ=q
max

τ∈[tρ−1,tρ−1]
Rk,τ (4.9)

z≤ z̄−1 (4.10)

K+ = {i ∈ K|mi ∈M ′
i } (4.11)

|K+|≤ Q (4.12)

Si = S̄i ∀i ∈J , S̄i ≤ tq−1 (4.13)

Si ≥ tq ∀i ∈J , S̄i ≥ tq (4.14)

mi ∈Mi∪M ′
i ∀i ∈ K (4.15)

mi ∈Mi ∀i ∈J \K (4.16)

Le but de l’objectif (4.8) est de choisir le plus petit sous-ensemble d’informations |K+|
(c’est-à-dire le plus petit nombre de modes de duplication sélectionnés) qui produit la so-
lution avec la meilleure valeur objective z. La contrainte (4.9) définit l’objectif principal z
avec une partie constante égale à R̄ et une partie variable égale à l’investissement en res-
sources pour tous les intervalles dans [tq,H]. La contrainte (4.10) indique que l’objectif
le plus défavorable doit être amélioré en obtenant des informations de K. La contrainte
(4.11) définit l’ensemble K+ comme l’ensemble des modes de duplication sélectionnés.
La contrainte (4.12) limite le nombre sélectionné de modes dupliqués, c’est-à-dire l’in-
formation K+ utilisée à partir de K sous la limite Q. Les contraintes (4.13) empêchent de
modifier les heures de début des activités qui commencent avant le point de décision tq. Les
contraintes (4.14) empêchent qu’une activité qui n’a pas été planifiée avant tq dans s̄ soit dé-
calée avant le moment de décision tq. Les contraintes (4.7) du MMRCPSP sont remplacées
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par les contraintes (4.15) qui stipulent que les activités dans K ont des modes dupliqués, et
les contraintes (4.16) qui conservent l’ensemble des modes originaux des autres activités.

Une autre façon de modéliser la contrainte (4.10) est d’ajouter une ressource non re-
nouvelable qui est utilisée exclusivement par les modes dans M ′

i , i ∈ K. Chaque mode m
requiert une unité de cette ressource, et seulement Q de celle-ci est disponible. Dans les
deux cas, nous pouvons noter que le problème n’est pas fondamentalement différent du
MMRSPCP original et le prolonge naturellement.

Nous supposons que nous disposons d’un algorithme, appelé 1SUBSETSOLUTION,
pour résoudre ce problème, en prenant comme entrée une instance de MMRCPSP IΩ asso-
ciée à un ensemble de scénarios Ω, l’ensemble des activités K disponibles pour les ques-
tions, le nombre maximal de questions Q, la solution précédente s̄ et le point de temps q.
L’algorithme produit la nouvelle solution s et les informations utilisées K+.

Un exemple de la manière d’appliquer la duplication de mode à une instance est donné
dans l’exemple 8.

Exemple 8. Nous considérons à nouveau l’instance de l’exemple 6. Nous rappelons qu’au
temps t1 = 5 le décideur a la possibilité de poser deux questions, sur la durée des activités
1 et 2 (K = {1,2}). Il s’ensuit que les activités 1 et 2 ont des modes dupliqués :

M1 = {1},M ′
1 = {2},M2 = {1},M ′

2 = {2}

Le problème de la sélection de l’information peut être résolu en résolvant, à l’aide de la
méthode décrite précédemment, l’instance suivante :

tâches 1 2 3 4
modes 1 2 1 2 1 1
Durée maximale 6 5 10 8 2 4
Opérateur 1 1 1 1 1 3 0
Opérateur 2 1 1 2 2 0 4

Si nous exécutons notre modèle avec cette instance, le solveur retournera la solution
s1, avec un total de 1 d’informations utilisées (K+ = {2})

Dans la solution de ce problème, il y a deux choses intéressantes : le sous-ensemble
d’informations qui induit un sous-ensemble de scénarios, et la solution qui est robuste pour
ce sous-ensemble de scénarios.

4.3.2 Partition Robuste

L’algorithme qui vient d’être présenté permet de répondre au problème de sélection de
l’information à un instant de décision donné.

En effet, en résolvant ce problème à l’instant tq, on obtient une partition de l’ensemble
des scénarios Ω en deux sous-ensembles ΩK+, sur lequel la solution obtenue s minimise
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l’objectif du pire cas étant donné qu’au plus Q informations sont utilisées et Ω \ΩK+ qui
contient encore le scénario global du pire cas sur lequel la solution précédente s̄ minimise
encore l’objectif du pire cas.

Cependant, on pourrait objecter qu’une réponse de cet algorithme est beaucoup trop
optimiste, dans le sens où la solution proposée n’est réalisable que si la réponse à toutes
les questions sélectionnées est "oui". Pour pallier ce problème, nous proposons d’utiliser
cet algorithme plusieurs fois pour élargir la taille de la partition, en ajoutant à chaque fois
de nouvelles contraintes empêchant l’utilisation d’un sous-ensemble de questions déjà sé-
lectionnées. Chaque appel successif à cet algorithme permet de calculer un sous-ensemble
différent de questions et de solutions. Supposons maintenant que l’algorithme précédent
soit appelé L−1 fois, avec L un entier supérieur à 1. Nous désignons par (Kl

+,s
l)L−1

i=1 l’en-
semble des informations et la solution robuste retournée par le l-ième appel de l’algorithme
précédent. Soit s0 la solution robuste initiale pour Ω. Alors chaque scénario dans

⋃L−1
l=1 ΩKl

+

est couvert par au moins une solution de {sl|l = 1, . . . ,L− 1}. De plus, afin de s’assurer
que le même sous-ensemble d’informations (ou tout ensemble dans lequel il est inclus)
n’est pas sélectionné à chaque itération, les ensembles d’informations Kl

+ déjà utilisés sont
stockés dans une liste K+.

La contrainte ∨

κ+∈K+

|{i ∈ κ+|mi ∈M ′
i }|≤ |κ+| (4.17)

est ajoutée au modèle (4.8–4.16) pour garantir cette propriété, ce qui signifie que la
procédure de solution 1SUBSETSOLUTION prend aussi comme entrée l’ensemble K+.

Pour construire une partition de Ω, nous devons ajuster la famille (ΩKl
+
)l pour satis-

faire ces conditions. Par construction, si l′ < l, alors la solution sl′ a une meilleure valeur
objective dans le pire des cas que sl . Alors la famille ordonnée du sous-ensemble (Ωl)

L−1
l=1

défini par

Ωl = ΩKl
+
\

l⋃

l′=1

ΩKl′
+
∀lesl = 1, . . . ,L−1

garantit que pour tout l ≤ L− 1, chaque scénario dans Ωl est couvert par exactement
une solution –notamment sl–, et qu’aucune autre solution sl′ n’a une meilleure garantie
prouvée dans le pire des cas que sl . Enfin, nous pouvons étendre la famille (Ωl)l avec
ΩL =Ω\⋃L−1

i=1 Ωl , et couvrir ses scénarios par la solution s0, qui est la solution qui a été im-
plémentée jusqu’au moment de la décision tq. Or, la famille (Ωm)i=1,...,L est clairement une
partition de Ω, et chaque scénario est couvert par une et une seule solution de (sl)l=0,...,L−1.
On peut noter que le paramètre L limite la taille de la partition. Le pseudo-code de cet algo-
rithme, renvoyant la partition P et l’ensemble associé de solutions robustes S calculées
pour chaque sous-ensemble de scénarios dans la partition, est présenté dans l’Algorithme 6.

Exemple 9. Considérons à nouveau l’instance de l’exemple courant, dans le même
contexte que dans les exemples 6 et 8, mais cette fois, nous voulons calculer une partition
robuste. Pour les besoins de l’exemple, nous fixons L = 2 et Q = 1. Nous commençons par
résoudre 1SubsetSolution. Le solveur trouve une solution, et renvoie (K1

+ = {2},s1). Par
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conséquent, le premier sous-ensemble de la partition P est ΩK1
+
= [1,6]× [1,8]× [1,2]×

[1,4] et la solution qui le couvre est s1. Puisque L = 2, nous devons compléter la partition
avec le sous-ensemble de scénarios Ω \ΩK1 , et la couvrir avec la solution s0 (la solution
robuste initiale). Finalement, l’algorithme renvoie P = (ΩK1 ,Ω\ΩK1), qui est clairement
une partition de Ω, et S = (s1,s0) dont on a prouvé qu’ils ont la meilleure garantie du
pire cas sur les sous-ensembles de P dans le même ordre.

Algorithme 6 Partition Robuste
Entrée: une instance I, Ω un ensemble de scénarios, s0 une solution robuste Ω, K un

ensemble de tâches, un temps tq, R̄ le coût de la fonction objectif avant tq et deux entiers
L et Q.
P ←{}, S ←{}, K+←{}, s̄←

(
(s0

i )i∈J , R̄,z0
)

pour 1≤ l < L−1 faire
sl,Kl

+← 1SUBSETSOLUTION(IΩ,K,Q,K+, s̄, tq)
si Pas de solution trouvée alors

break
fin si
S ←S ∪{sl}, K+←K+∪{Kl

+}, P ←P ∪{ΩKl
+
\⋃ΩK+∈P ΩK+}

fin pour
P ←P ∪{Ω\⋃ΩK+∈P ΩK+}
S ←S ∪{s0}
retourne P,S

4.4 Arbre de décision robuste

Dans cette section, nous présentons l’arbre de décision robuste. L’idée d’un tel arbre
est qu’à chaque nœud, correspondant à un point de décision tq, nous supposons que
certaines informations sont accessibles. Avec ces informations, nous sommes capables
de diviser l’ensemble des scénarios et de calculer une nouvelle solution robuste pour
chaque sous-ensemble de la partition. La façon dont nous calculons une "bonne" partition
est présentée dans la section 4.3.2. La figure 4.5 montre un exemple d’arbre de décision
robuste pour l’exemple de la section 2. Nous supposons que les moments de décision,
c’est-à-dire les moments où les informations sont disponibles, sont donnés. L’arbre doit
être lu de haut en bas, et chaque moment correspond à un niveau dans l’arbre, de sorte
que descendre dans l’arbre signifie avancer dans le temps. Cela le rend très facile à utiliser
pour un décideur.

La planification commence avec la solution de la racine. A chaque moment de
décision, le décideur pose aux opérateurs les questions (sélectionnées dans l’arbre) sur
l’état de la planification. Ils sont alors en mesure de choisir la branche correspondant
aux réponses aux questions, offrant une continuation robuste à la planification et menant
à un autre nœud, et ainsi de suite. Comme on peut l’imaginer, puisque la construction
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Ω

{Ω{2},Ω\Ω{2}}

Ω\Ω{2}

s0

Ω{2}

s1

s0

t0 = 0

t1 = 5

t = ∞

FIGURE 4.5 – Arbre de décision robuste de l’exemple 8

d’un tel arbre nécessite de résoudre plusieurs fois un problème NP-Difficile, cela prend
beaucoup de temps. Mais comme les scénarios encapsulent toutes les incertitudes, l’arbre
ne doit être calculé qu’une seule fois, dans une phase hors ligne. Une fois fait, l’arbre est
réutilisable tant que les incertitudes, et les données du problème d’ordonnancement en jeu,
restent inchangées. On peut noter que la solution initiale robuste se trouve toujours dans
l’arbre, car le scénario le plus défavorable est toujours "contenu" dans une des branches de
l’arbre, et est toujours réalisable, quel que soit le scénario actuel. De la même manière, la
solution proposée après le choix d’une branche devient une nouvelle solution de référence,
qui reste également faisable dans le sous-arbre correspondant. Ainsi, si plusieurs branches
sont disponibles après un moment de décision, la solution locale robuste calculée au
nœud de décision précédent sera la solution "par défaut". Ainsi, quel que soit le niveau
dans l’arbre, il est nécessaire que les solutions proposées dans les différentes branches
soient strictement plus intéressantes que la solution robuste locale. Dans notre cas, "plus
intéressante" signifie avec une meilleure valeur de robustesse (i.e. une meilleure valeur
minmax) comme expliqué dans la section 4.2. En procédant ainsi, il s’ensuit que, par
construction, la valeur la plus défavorable ne peut que s’améliorer au fur et à mesure
que l’on descend dans l’arbre. En somme, les arbres de décision robustes brisent le
conservatisme inhérent aux approches robustes classiques tout en conservant des limites
sur les scénarios les plus défavorables.

De plus, nous pouvons dériver de ces arbres une nouvelle façon de définir le degré de
criticité d’une activité. Dans la définition classique de la planification de projet, une activité
est critique si une augmentation de sa durée augmente nécessairement la durée totale du
projet [Kelley Jr 1959]. Ici, nous pouvons adapter cette définition à notre contexte : une
activité est critique si une diminution de sa durée permet le calcul d’un meilleur planning.
Comme il est possible de visualiser à l’avance les questions à se poser au prochain moment
de décision, il est intéressant pour le décideur de suivre - si possible - précisément les
activités concernées. Si ces activités sont réalisées plus rapidement que l’estimation initiale,
cela augmente les chances de se trouver dans un sous-ensemble de scénarios couverts par
une branche de l’arbre qui améliore significativement le pire cas de la fonction objectif.
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Racine

Prise d’information

Prise d’information

· · ·

Solution s1

Prise d’information

· · ·

Solution s2

Prise d’information

· · ·

Solution s0

Solution initiale robuste s0

t = 0

t = t1

t = t2

t = ti

FIGURE 4.6 – Idée générale de l’arbre de décision robuste

Comme expliqué dans l’Algorithme 7, la construction de l’arbre se fait niveau par
niveau, chaque niveau correspondant à un instant de décision tq. L’algorithme de l’arbre
de décision robuste prend comme paramètres la liste (tq) ∈ T des moments de décision,
Q le nombre maximal d’informations pouvant être utilisées à chaque nœud et L la taille
maximale de la partition calculée à chaque nœud en résolvant le problème de la partition
robuste. Ces paramètres limitent la taille de l’arbre. La profondeur de l’arbre est |T |, et L
est le facteur de branchement maximal de l’arbre qui fait que le nombre total de nœuds
dans l’arbre est limité par L|T |+1−1

L−1 , et le nombre total de feuilles est limité par L|T |. De plus,
on peut noter que puisque poser une question divise en deux l’ensemble des scénarios (et
plus généralement si m questions sont posées, l’ensemble des scénarios est divisé en 2m

sous-ensembles), la taille maximale de la partition L ne peut être supérieure à 2Q.

Exemple 10. Nous illustrons le processus de génération d’arbre de décision robuste sur
un exemple plus large avec |J |= 10 activités, 2 ressources d’investissement RI = {1,2}
et 2 ressources renouvelables Rrho = {3,4} avec des capacités B = (20,19). Enfin, nous
avons les contraintes de précédence :

E = {(1,7),(1,10),(2,4),(2,5),(2,7),(3,5),(4,6),(4,9),(5,6),(6,8),(7,8),(7,9)}.

Les autres caractéristiques de l’instance sont affichées dans le tableau 4.2.

Au nœud racine, un planning robuste s0 est calculé en prenant la durée maximale de
chaque mode comme le pire scénario. Un calendrier de coût 74 est obtenu avec des heures
de début d’activité (2,1,0,3,5,9,8,16,12,9) et des modes (1,1,1,1,1,1,1,2,2,1). Le dia-
gramme de Gantt et les pics correspondants sur les deux ressources d’investissement sont
présentés dans la figure 4.7. Par souci de concision, l’utilisation des ressources renouve-
lables n’est pas affichée.
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Activity mode pmin
i,m pmax

i,m bi,1,m bi,2,m bi,3,m bi,4,m

1 1 1 6 6 6 0
1 2 2 4 4 3 5 0

3 4 9 4 1 1 0
1 1 1 6 6 0 9

2 2 3 6 5 6 0 7
3 4 9 4 5 0 2
1 1 1 8 5 7 0

3 2 3 6 5 4 5 0
3 4 9 4 3 0 6
1 2 5 5 5 8 0

4 2 4 8 5 4 0 3
3 4 8 3 4 0 6
1 2 4 6 7 0 7

5 2 2 5 6 5 7 0
3 4 9 5 4 0 5
1 3 7 3 4 7 0

6 2 4 9 3 3 5 0
3 5 10 2 1 0 6
1 2 4 5 4 7 0

7 2 3 6 5 4 0 7
3 3 7 4 3 6 0
1 3 7 2 7 0 1

8 2 3 7 3 6 4 0
3 4 9 2 5 3 0
1 2 5 10 7 2 0

9 2 2 5 10 7 0 6
3 5 10 10 6 2 0
1 1 2 2 6 0 7

10 2 4 8 2 5 0 4
3 5 10 1 5 6 0

TABLE 4.2 – Une instance de MMRCPSP avec 10 tâches
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Algorithme 7 Arbre de décision robuste
Entrée: une instance IΩ, Ω un ensemble de scénarios, et deux entiers L et Q.

s← ROBUSTRCPSP(IΩ)
Soit un arbre de décision robuste T avec un noeud racine etiqueté avec(Ω,s,0)
Initialiser la pile de noeud Q← (Ω,s,0)
pour 1≤ q < |T | faire

Q′←{}
tant que Q n’est pas vide faire

On retire le noeud (Ω,s, R̄) de la pile Q
K←{ j ∈J |Si < tq < Si + pi,mi}
R̄′← R̄+∑ j∈RI maxtq−1

τ=tq−1 Rk,τ

P,S ← ROBUSTPARTITION(I,Ω,s,K, tq, R̄′,L,Q)
tant que P n’est pas vide faire

retirer l’ensemble de scenarios Ω′ de P et la solution s′ de S
ajouter le noeud (Ω′,s′, R̄′) aux noeuds fils de (Ω,s, R̄) in T
ajouter (Ω′,s′, R̄′) à la queue Q′

fin tant que
fin tant que
Q←Q′

fin pour
retourne T
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FIGURE 4.7 – Solution robuste s0 avec une valeur objectif de 74 au noeud racine Ω (t0 = 0)

En sautant au premier point de décision t1 = 5, l’ensemble des activités sur lesquelles
on peut obtenir des informations est K = 4,5. En prenant à nouveau Q = 1 et L = 2, tous
les modes de ces activités sont dupliqués et le problème de partition robuste est résolu.
La meilleure façon trouvée d’améliorer la solution est d’obtenir des informations de l’en-
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semble d’activités K1
+ = {5} avec une solution maximale réduite pmax

5,2 = 2 dans le mode 2
(ensemble de scénarios Ω5), ce qui permet de passer à la solution s1 de valeur 70 repré-
sentée dans la figure 4.8. L’affectation de mode mise à jour est (1,1,1,1,2,1,1,1,1,1,1).
Notez que le mode initial de l’activité 5 peut encore être modifié (du mode 1 au mode 2)
puisque l’activité n’est pas encore lancée. Cela donne le nœud enfant gauche identifié par
Ω5, t1 = 5 et s1. Comme L = 2, le nœud fils de droite considère tous les scénarios pour
lesquels pmin

5,1 = 3, pmin
5,2 = 3 et pmin

5,3 = 6, c’est-à-dire que l’activité 5 ne sera pas terminée
à 80% de sa durée initiale prévue dans aucun de ses modes (Ω\Ω{5}), ce qui est couvert
par la solution s0.
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t1 = 5 t2 = 11 t3 = 17
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FIGURE 4.8 – Solution robuste s1 avec une valeur objectif de 70 au noeud étiqueté avec
Ω5 (t1 = 5)

Les nœuds de gauche et de droite sont poussés dans Q et le nœud (Ω{5}, t1, s1)
est poussé pour le point de décision t2 = 11. L’ensemble des activités sur lesquelles on
peut obtenir des informations est K = {6,9} et le problème de partition robuste sélec-
tionne K1

+ = {9} avec une durée réduite de pmax
9,2 en mode 2 (ensemble de scénarios

Ω{5,9}). Comme précédemment, nous avions S9 = t2 donc le mode de 9 peut être changé.
La solution obtenue s2 est affichée sur la figure 4.9. Les nouveaux modes assignés sont
(1,1,1,1,2,1,1,2,2,1). Cela donne le fils gauche (Ω{5,9}, t2,s2). Le fils de droite considère
les autres scénarios pour lesquels la durée de l’activité 9 est supérieure à 80% de sa durée
initiale (Ω{5} \Ω{9}, t2,s1). Les deux noeuds sont poussés dans Q.
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FIGURE 4.9 – Solution robuste s2 avec une valeur objectif de 68 au noeud étiqueté avec
Ω5,9 (t2 = 11)

Le processus est itéré, générant l’arbre de décision robuste affiché sur la figure 4.10.
Lorsque le nœud (Ω{5,9}, t2,s2) est extrait à t3 = 17, aucune partition de scénario ne peut
améliorer la solution actuelle car seule l’activité 8 commence son traitement à t3. Ainsi,
un seul enfant est généré. De même, pour tous les nœuds droits supprimés, aucune autre
amélioration de la solution ne peut être obtenue. Finalement, l’arbre de décision robuste
comporte 9 nœuds, permettant de passer à de meilleures solutions à t1 et t2 selon la parti-
tion du scénario Ω{5,9},Ω{5} \Ω{9},Ω\Ω{5}. En utilisant uniquement les informations de
2 activités, l’arbre de décision robuste atteint, pour les partitions du scénario considéré,
un gain allant jusqu’à 8,10% sur la valeur de la fonction objectif.

4.5 Expérimentations

4.5.1 Instances

Afin de tester nos arbres de décision, nous avons construit nos propres instances basées
sur les instances MMRCPSP de la PSPLIB [PSPLIB 2020]. Nous nous sommes intéressés
en particulier aux instances J10 et J30. Ces deux ensembles diffèrent l’un de l’autre par
deux paramètres, indiqués dans le tableau 4.3.

Set J10 J30
Nombre de tâches (N) 10 30

Complexité du graphe (C) 1,8 1,5

TABLE 4.3 – Les instances J10 et J30

Le nombre de tâches est explicite, et la complexité du graphe est le nombre moyen
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FIGURE 4.10 – Arbre de décision robuste pour l’exemple à 10 tâches

d’arcs non redondants par nœud dans le graphe de précédence. On peut noter que la com-
plexité globale du problème n’est pas monotone par rapport à ce paramètre : lorsque ce
paramètre est très élevé (très peu de solutions réalisables) ou très faible (beaucoup de solu-
tions réalisables), les méthodes basées sur les arbres de recherche ont tendance à donner de
bons résultats, alors qu’une valeur moyenne de ce paramètre tend à créer des instances diffi-
ciles. Tous les détails concernant les paramètres utilisés pour générer ces instances peuvent
être trouvés dans [Kolisch 1995] et dans [PSPLIB 2020]. Pour construire nos instances,
nous avons dû modifier légèrement celles de la PSPLIB. Ces instances considéraient deux
types de ressources, renouvelables et non-renouvelables. Nous avons choisi de considérer
les ressources renouvelables comme nos ressources Rρ , en gardant les mêmes capacités
que dans l’instance originale. Quant aux ressources non renouvelables de l’instance origi-
nale, nous changeons leur sémantique et les considérons comme les ressources d’investis-
sement RI pour notre problème. L’idée derrière la structure des instances PSPLIB est que
les activités ont plusieurs modes, et que plus un mode utilise la ressource non renouvelable,
plus la durée de l’activité est courte. Ainsi, pour minimiser le makespan du projet, une des
difficultés du problème est de choisir les activités qui seront exécutées avec un mode utili-
sant beaucoup de ressources non renouvelables. Dans notre cas, le makespan du projet est
contraint. Nous utilisons donc les meilleures solutions récupérées depuis PSPLIB pour fixer
notre makespan. Enfin, pour générer les intervalles d’incertitude, nous avons considéré que
si la durée d’une activité i était initialement p̂i, l’intervalle d’incertitude pour cette durée est
[0.6 p̂i, p̂i]. Ainsi, même dans le pire des cas où toutes les activités durent leur durée maxi-
male, nous sommes certains qu’il existe une solution réalisable. Pour chaque instance, nous
avons généré 100 scénarios, sous chacune des distributions de probabilité suivantes :

— Distribution uniforme (U) : tous les scénarios sont également possibles..
— Neutral Normal distribution (NN) : distribution normale avec les paramètres µ =

0.8p̂i,σ
2 = 0.2p̂i

3 .
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— Distribution normale optimiste (ON) : distribution normale avec les paramètres µ =

0.7 p̂i,σ
2 = 0.1 p̂i

3 .
— Distribution normale pessimiste (PN) : distribution normale avec les paramètres

µ = 0.9p̂i,σ
2 = 0.1p̂i

3 .
L’intérêt de ces distributions est d’observer la qualité des arbres en fonction des tirages des
scénarios. Ainsi, si les durées maximales des activités d’une instance sont sous-estimées,
le tirage des scénarios en pratique ressemblera à notre distribution normale pessimiste.
Inversement, si l’estimation de la durée maximale des activités est surestimée, les scénarios
réels ressembleront à ceux générés selon la distribution normale optimiste.

4.5.2 Algorithme Réactif

De la même manière que dans le chapitre précédent, afin d’évaluer les performances
de l’approche par arbre de décision, il nous a semblé pertinent de comparer les différents
critères d’évaluation avec d’autres méthodes. Malheureusement, nous ne connaissons pas
d’autres approches qui utilisent l’information de la même manière que nous. Nous avons
donc décidé d’implémenter un algorithme réactif relativement simple, qui utiliserait l’in-
formation de la même manière. Comme nous voulons évaluer l’impact de la sélection des
informations, cet algorithme est paramétré par rin f o ∈ {0,1} qui définit la proportion d’in-
formations utilisées à chaque instant de décision. On constate qu’en choisissant rin f o = 0,
l’algorithme réactif suit simplement l’ordonnancement robuste initial. Le pseudo-code de
l’algorithme est présenté dans l’algorithme 8.

Algorithme 8 Algorithme réactif basé sur l’information
Entrée: une instance I, Ω un ensemble de scénarios, ω un scénario caché de Ω et rin f o ∈
{0,1} la proportion d’informations sélectionnées à chaque moment.
K ←{}
sinit ← ROBUSTMMRCPSP(IΩ)
pour 0≤ q < |T | faire

K← un ensemble d’informations disponibles au moment tq
K+← un ensemble d’informations où 100rin f o% des informations de K ont été choi-
sies au hasard
Ωq← le plus grand sous-ensemble ΩK+ tel que ω ∈Ωq

solve : ROBUSTMMRCPSP(IΩq)
si Pas de solution trouvée alors

sq← sq−1 or sinit if q = 0
sinon

sq← la solution trouvée par le solveur
fin si

fin pour
retourne s|T |−1

En principe, étant donné une instance et un scénario, l’algorithme simule le processus
d’ordonnancement selon le scénario. À chaque moment de décision, rin f o ∗100% informa-
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tions sont sélectionnées aléatoirement, ou en aveugle, parmi les informations disponibles à
ce moment-là. Le scénario "répond" aux questions correspondantes, puis calcule une nou-
velle solution robuste dans un temps limité, jusqu’au prochain moment de décision ou la fin
de l’ordonnancement. Dans cette section, la notation Rp désigne l’algorithme réactif basé
sur l’information avec le paramètre rin f o = p.

4.5.3 Détails d’implémentations

Dans ce qui précède, nous faisons souvent référence à la procédure de résolution du
MMRCPSP avec l’objectif d’investissement en ressources. C’est le cas de la procédure
ROBUSTMMRCPSP qui résout le MMRCPSP en fixant la durée de chaque activité à sa
valeur maximale et de la procédure 1SUBSETSOLUTION qui résout le MMRCPSP avec
des modes supplémentaires pour les activités qui peuvent être incluses dans l’ensemble
d’informations K+. Pour ces deux procédures, nous utilisons l’API C++ de IBM ILOG
CP Optimizer v12.9, un solveur de programmation par contraintes adapté aux problèmes
d’ordonnancement. Nous utilisons la contrainte d’ordonnancement global standard de CP
Optimizer. Une description du modèle CP Optimizer pour le MMRCPSP avec l’objectif
d’investissement des ressources peut être trouvée dans [Gerhards 2020, Borreguero 2021].
Les autres algorithmes (ROBUSTPARTITION, ROBUSTDECISIONTREE et INFORMATION-
BASEDREACTIVEALGORITHM sont codés en C++.

Toutes les expériences ont été exécutées sur un processeur Intel Xeon E5-2695 v4 à
2,10 GHz. exécutant Linux Ubuntu 16.04.4.

4.5.4 Impact des paramètres dans le calcul de l’arbre

Comme indiqué dans la section 4.4 le calcul de l’arbre prend en entrée plusieurs pa-
ramètres, en plus de l’instance MMRCPSP, et ces paramètres ont un grand impact sur la
taille de l’arbre. Compte tenu du nombre d’instances testées, nous avons arbitrairement
fixé L = 3 et |T |= 4 pour l’expérimentation concernant les ensembles J10 et J30, afin que
les arbres puissent être calculés dans un temps raisonnable. La durée maximale totale du
projet Cmax est divisée en cinq parties égales, ce qui fait la liste des moments de décision
T = [0.2Cmax,0.4Cmax,0.6Cmax,0.8Cmax]. Concernant le paramètre Q, le nombre maximum
de questions posées à chaque nœud de l’arbre, nous avons remarqué qu’avec Q > 3 (resp.
Q > 5) la plupart des informations ont été réellement utilisées pour les instances et les so-
lutions retournées par les arbres ne s’améliorent plus, pour l’ensemble J10 (resp. J30). Ces
résultats sont présentés dans la figure 4.11. Bien que cela puisse être surprenant, puisque
la différence du paramètre C (voir Table 4.3) dans les générations des ensembles induit
qu’en moyenne plus d’informations devraient être disponibles à un moment donné pour les
instances J10, cette quantité d’informations est contrebalancée par la différence du nombre
d’activités entre les deux ensembles. Afin de rendre la qualité de la sélection de l’infor-
mation plus facile à observer, le paramètre Q est fixé à 2 (resp. 4) pour toutes les autres
expérimentations impliquant l’ensemble J10 (resp. J30).

Quant aux algorithmes réactifs robustes, ils ont été exécutés avec rin f o en {0,0.5,1},
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FIGURE 4.11 – Valeur objective moyenne normalisee en fonction de Q

sur les mêmes instances que les arbres de décision, avec les mêmes scénarios, les mêmes
moments de décision T , et avec un temps de calcul à chaque moment d’une minute, et avec
le planning courant comme point de départ du solveur. Nous désignerons par R0, R50, et
R100 chacun de ces algorithmes. On peut noter que puisque R0 n’utilise aucune information,
la solution retournée par cet algorithme est la solution initiale robuste.

4.5.5 Résultats expérimentaux

Nous étudions d’abord l’impact des distributions suivies par les scénarios sur la qualité
des solutions proposées par les arbres de décision robustes. La figure 4.12 montre l’écart
relatif de la valeur objective moyenne (sur tous les scénarios générés) entre la distribution
uniforme et toutes les distributions normales pour les deux ensembles J10 et J30. Nous
pouvons d’abord noter que dans tous les cas, les cases sont entièrement inférieures à 0, ce
qui signifie que pour les deux ensembles, les arbres obtiennent de meilleurs résultats sur 75
% des instances lorsque les scénarios suivent une des lois normales que lorsqu’ils suivent
la loi uniforme. Nous pouvons également remarquer que pour les deux ensembles, l’écart
relatif moyen respecte l’ordre ON < NN < PN, ce qui n’est pas surprenant, puisque notre
critère de partitionnement favorise l’optimisme dans la sélection de l’information.

Ensuite, nous examinons la quantité d’informations utilisées par chaque algorithme.
Les résultats sont présentés dans la figure 4.13. Tout d’abord, on peut observer que les
arbres utilisent beaucoup moins d’informations que R100 pour les deux instances, et beau-
coup plus que R0 (qui par définition n’en utilise aucune). On peut également remarquer
que globalement le nombre d’informations utilisées/disponibles est plus élevé pour les
instances de l’ensemble J30 que pour les instances de l’ensemble J10. Ceci confirme
l’intuition de l’étude de l’impact du paramètre Q dans la section précédente. Ensuite, si
l’on regarde la différence de la moyenne du nombre total d’informations utilisées par les
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FIGURE 4.12 – Écart relatif normalisé de la valeur objective moyenne entre la distribution
uniforme et toutes les autres distributions.

arbres par rapport à R50, on constate que pour les instances de l’ensemble J10, les arbres
utilisent moins d’informations sur plus de 75% des instances. Par contre, pour les instances
de l’ensemble J30, ce nombre est assez similaire. Au vu de l’analyse de la qualité des
solutions, on peut conclure que les arbres utilisent mieux l’information que les algorithmes
réactifs, parvenant à faire mieux (en moyenne) même avec moins d’information.

Maintenant que nous savons que les arbres ont tendance à utiliser moins d’informa-
tions que l’algorithme R50, nous pouvons évaluer la qualité de la solution offerte par les
arbres de décision robustes par rapport à celles produites par les algorithmes réactifs. La
figure 4.14 montre l’écart relatif de la valeur objective moyenne (sur tous les scénarios
pour une instance donnée) de la solution renvoyée par les arbres et chaque algorithme
réactif entre chaque instance pour les deux ensembles. Dans ce cas, une valeur positive
signifie que l’arbre bat l’algorithme réactif correspondant, tandis qu’une valeur négative
signifie le contraire. Tout d’abord, on peut noter que dans tous les cas, l’algorithme
réactif utilisant 0 d’information ne bat jamais l’arbre de décision robuste sur la même
instance. Le contraire peut être remarqué concernant les algorithmes réactifs utilisant toute
l’information disponible : seulement dans les meilleurs cas, les arbres de décision robustes
correspondent à l’algorithme réactif. On peut toutefois observer que l’algorithme R100 ne
bat la décision robuste que de quelques pourcents pour plus de 75% des instances, et que
les arbres battent R50 pour plus de 75% des instances.

Enfin, nous étudions le nombre de solutions retournées par les différents algorithmes. D’un
point de vue pratique, il est important pour les opérateurs que les horaires varient le moins
possible entre deux répétitions du problème. Deux solutions sont considérées comme dif-
férentes si l’ordre induit par les dates de début de chaque activité dans chaque solution
est différent. La figure 4.15 montre le nombre moyen de solutions différentes trouvées par
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FIGURE 4.13 – Nombre total moyen d’informations utilisées par les arbres et les algo-
rithmes réactifs.

chaque algorithme pour chaque instance sur tous les scénarios. Évidemment, puisque l’al-
gorithme R0 ne s’adapte pas au scénario, il renvoie la solution initiale robuste. Cependant,
pour les deux ensembles, les arbres de décision robustes renvoient environ 10 solutions dif-
férentes par instance, alors que R50 et R100 renvoient environ 30 solutions différentes pour
les instances de J10, et environ 60 solutions pour les instances de J30. Ainsi, du point de
vue du nombre de solutions, les arbres sont préférables aux algorithmes réactifs.

4.5.6 Résultats sur les instances industrielles

Dans cette section, nous présentons des résultats expérimentaux sur deux instances
industrielles fournies par Airbus [Borreguero 2015]. Ces instances sont désignées par ins-
tance A et instance B, avec respectivement 721 et 486 activités. Ces instances n’ont pas été
données avec des incertitudes d’intervalle ou des scénarios, nous les avons donc générées
de la même manière que celle expliquée dans la section 4.5.1. Pour ces deux instances,
nous avons généré des arbres de décision robustes avec les paramètres suivants :

— Nombre de moments de décision T = 10.
— Nombre maximal d’informations à chaque instant Q ∈ [1, ..,10].
— Taille maximale des partitions à chaque instant L ∈ [2, ..,4].

En ce qui concerne les algorithmes réactifs, nous avons fait varier rin f o dans [0,0.1, ...,1].
Les résultats sont présentés dans les figures 4.16 et 4.17. Pour être plus précis, chaque point
de ces figures est la valeur (valeur objective moyenne, nombre moyen d’informations par
décision) pour une distribution de scénarios donnée et une paramétrisation pour un arbre
(avec un couple Q,L) ou un algorithme réactif robuste (avec rin f o). Parmi tous les points
générés, nous avons conservé celui qui forme le front de Pareto. Dans ce cas, puisque nous
voulons minimiser à la fois la valeur objective moyenne et le nombre moyen d’informa-
tions, les "meilleurs" points sont ceux qui se trouvent en bas à gauche de chaque figure. Il y
a plusieurs choses à noter à propos de ces figures. Tout d’abord, l’impact des distributions
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FIGURE 4.14 – Écart relatif (en pourcentage) de la valeur objective moyenne entre les
solutions renvoyées par les arbres, R50 R100 et la solution robuste initiale renvoyée par R0.

de scénarios semble être le même que celui noté dans la section 4.5.5. Deuxièmement, nous
pouvons observer qu’il y a peu de points formant des fronts de Pareto, en particulier pour
l’instance A. Une première raison est qu’il y a beaucoup de points qui se chevauchent :
comme nous l’avons vu dans la section 4.5.4, augmenter le paramètre Q n’améliore pas la
qualité des solutions à partir d’un certain point. De plus, étant donné la taille des instances
et le fait que les algorithmes ont été exécutés en un temps limité (60 sec par moment de
décision), il arrive parfois qu’aucune solution ne soit calculée dans le temps imparti, lais-
sant le nœud " vide " dans le sens où aucune question n’est posée, et la solution robuste
précédente est automatiquement sélectionnée pour la suite de la construction de l’arbre.
Néanmoins, on peut voir sur les figures que les points des arbres de décision sont généra-
lement un peu plus à gauche que ceux des algorithmes réactifs sur la même distribution, à
l’exception de l’instance B, où l’arbre utilise peu d’information.
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FIGURE 4.15 – Nombre de solutions différentes sur 100 scénarios pour chaque instance
pour les deux ensembles.

FIGURE 4.16 – Résultats expérimentaux sur les instances A

4.6 Conclusion

Dans ce travail, nous avons présenté un cadre basé sur des arbres de décision qui, en
pratique, rompt le conservatisme inhérent aux approches robustes habituelles.
Nous montrons comment calculer de tels arbres dans le cas particulier du problème d’or-
donnancement de lignes d’assemblage aéronautiques, modélisé comme un MMRSPSP.
Nous avons ensuite évalué les arbres de décision robustes d’abord sur des instances de
référence, puis sur des instances industrielles réelles fournies par Airbus Madrid en faisant
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FIGURE 4.17 – Résultats expérimentaux sur les instances B

varier les paramètres de construction des arbres et les distributions selon lesquelles les scé-
narios sont tirés. Les résultats de ces expériences ont montré des résultats satisfaisants sur
les instances de référence, et des résultats prometteurs sur les instances industrielles.
Un défaut majeur de notre approche est que de tels arbres prennent un temps de calcul très
long (même s’il peut être contrôlé par des paramètres). Néanmoins, nous pensons que le
temps de calcul peut être amélioré de manière significative, par exemple en fusionnant les
nœuds équivalents de l’arbre au fur et à mesure qu’ils sont calculés. De plus, lorsque l’arbre
est calculé, on peut imaginer utiliser des techniques de compilation de connaissances pour
réduire sa taille.
On peut noter que le cadre proposé dans ce chapitre peut être étendu à n’importe quel pro-
blème dès lors qu’il comporte une composante temporelle. Cependant, toutes les fonctions
objectives ne sont pas forcément adaptées. Les objectifs dont la valeur peut être fixée "tôt"
dans la solution (par exemple un objectif Lmax pour les problèmes d’ordonnancement) se-
ront plus difficiles à améliorer au fil du temps. Au contraire, pour les fonctions objectives
basées sur des sommes et dont la valeur varie avec le temps (la plupart des fonctions objec-
tives classiques pour les problèmes de dimensionnement de lots par exemple), l’utilisation
d’arbres de décision robustes est tout à fait appropriée. De plus, on peut imaginer plusieurs
façons d’adapter ce cadre au problème que l’on souhaite. Par exemple, nous avons choisi de
commencer par une solution très -et trop- conservatrice et de l’améliorer au fur et à mesure.
Cependant, on peut imaginer de construire l’arbre dans l’autre sens : partir d’une solution
super-optimiste, et essayer de la dégrader le moins possible en choisissant les meilleures
informations au fur et à mesure du déroulement du scénario. Intuitivement, on pourrait
penser que cette approche serait plus appropriée dans les cas où les scénarios optimistes
sont très probables.
En outre, les discussions avec Airbus nous ont contraints en matière d’accès à l’infor-
mation. On pourrait étendre l’approche en supposant qu’il est possible d’avoir des infor-
mations sur le futur, et pas seulement sur la partie du scénario qui s’est déjà produite.
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Cela aurait un sens pour les problèmes d’ordonnancement avec une incertitude sur la date
d’échéance des activités, par exemple.
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Les travaux présentés dans ce chapitre ont été présentés à la conférence ROADEF 2022
et ont été finalistes du prix du meilleur article étudiant [Portoleau 2022b].

5.1 Introduction et description du problème

Dans les deux chapitres précédents, nous avons proposé un modèle permettant d’ap-
procher de manière robuste et optimiste des problèmes d’ordonnancement incertains, dans
la mesure où un décideur a accès à des informations à propos du scénario alors que celui-ci
est en train de se réaliser.
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Dans ce chapitre, nous proposons une variante d’une méthode d’optimisation robuste
appelée méthode de Benders adverse, et l’appliquons non pas à un problème d’ordonnance-
ment mais à un problème de gestion de production. La méthode de Benders adverse (ou par-
fois méthode des plans coupants) a été introduite dans [Mutapcic 2009]. Cette approche se
base notamment sur la résolution itérée d’un problème dit adverse, c’est-à-dire problème où
l’on cherche à calculer un pire scénario pour une solution réalisable donnée. Une approche
similaire appelée "algorithme de relaxation des scénarios" avait été proposée pour des pro-
blèmes d’optimisation robuste en version min-max regret dans [Assavapokee 2008]. La
méthode de Benders adverse est indiquée lorsque ce problème adverse est facile à résoudre
et dépend entre autres de la nature de l’ensemble des scénarios. Dans [Pätzold 2020], les
auteurs présentent une variante de cette méthode où des pires scénarios sont calculés de
manière approximative, et prouvent la convergence de leur méthode. L’intuition de la mé-
thode que nous présentons dans ce chapitre, est que l’on cherche à calculer non pas un seul
scénario pire cas mais un ensemble de pires scénarios, avec l’idée que l’on peut gagner
du temps de calcul en réduisant le nombre d’itérations de l’algorithme. Nous présentons
cette méthode pour un problème de dimensionnement de lots (lot-sizing) avec contraintes
de capacité (Capacited Lot Sizing Problem – CLSP), sous budget d’incertitude portant sur
la demande cumulée. Typiquement, pour modéliser ce problème, on se donne un horizon
découpé en T périodes de temps, et on associe à chaque période t ≤ T une demande dt ,
et une production xt . L’ensemble de ces variables de production constitue un plan de pro-
duction. Le coût de production d’une période t est un coût de lancement cP. A ce coût, des
coûts linéaires liés à chaque pas de temps t et aux trois quantités suivantes sont ajoutées.
Tout d’abord, si l’on produit plus que la demande, le surplus stocké sera noté It . Ensuite, la
quantité effectivement vendue, qui satisfait au moins une partie de la demande est notée st .
Et finalement, la quantité Bt représente la part de la demande non satisfaite. Ces trois quan-
tités sont pondérées, respectivement par le coût de stockage cI , le prix de vente bP et le coût
de réapprovisionnement cB. On supposera que la quantité produite à chaque pas de temps
est bornée, et donc que X = (xt)t≤T prend ses valeurs dans un polytope X. On peut noter
que ces différents coûts sont indépendants de la période de temps et que ce problème de
lot sizing déterministe est NP-Difficile [Bitran 1982]. L’incertitude du problème porte sur
la demande cumulée. Pour modéliser cela, on pose Xt = ∑

t
i=1 xt et Dt = ∑

t
i=1 dt , qui repré-

sentent respectivement, la production cumulée jusqu’à la période t et la demande cumulée
jusqu’à t. Concernant les incertitudes des demandes cumulées, on suppose que chaque de-
mande Dt prend sa valeur dans un intervalle symétrique de la forme [D̂t−∆t , D̂t +∆t ], avec
D̂t ≥ ∆t ≥ 0 où D̂t est sa valeur nominale et ∆t sa déviation maximale. On appelle scénario
une réalisation de ces incertitudes et on note U un ensemble de scénarios. Dans la suite,
on s’intéressera plus particulièrement à l’ensemble de scénarios continus suivant :

U est l’ensemble des vecteurs de demandes cumulées D = (Dt)t≤T vérifiant les
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contraintes suivantes :

Dt ≤ Dt+1 t ≤ T −1

Dt ≥ D̂t −∆t t ≤ T

Dt ≤ D̂t +∆t t ≤ T

∥D− D̂∥1 ≤ Γ

où Γ est le budget d’incertitude. Pour résoudre ce problème de lot-sizing nous avons choisi
d’utiliser le critère le robustesse absolue, ou minmax. Naturellement puisque le problème
déterministe est déjà difficile, il le reste dans sa version incertaine.

5.2 Revue de littérature

Le problème de lot-sizing sous incertitude a vastement été étudié au cours des der-
nières décennies, et l’on se limitera dans cette section à des références où l’incertitude
porte sur la demande. Tout d’abord, on trouve dans la littérature un certain nombre d’ar-
ticles où l’incertitude du problème est décrite par des arbres de scénarios. C’est le cas de
[Brandimarte 2006], dans lequel les auteurs considèrent une version du problème avec ca-
pacité multi-éléments. L’incertitude de la demande est explicitement modélisée par un arbre
de scénarios, ce qui donne lieu à un modèle de programmation stochastique en nombres en-
tiers mixtes à plusieurs étapes avec recours. Ils proposent une formulation du modèle basée
sur la localisation des usines et une approche heuristique basée sur une recherche locale.
Ils présentent des expérimentations numériques pour évaluer non seulement la viabilité de
l’heuristique, mais aussi l’avantage (le cas échéant) du modèle de programmation stochas-
tique par rapport au modèle déterministe considérablement plus simple basé sur l’espérance
de la demande. Ils essayent différentes approches pour générer l’arbre de scénarios. Leurs
résultats suggèrent qu’il existe une interaction entre différents leviers de gestion pour cou-
vrir l’incertitude de la demande, c’est-à-dire les tampons de capacité réactive et les stocks
de sécurité. Lorsque la capacité réactive est suffisante, la capacité du modèle stochastique
à constituer des stocks de sécurité est de peu d’utilité. Lorsque la capacité est fortement
limitée et que l’impact des temps de préparation est important, des avantages remarquables
sont obtenus en modélisant explicitement l’incertitude. Avec des objectifs très similaires,
dans [Hu 2016] les auteurs traitent d’un problème de lot-sizing multi-produits avec des
configurations dépendantes de la séquence. Ils proposent un modèle de programmation
stochastique en deux étapes pour minimiser les coûts totaux de production, de stock et de
rupture de stock. La première étape décide de la production de base, y compris la quantité
de production de chaque produit et la séquence de production, tandis que la deuxième étape
se concentre sur les mises à jour possibles de la production de base, telles que la produc-
tion d’heures supplémentaires. L’objectif est de trouver la meilleure séquence de quantités
de production sous une demande aléatoire avec des commandes en attente autorisées. Là
aussi, l’incertitude est explicitement représentée par un arbre de scénarios puis par la sé-
lection des scénarios les plus représentatifs afin d’obtenir un sous-ensemble plus petit tout
en préservant les propriétés essentielles. Le temps de préparation et le coût de prépara-
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tion dépendent tous deux du produit. Une étude de cas pour une entreprise de fabrication
d’équipements de freinage a été menée pour illustrer et valider le modèle. Leurs résultats
montrent que le modèle stochastique est plus performant que le modèle déterministe, sur-
tout lorsque les ressources de production sont suffisantes. Dans [Quezada 2022], un état de
l’art des approches de lot-sizing stochastique sans contraintes de capacité avec arbres de
scenarios et une amélioration de la méthode stochastic dual dynamic integer programming
algorithm de [Zou 2019] est proposée pour résoudre ce problème.

Dans [Ben-Tal 2005], les auteurs proposent de résoudre le problème d’optimisa-
tion robuste pour un problème de lot-sizing avec un seul produit et des incertitudes de
forme convexe en se limitant à des recours affines, comme détaillé au Chapitre 1. Dans
[Santos 2018], une borne inférieure pour un problème de lot-sizing robuste sans contraintes
de capacité avec budget d’incertitude sur la demande est obtenue de manière efficace par
relaxation des contraintes de non anticipation. Finalement dans [Alem 2018] les auteurs
présentent une étude du General Lot-Sizing and Scheduling Problem (GLSP) –qui combine
un problème de lot-sizing et un problème d’ordonnancement– sous demande incertaine à
l’aide d’une optimisation robuste à base de budget d’incertitude et d’un modèle de pro-
grammation stochastique à deux étapes avec recours. Ils développent une procédure systé-
matique basée sur la simulation de Monte Carlo pour comparer les deux modèles en termes
de robustesse et de temps de calcul. Les expérimentations numériques couvrent différentes
caractéristiques d’instances, en tenant en compte des budgets d’incertitude et des niveaux
de variabilité pour le modèle d’optimisation robuste, ainsi que d’un nombre croissant de
scénarios et de fonctions de distribution de probabilité pour le modèle de programmation
stochastique. Une autre approche robuste est proposée dans [Roels 2006] où les auteurs
étudient une version min-max regret du problème. En particulier, ils s’intéressent au pro-
blème avec des informations limitées sur la distribution de la demande. En ce sens, ils
quantifient la valeur de l’information supplémentaires et mettent en avant que le fait de
savoir que la distribution de la demande a une forme régulière est généralement plus utile
que de connaître sa moyenne et sa variance. Cependant, il n’existe, à notre connaissance,
pas de travaux -hormi [Guillaume 2020] sur lequel nous nous appuyons dans ce chapitre-
traitant du cas particulier où l’incertitude porte sur la demande cumulée.

5.3 Méthode de Benders adverse (BA)

Dans cette section, nous décrivons précisément la méthode de Benders adverse qui permet
de résoudre des problèmes d’optimisation robuste avec le critère de robustesse absolue, et
l’appliquons au problème de lot-sizing avec incertitude sur la demande. Le principe de la
méthode de Benders adverse est le suivant. L’idée est de résoudre le problème minmaxminmaxminmax (ou
problème maître), d’abord sur un seul scénario (la demande nominale D̂), puis en aug-
mentant le nombre de scénarios considérés. Pour calculer le prochain scénario D ′ à ajouter
au problème maître, on effectue une phase adverse, c’est-à-dire que l’on cherche, étant
donnée la solution particulière S du problème calculée à l’itération précédente, à calculer
le pire scénario pour cette solution. Ce problème est appelé problème adverse (que l’on
notera AdvAdvAdv). Une fois ce scénario calculé, il est ajouté à la liste des scénarios du problème
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U ′ = {D̂}

Problème minmaxminmaxminmax sur U ′

Problème adverseadverseadverse pour S

ob j(S,D ′)> ob j(S,U ′)?

Retourner S

Oui : U ′ = U ′∪{D ′}

S robuste pour U ′

D ′ pire scénario pour S′

Non

FIGURE 5.1 – Schéma de la méthode de Benders adverse

maître. On réitère alors jusqu’à ce que le critère d’arrêt soit atteint, à savoir quand le
scénario obtenu à l’issue de la résolution du problème adverse ne permet pas de dégrader
la valeur objectif du problème maître de l’itération en cours. Quand cela se produit c’est
que la dernière solution calculée en résolvant le problème minmaxminmaxminmax est la solution robuste
recherchée. On peut s’en convaincre en remarquant que par définition, la valeur objectif
d’une solution robuste d’un problème minmaxminmaxminmax, ne peut être dégradée par aucun scéna-
rio. Le schéma montré sur la figure 5.1 donne une représentation visuelle de cet algorithme.

L’utilisation de cette méthode est recommandée lorsque le problème d’optimisation
robuste sur l’ensemble des scénarios est trop difficile pour s’y attaquer frontalement, ce
qui peut être dû à la forme de l’ensemble des scénarios considérés, ou à leur nombre en cas
d’ensemble de scénarios discrets, et lorsque le problème adverse est relativement facile,
ce qui, comme on le verra, est le cas pour notre problème. Pour appliquer cette méthode à
notre problème, il "suffit" donc d’être capable de résoudre le problème minmaxminmaxminmax pour une
liste de scénarios donnée, et de résoudre le problème AdvAdvAdv pour une solution du problème
donnée.

5.3.1 Le problème minmaxminmaxminmax

En ce qui concerne le problème minmaxminmaxminmax, on peut le modéliser par le programme li-
néaire en variables mixtes avec les variables suivantes. Pour une liste de scénario U ⊆U

et un horizon de temps T on a, pour 1 ≤ t ≤ T et 1 ≤ l ≤ |U |, Xt la production cumulée
jusqu’au temps t, yt la variable booléenne qui vaut 1 si une production et effectuée au temps
t et 0 sinon, It,l la quantité de produit stockée au temps t dans le scénario l, Bt,l la quantité
de produit non vendue au temps t dans le scénario l et st,l la quantité de produit vendue
au temps t dans le scénario l. On peut remarquer que seules les deux premières familles
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de variables sont indépendantes de la liste de scénarios. On peut alors écrire le programme
linéaire en variables mixtes suivant :

min z

s.t.
T

∑
t=1

(cIIt,l + cBBt,l + cPyt −bPst,l)≤ z l ≤ |U | (5.1)

Bt,l +Xt = Dl
t + It,l 1≤ t ≤ T, l ≤ |U | (5.2)

t

∑
i=1

si,l = Dl
t −Bt,l 1≤ t ≤ T, l ≤ |U | (5.3)

Xt −Xt−1 ≤Myt 2≤ t ≤ T (5.4)

X1 ≤My1 (5.5)

Bt,l, It,l,st,l ≥ 0 1≤ t ≤ T, l ≤ |U |
X ∈ X
yt ∈ {0,1} 1≤ t ≤ T

avec M = DT +Γ et z une variable auxiliaire et Dl
t la demande cumulée au temps t dans

le l-ième scénario de la liste U . On notera ce programme linéaire PU . Les contraintes
5.2 et 5.3 garantissent la cohérence des variables X , B, I et s à chaque pas de temps et
pour chaque scénario. On s’assure également de la correction des valeurs des variables y
à l’aide des contraintes 5.4 et 5.5. Le "big M" choisi, à savoir DT +Γ est bien une borne
supérieure pour les variables X puisqu’il s’agit de la demande maximale possible. Notons
que la contrainte X ∈ X, où X est un polytope de dimension T permet de représenter des
contraintes de capacité ou bien d’autre relations linéaires entre les variables de production
de différentes périodes. Finalement, pour un l donné, la quantité à gauche dans l’inégalité
5.1 vaut la valeur de la fonction objectif de la solution X dans le l-ième scénario de la liste
U . De cette manière, puisque l’on cherche à minimiser z qui est un majorant de chacune de
ces quantités, on résout bien le problème de la forme minX∈X maxu∈U souhaitée.

Cette formulation est compacte pour un nombre de scénarios fixé et possède O(T |U |)
contraintes, O(T |U |) variables continues et O(T ) variables entières. De plus, puisqu’elle
s’appuie sur une liste de scénarios, elle a l’avantage de ne pas dépendre de la forme de l’en-
semble de scénarios. On peut cependant remarquer qu’elle fait intervenir des contraintes de
type "big M" qui ont tendance à poser des difficultés aux solveurs, en fonction du choix de
M. Dans notre cas, notre choix dépend de Γ ce qui implique que l’on peut s’attendre à ce
que, pour une même instance et une même liste de scénario, une augmentation du budget
d’incertitude ralentissent la résolution du problème.

5.3.2 Le problème AdvAdvAdv

Quant au problème AdvAdvAdv, dans [Guillaume 2020], les auteurs ont montré que ce pro-
blème était NP-Difficile au sens faible en le réduisant à une variante du problème sac-à-
dos (knapsack), et ont proposé un algorithme de programmation dynamique de complexité
pseudo-polynomiale pour le résoudre. L’idée de cet algorithme est de calculer un plus long
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chemin dans un graphe partitionné construit à partir d’un plan de production X de la ma-
nière suivante.

Définition 5 (Graphe de budget). On note ce graphe G = (V,A). L’ensemble des noeuds V
partitionné en T +2 niveaux et, mis à part le premier et le dernier niveau qui contiennent
un unique noeud chacun, chaque niveau contient Γ+1 noeuds. On note respectivement v0

et vT+1 les noeuds du premier et du dernier niveau, et vt,i pour 1≤ t ≤ T et 0≤ i≤ Γ tous
les autres noeuds du graphe. L’ensemble des arcs A est construit de sorte que l’arc de vt−1,i

vers vt, j existe si et seulement si i≤ j et j− i≤ ∆t pour chaque t (ou niveau) compris entre
1 et T , et un arc de vt,i vers vt+1,i est défini pour i compris entre 0 et Γ. Ce graphe est tel
que chaque chemin de v0 vers vT+1 représente un scénario de U , et que si un noeud vt,i

est sur ce chemin, alors i unités de budget ont été consommées entre la première période
et la période t. Ensuite, on définit les coûts des arcs de sorte qu’ils représentent chacun la
contribution à la fonction objectif de la décision de faire varier la demande à une période
donnée pour une solution X donnée. Plus formellement, on définit les coûts des arcs par :

ct−1,i,t, j =





max{cI(Xt − (D̂t − ( j− i))),cB(D̂t +( j− i)−Xt)}+ cPyt si 1≤ t ≤ T −1,

max{cI(Xt − (D̂t − ( j− i)))−bP(D̂t − ( j− i)),

cB(D̂t +( j− i)−Xt)−bPXt}+ cPyt si t = T,

0 si t = T +1

où ct−1,i,t, j est le coût de l’arc entre les noeuds vt−1,i et vt, j lorsque cet arc existe, et yt = 0
si Xt−1 = Xt et 1 sinon.

v0 v1,0

v1,γ

v1,Γ

v2,0

v2,γ

v2,Γ

vT,0

vT,γ

vT,Γ

vT+1

FIGURE 5.2 – Schéma générique du graphe de budget

Sauf précision contraire, dans la suite de ce chapitre, lorsqu’on parlera de "chemin"
dans un graphe de budget, on parlera par abus de langage uniquement des chemins entre
les noeuds v0 et vT+1.
On peut montrer que sous l’hypothèse que toutes les données du problème sont entières,
l’ensemble des chemins dans ce graphe est en bijection avec l’ensemble des scénarios
restreint aux valeurs entières U ∩ZT . Pour reconstruire un scénario D = (Dt)t≤T à partir
d’un chemin du graphe de budget, on pose, pour chaque arc (vt−1,i,vt, j) sur le chemin
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Dt = D̂t + s(t)( j− i) avec, pour 1≤ t ≤ T −1, s(t) = 1 si cB(D̂t +( j− i)−Xt)≥ cI(Xt −
(D̂t− ( j− i))) et s(t) =−1 sinon, et, pour t = T s(t) = 1, si cB(D̂t +( j− i)−Xt)−bPXt ≥
cI(Xt − (D̂t − ( j− i)))− bP(D̂t − ( j− i)) et s(t) = −1 sinon. Réciproquement pour un
scénario entier D = (Dt)t≤T donné, on note γt la quantité de budget d’incertitude utilisée
à la période t dans D, à savoir |D̂t −Dt |. Alors par construction le chemin passant par les
arcs (vt−1,i,vt, j) pour 1≤ t ≤ T +1 et 0≤ i, j ≤ Γ tels que | j− i|= γ(t) existe dans G .

Puisqu’un chemin dans le graphe représente un scénario unique, le graphe G représente
un ensemble de scénarios que l’on note UG . On a alors U ∩ZT = UG . Pour une solution
X donnée, et donc un coût des arcs de G donné, on peut montrer (voir [Guillaume 2020])
que par définition du coût des arcs, le coût d’un chemin est égal à la valeur objectif de
X dans le scénario représenté par ce chemin. Ainsi, toujours sous l’hypothèse de données
entières, il est montré dans [Guillaume 2020]) que le plus long chemin dans le graphe de
budget et le coût de ce chemin représentent respectivement le pire scénario dans l’ensemble
continu U pour une solution X et la valeur objectif de cette solution sur ce pire scénario.
Ainsi, la résolution du problème AdvAdvAdv revient à résoudre un problème de calcul de plus long
chemin dans un graphe orienté sans cycle, ce qui peut être résolu dans notre cas en O(T Γ2)

par un algorithme de programmation dynamique. On peut ensuite retrouver précisément le
scénario par backtracking.

5.3.3 Algorithme de Benders adverse pour le lot-sizing incertain

Maintenant que nous avons présenté comment résoudre les problèmes minmaxminmaxminmax et AdvAdvAdv,
on peut résoudre notre problème en utilisant la méthode de Benders adverse en suivant
l’algorithme 9 qui précise le schéma de la figure 5.1 présenté au début de cette section.

Algorithme 9 Benders adverse

U ←{D̂}
(X ,v)← solution optimale et valeur objectif optimale de PU

(D ,v′)← pire scénario et sa valeur objectif du problème AdvAdvAdv pour la solution X
tant que v ̸= v′ faire

v← v′

U ←U ∪{D}
(X ,v)← solution optimale et valeur objectif optimale de PU

(D ,v′)← pire scénario et sa valeur objectif du problème AdvAdvAdv pour la solution X
fin tant que
retourne X

5.4 Méthode de Benders adverse étendue (BAE)

Dans cette section, nous proposons maintenant une variante de la méthode de Benders
adverse présentée dans la section précédente. L’idée de cette variante est qu’à chaque phase
adverse, on ne renvoie pas seulement le pire scénario pour une solution donnée, mais un
ensemble de mauvais scénarios. Cependant, le problème maître PU , défini pour une liste
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de scénarios U , passe difficilement à l’échelle lorsque le nombre de scénarios explose. Pour
pallier cela, on propose de réécrire le problème maître en se basant cette fois non pas sur
une liste de scénarios, mais sur le graphe de budget introduit dans la section précédente.

5.4.1 Graphe partiel de budget

Une manière de voir le graphe de budget est de le considérer comme une représentation
relativement compacte de l’ensemble des scénarios. En se basant sur la définition du graphe
de budget du chapitre précédent, on définit un graphe partiel de budget, qui représente un
sous-ensemble de scénarios, de la manière suivante.

Définition 6 (Graphe partiel de budget). Soit G = (V,A) un graphe de budget défini suivant
la définition 5. On dit que G ′ = (V,A′) est un graphe partiel de budget de G si A′ ⊂ A et
pour tout arc a ∈ A′, il existe un chemin de v0 vers vT+1 passant par l’arc a. Les poids des
arcs de ce graphe sont calculés de la même manière que pour le graphe de budget défini
précédemment. On a alors UG ′ ⊂UG .

Nous allons utiliser ce type de graphe pour redéfinir le problème maître.

5.4.2 Problème maître

Tout comme le problème maître de la méthode de Benders adverse classique se basait
sur l’approximation de l’ensemble de scénarios U par une liste de scénarios, nous propo-
sons cette fois un problème maître où l’on approxime U par un sous-ensemble de scénarios
représenté par un graphe partiel de budget. Pour résoudre ce nouveau problème maître, on
utilise une formulation en programme linéaire en variables mixtes qui étant donné un sous-
graphe de budget G ′, calcule le planning robuste X , par rapport à l’ensemble des scénarios
représentés par G ′. L’idée de cette formulation est de considérer notre problème comme un
problème de plus long chemin, en termes de potentiels, dans le graphe G ′ = (V,A′) avec
des arcs dont le poids dépend des variables de décisions, à savoir Xt et yt qui représentent
encore une fois respectivement la production cumulée jusqu’à un instant t et la décision bi-
naire de produire à cet instant ou non. Les variables de potentiels associées à chaque noeud
du graphe, notées πt,i pour vt,i ∈ V sont égales au coût du plus long chemin du noeud v0

jusqu’au noeud vt,i. Pour des questions de lisibilité, un arc (vt−1,i,vt, j) sera noté at,i, j. On
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notera cette formulation P ′
G ′ et elle s’écrit de la manière suivante :

min πT+1

s.t. πt j −π(t−1)i ≥ cI(Xt − (D̂t − ( j− i)))+ cPyt t ∈ [1,T −1],at,i, j ∈ A′ (5.6)

πt j −π(t−1)i ≥ cB(D̂t +( j− i)−Xt)+ cPyt t ∈ [1,T −1],at,i, j ∈ A′ (5.7)

πt j −π(t−1)i ≥ cI(Xt − (D̂t − ( j− i)))+ cPyt

−bP(D̂t − ( j− i)) t = T,at,i, j ∈ A′ (5.8)

πt j −π(t−1)i ≥ cB(D̂t +( j− i)−Xt)+ cPyt −bPXt t = T,at,i, j ∈ A′ (5.9)

πT+1−πT,i ≥ 0 0≤ i≤ Γ (5.10)

π0 = 0,πv ∈ R v ∈V (5.11)

Xt −Xt−1 ≤Myt 2≤ t ≤ T (5.12)

X1 ≤My1 (5.13)

yt ∈ {0,1} 1≤ t ≤ T

X ∈ X

avec M = DT + Γ. Les termes à droite des inégalités des contraintes de 5.6 à 5.11 re-
présentent les coûts des arcs at,i, j lorsqu’ils existent et bornent les valeurs des variables π .
Comme précédemment, les contraintes 5.12 et 5.13 assurent la cohérence entre les variables
X et y. Cette formulation comporte O(|A′|+Γ) contraintes, O(|A′|+Γ) variables continues
et O(T ) variables entières. Elle a donc l’avantage d’être compacte alors qu’elle permet de
résoudre le problème minmaxminmaxminmax pour un nombre possiblement exponentiel de scénarios, ce
que la formulation précédente du problème ne permettait pas de faire. On peut remarquer
que la taille de l’ensemble des arcs A′ est bornée par un O(T Γ2). Cependant, si l’on a choisi
d’exprimer le nombre de contraintes et de variables en fonction de |A′| c’est parce que l’on
essayera en pratique de jouer sur cette valeur pour utiliser au mieux notre méthode.

5.4.3 Sous-problème (AdvAdvAdv)

On peut maintenant considérer le problème de la phase adverse, qui cette fois consiste,
étant donné un plan de production X , à calculer un graphe partiel de budget G ′ qui repré-
sente un sous-ensemble de mauvais scénarios pour X . Pour faire cela, on calcule dans un
premier temps par programmation dynamique -de la même manière que pour la méthode de
Benders adverse classique présentée dans la section précédente- le plus long chemin entre
chaque noeud et le noeud v0 du graphe de budget G = (V,A). Comme dans la formulation
PLNE de la sous-section précédente, on appelle πt,i ce coût pour le noeud vt,i ∈ V . On sé-
lectionne ensuite les arcs du graphe partiel de budget par backtracking. On part du noeud
vT+1 et on considère l’ensemble des noeuds de la T -ieme couche qui participent active-
ment au plus long chemin, c’est à dire tels que πT+1 = πT,i+cT,i,T+1. On en sélectionne un
sous-ensemble, et pour chacun des noeuds sélectionnés on ajoute l’arc dont il est l’origine
au graphe partiel. On réitère en remontant le graphe couche par couche jusqu’au noeud v0.
Ainsi, le nombre d’arcs du graphe partiel dépend de la manière dont on a sélectionné les
noeuds à chaque étape du backtraking. Les méthodes que nous avons implémentées pour
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sélectionner les noeuds déterminant les arcs du graphe partiel de budget sont détaillées dans
la section 5.5 de ce chapitre. L’algorithme 10 donne le pseudo code qui permet de résoudre
le problème AdvAdvAdv à partir d’un graphe de budget dont le coûts des arcs est obtenu à partir
d’une solution X donnée.

Algorithme 10 AdvAdvAdv (BAE)
Entrée: Un graphe de budget G = (V,A)

π0← 0
pour t = 1→ T +1 faire

pour j = 0→ Γ+1 faire
πt, j←max{πt−1,i + ct−1,i,t, j|(vt−1,i,vt, j) ∈ A}

fin pour
fin pour
A′ = {}
vT+1← marqué
pour t = T → 1 faire

A′t = {}
pour j = 0→ Γ+1 faire

si t = T et πT+1 = πT, j + cT, j,T+1 alors
A′t ← A′t ∪{(vT, j,vT+1)}

fin si
A′t ← Selection(A′t)
pour (v,v′) ∈ A′t faire

v← marqué
fin pour
si vt, j est marqué alors

pour i = 0→ Γ+1 faire
si πt−1,i + ct−1,i,t, j = πt, j alors

A′t ← A′t ∪{(vt−1,i,vt, j)}
fin si

fin pour
A′t ← Selection(A′t)
pour (v,v′) ∈ A′t faire

v← marqué
fin pour

fin si
fin pour

fin pour
retourne G ′ = (V,A′),πT+1

5.4.4 Fusion de graphes partiels de budget

Avant de pouvoir adapter cette étape de phase adverse pour une approche de Ben-
ders adverse, il reste une dernière étape. En effet dans l’approche classique, on ajoute les
scénarios un à un dans une liste. Dans notre cas, cela signifie que l’on a besoin d’une
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opération d’union ou de fusion de graphes. On propose donc la fonction de fusion de
graphes suivante : Merge((V,A′),(V,A′′)) = (V,A′ ∪ A′′). On peut cependant remarquer
que l’ensemble des scénarios représentés par la fusion de deux graphes partiels de bud-
get peut-être plus grand que la somme des tailles des sous-ensembles de scénarios de cha-
cun des deux graphes partiels. Plus formellement, |UMerge(G ′,G ′′)|≥ |UG ′ |+|UG ′′ |. On peut
s’en convaincre simplement en regardant la figure 5.3. Sur cette figure est représenté un
graphe partiel de budget avec deux chemins. Le premier, c1 = v0→ v1,1→ v2,1→ v3,1→ v4

représenté avec des tirés, et le second c2 = v0 → v1,0 → v2,1 → v3,2 → v4 représenté
avec des pointillés. Supposons que ce graphe soit la fusion de deux graphes partiels de
budget qui contenaient tous les deux un unique chemin, respectivement c1 et c2. On
peut voir que le résultat de cette fusion contient deux chemins supplémentaires, à savoir
v0 → v1,1 → v2,1 → v3,2 → v4 et v0 → v1,0 → v2,1 → v3,1 → v4. Malgré cela, en utilisant
cette opération, on ne change ni la correction ni la terminaison de la méthode de Benders
adverse, l’important étant que le graphe contienne au moins le pire scénario pour la solu-
tion de l’itération en cours. Cependant, l’existence de ce phénomène pousse à être prudent
sur la taille des sous-graphes de budget issus de la phase adverse : si l’on prend des sous-
graphes trop grands on risque de se retrouver au bout de quelques itérations à avoir un
graphe partiel de budget qui est en réalité le graphe de budget en entier.

v0 v1,0

v1,1

v1,2

v2,0

v2,1

v2,2

v3,0

v3,1

v3,2

v4

FIGURE 5.3 – Exemple de fusion de graphes partiels de budget

5.4.5 Algorithme de Benders adverse étendue pour le lot-sizing incertain

On peut maintenant présenter l’algorithme de Benders adverse étendu, qui est décrit
dans l’algorithme 11. De la même manière que l’on initialisait la liste de scénarios du
Benders adverse classique avec le scénario nominal D̂, on initialise cet algorithme avec le
graphe partiel de budget qui ne représente que le scénario nominal, c’est-à-dire un unique
chemin v0→ v1,0→ v2,0→ ··· → vT,0→ vT+1, que l’on note Ĝ .
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Algorithme 11 Benders adverse étendu

G ′← Ĝ
(X ,v)← solution optimale et valeur objectif optimale de P ′

G ′

(G ′′,v′)← graphe partiel de budget et son plus long chemin, solution de AdvAdvAdv pour X
tant que v ̸= v′ faire

v← v′

G ′←Merge(G ′,G ′′)
(X ,v)← solution optimale et valeur objectif optimale de P ′

G ′

(G ′′,v′)← graphe partiel de budget et son plus long chemin, solution de AdvAdvAdv pour X
fin tant que
retourne X

5.5 Expérimentations numériques

5.5.1 Description des instances

Afin de comparer les différentes méthodes, nous avons sélectionné des instances de
csplib.orgcsplib.orgcsplib.org. Ces instances comportent entre 200 et 500 périodes de temps et décrivent un
problème de lot-sizing multi-produit avec un coût de stockage variant avec le temps. Pour
adapter ces instances à notre problème, nous avons tout d’abord agrégé tous les produits
et leurs demandes associées en un seul produit. Pour les différents coûts de la fonction
objectif, le coût de stockage cI de la première période de l’instance initiale a été choisi puis
étendu à toutes les périodes. Tous les autres coûts (cB, cP, et bP) ont été tirés aléatoirement
en suivant une loi uniforme dans l’intervalle [10,20]. En ce qui concerne l’ensemble des
scénarios U , celui-ci dépend des valeurs δt qui sont, pour chaque pas de temps t l’écart
maximal possible à la valeur nominale D̂t . Ils ont chacun été tirés uniformément dans
l’intervalle [0, D̂t ]. Finalement, On définit le polytope X avec des contraintes de capacité
Xt ≤Xt , ∀t ≤ T en tirant uniformément les valeurs Xt dans l’intervalle [ D̂t+1−D̂t

2 , 3(D̂t+1−D̂t)
2 ].

5.5.2 Sélection des noeuds

Comme expliqué précédemment la méthode de Benders adverse étendue nécessite, lors
de la résolution du problème AdvAdvAdv d’une méthode de sélection des arcs qui constitueront le
graphe partiel de budget renvoyé par l’algorithme 10. Lors de nos expérimentations, nous
avons utilisé deux méthodes de sélection différentes :

- La sélection SelectAll consiste à choisir tous les arcs entrants du nœud examiné
dont les noeuds d’origine appartiennent à un des plus longs chemins dans le graphe
partiel de budget. Autrement dit, en utilisant cette méthode dans l’algorithme 10,
les chemins contenus dans le graphe partiel obtenu sont tous les plus longs chemins
de ce graphe. Ils constituent l’ensemble de tous les pires scénarios entiers pour la
solution courante.

- La sélection SelectFew consiste à choisir systématiquement un premier arc et éven-
tuellement un autre avec une probabilité égale à 1

T parmi tous les arcs entrant dont
les noeuds d’origines appartiennent à un des plus longs chemins dans le graphe
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partiel de budget.
Comparativement à la méthode SelectAll, le graphe partiel de budget obtenu en utili-

sant la méthode SelectFew représente aussi un sous-ensemble de scénarios pire cas pour
la solution courante, mais de taille beaucoup plus réduite. La raison à cela est qu’il existe
pour nos instances un grand nombre de pire scénarios équivalents. Expérimentalement,
nous avons pu remarquer qu’après plusieurs itérations -et opérations de fusions- le nombre
d’arcs du graphe partiel de budget obtenu avec la méthode SelectAll avait tendance à ex-
ploser rapidement, rendant très vite ce graphe partiel très dense et difficile à exploiter. Ce
phénomène explique en partie les résultats expérimentaux de la section qui suit.

5.5.3 Résultats expérimentaux

Les différents programmes linéaires ont été résolus avec CPLEX 12.9 et tous les
calculs ont été effectués avec un processeur Intel Xeon CPU E5-2695 v4 2.10GHz
sous Linux Ubuntu 16.04.4. Pour ces expérimentations, nous avons considéré deux pa-
ramètres. Tout d’abord le budget d’incertitude Γ qui prend ses valeurs dans l’ensemble
{1,20,40,60,80,100}, ainsi que notre méthode de sélection. Nous avons au total trois mé-
thodes :

BA : la méthode de Benders adverse standard.
BAEall : la méthode de Benders adverse étendue, en utilisant la méthode de sélec-
tion SelectAll.
BAE f ew : la méthode de Benders adverse étendue, en utilisant la méthode de sélec-
tion SelectFew.

Les deux critères qui sont observés sont le nombre d’itérations de l’algorithme et le temps
de calcul pour chacune des méthodes et chacun des Γ. Les résultats sont affichés dans la
table 5.1 avec à gauche dans chaque cellule le nombre d’itérations moyen, et à droite le
temps de calcul moyen de ces méthodes sur l’ensemble des instances. Pour chaque Γ, les
valeurs des cellules avec le plus petit nombre d’itération moyen ou le plus petit temps de
calcul moyen ont été mises en gras.

Γ \ Méthode
BA BAEall BAE f ew

iter. temps iter. temps iter. temps
1 3.27 1.63 1.82 0.19 1.82 0.19
20 6.18 10.34 1.82 7.82 3.82 1.79
40 4.81 12.62 1.81 29.36 3.90 6.29
60 6.81 21.18 1.90 62.2 5.72 18.30
80 8.09 42.89 1.90 90.4 4.09 21.14
100 5.81 28.45 2.0 134 5.18 44.0

TABLE 5.1 – Nombre d’itérations et temps d’exécution (en secondes) moyen pour chacune
des trois méthodes.

Tout d’abord, on peut observer que quand le budget d’incertitude Γ vaut 1 les résultats
de BAEall et BAE f ew sont similaires. On peut expliquer cela en remarquant qu’avec un bud-
get d’incertitude aussi faible, le nombre de scénarios est également petit –en O(T )– et que,
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dans ce cas, les graphes partiels de budget obtenus pendant les phases adverses ne doivent
pas beaucoup varier en fonction de la méthode de sélection utilisée. Sans surprise, la mé-
thode BAEall est meilleure que les deux autres quand on regarde le nombre d’itérations
en moyenne, et ce pour toutes les valeurs de Γ. Comme expliqué précédemment, avec la
méthode de sélection SelectAll, on se retrouve en pratique avec un graphe partiel de bud-
get qui recouvre quasiment le graphe de budget total du problème après seulement une ou
deux itérations, c’est-à-dire que quasiment l’intégralité des scénarios de UG est contenue
dans le graphe partiel de budget. C’est pour cela que cette méthode converge en aussi peu
d’itérations. En revanche, cela se répercute également sur le temps de calcul. La taille de
la formulation du problème adverse de la méthode BAE dépend fortement de la taille du
graphe partiel de budget qui, lorsque presque tous les arcs sont présents, contient O(T Γ2)

arcs. Il était donc prévisible que le temps de calcul augmente très fortement lorsque Γ aug-
mente également. En ce qui concerne la méthode BAE f ew on peut observer que son nombre
d’itérations est toujours supérieur à celui de BAEall et inférieur à celui de BA et ce quelle
que soit la valeur de Γ. Encore une fois cela n’est pas surprenant, car c’est précisément
l’idée de BAE que d’ajouter au problème maître un ensemble de scénarios plutôt qu’un
seul à chaque itération de l’algorithme. On peut également observer que lorsque Γ vaut 1,
20, 40, 60 et 80 les temps de calcul de BAE f ew sont significativement plus bas que ceux
de BAEall , et toujours en dessous de ceux de BA. C’est n’est en revanche pas le cas quand
Γ = 100, où BA est plus rapide que BAE. Cela peut s’expliquer par le fait qu’à partir d’une
certaine valeur de Γ, le nombre de scénarios représenté par le graphe partiel de budget -
même ceux produits en utilisant SelectFew- reste trop important et ralentisse le problème
maître. Cependant les résultats suggèrent qu’en contrôlant correctement la quantité de scé-
narios ajoutée à chaque itération de BAE, il est possible d’améliorer BA, et parfois de
manière importante.

5.6 Conclusion et perspectives

Pour conclure, dans ce chapitre nous avons présenté une variante de la méthode de
Benders adverse pour résoudre un problème d’optimisation robuste pour le lot-sizing
avec budget d’incertitudes sur la demande cumulée. Les résultats expérimentaux sont
encourageants et indiquent que notre variante peut être plus intéressante que l’approche
classique si le budget d’incertitude n’est pas trop élevé. Nous pensons qu’il est possible
d’améliorer les résultats en contrôlant encore plus finement la taille du graphe partiel
de budget calculé pendant la phase adverse de la méthode de Benders adverse étendue.
Cela pourrait par exemple être fait en utilisant une méthode de sélection dynamique qui
ferait varier les probabilités de sélection des prédécesseurs en fonction du nombre d’arcs
qui a déjà été sélectionnés et de l’avancement du backtracking. Nous pensons également
qu’il est possible d’améliorer les résultats en passant par des approches de compilation
de connaissances, afin de trouver un langage de représentation des scénarios un peu plus
compact que les graphes partiels de budget, et d’adapter notre problème maître afin de
gagner en temps de calcul lors de sa résolution.





Conclusion

Dans cette thèse, nous avons proposé de nouveaux outils et méthodologies à la fois
pour l’aide à la décision pour des cas industriels pratiques et pour la résolution théorique
de certains problèmes d’optimisation robuste.

Dans le chapitre 1, une revue de littérature est présentée, dans laquelle nous introdui-
sons les concepts et contextes théoriques dans lesquels se placent les travaux présentés
dans ce manuscrit. Une première contribution sur l’analyse de criticité d’un PERT généra-
lisé avec longueurs des arcs incertaines est présentée.

Nous avons présenté dans le chapitre 2 une méthode de voisinage étendue basée sur
l’analyse des pics de consommation qui améliore significativement les performances du
modèle de programmation par contraintes résolu par le solveur CP Optimizer ainsi que
l’approche de [Gerhards 2020] sur des jeux de données issus de la littérature. Par ailleurs,
les résultats dominent également ceux de l’heuristique actuellement utilisée par Airbus.

Dans le chapitre 3, nous avons introduit les arbres de décisions robustes, et les
avons utilisé pour approcher problème d’ordonnancement à une machine dans lequel on
cherche à minimiser le retard maximal. En comparant les arbres de décision robustes à un
algorithme naïf qui réagit de manière aveugle à l’arrivée de nouvelles informations, on
montre que les arbres -et la sélection d’informations pertinentes- permettent à la fois de
calculer un nombre raisonnable de solutions adaptées à des sous-ensembles de scénarios,
et proposent une manière stable de passer d’une solution à une autre, notamment lorsque
les intervalles d’incertitudes sont larges.

Ensuite, dans le chapitre 4 nous avons proposé une manière d’appliquer le concept
d’arbres de décision robustes introduit dans le chapitre 3 au problème d’ordonnancement
de ligne d’assemblage aéronautiques présenté dans le chapitre 2. Une fois encore, on
compare favorablement les arbres de décisions robustes avec un algorithme réactif cette
fois sur des instances issues de la littérature, où l’on génère des scénarios suivant plusieurs
lois de probabilité et avec plusieurs jeux de paramètres, et sur des instances réelles fournies
par Airbus.

Finalement, le chapitre 5 a porté quant à lui sur un problème de planification de
production avec budget d’incertitude pour lequel nous avons proposé une variante de la
méthode de Benders adverse. Nous concluons avec des résultats expérimentaux montrant
que notre variante semble plus efficace que la méthode de Benders adverse classique pour
résoudre ce problème, à la fois du point de vue du nombre d’itérations que du temps de
calcul quand le budget d’incertitude n’est pas trop élevé.
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Perspectives

Les contributions de cette thèse ouvrent la voie à de nombreuses perspectives.
Nous présentons dans ce qui suit les travaux en cours ainsi que les futures ouvertures

que nous envisageons d’investiguer.

Dans le premier chapitre nous proposons quelques résultats de complexité sur le calcul
des dates de départ au plus tôt, au plus tard et la marge de tâches dans un contexte de
contraintes de précédences généralisées avec de l’incertitude portant sur les délais entre
les tâches. Nous avons montré que le temps de calcul pour estmin, estmax et lstmin était
polynomial. Cependant la complexité de calcul de lstmax et f max reste encore ouverte et
semble être une perspective de recherche théorique intéressante.

Concernant les arbres de décision robustes présentés dans les chapitres 3 et 4, nous
aimerions les mettre en avant dans le cadre du projet ANR PER4MANCE. Tout d’abord, il
serait intéressant de voir comment ils pourraient être mis en place en pratique sur une ligne
d’assemblage aéronautique, d’abord de manière expérimentale et d’observer leurs effets et
impacts de manière concrète. Ensuite, j’ai évoqué dans l’introduction un autre doctorant
qui lui s’intéresse plus à des problématiques de re-optimisation en cas d’aléa à fort impact
et non prévu sur une ligne d’assemblage. Nous avons pour projet de mettre en place un
outil plus général, permettant de lier ses travaux et les miens, permettant de prendre en
compte n’importe quel type d’incertitudes.

Finalement, les travaux présentés dans le chapitre 5 sont encore préliminaires, et nous
pensons qu’il est possible d’améliorer encore les résultats obtenus en maîtrisant encore
plus finement les sous-ensembles de scénarios calculés lors de la phase adverse de notre
méthode. Nous envisageons également d’appliquer cette approche à d’autres problèmes
d’optimisation robuste avec budget d’incertitude, et de généraliser le concept de graphe de
budget partiel.
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[Fortin 2010] Jérôme Fortin, Paweł Zieliński, Didier Dubois et Hélène Fargier. Criticality
analysis of activity networks under interval uncertainty. Journal of Scheduling,
vol. 13, no. 6, pages 609–627, 2010. (Cité en pages 15, 17 et 19.)

[Gerhards 2020] Patrick Gerhards. The multi-mode resource investment problem : a
benchmark library and a computational study of lower and upper bounds. OR
Spectrum, vol. 42, no. 4, pages 901–933, 2020. (Cité en pages 8, 38, 39, 66, 80
et 105.)

[Godard 2005] Daniel Godard, Philippe Laborie et Wim Nuijten. Randomized Large
Neighborhood Search for Cumulative Scheduling. Dans ICAPS, volume 5, pages
81–89, 2005. (Cité en page 39.)

[Guillaume 2020] Romain Guillaume, Adam Kasperski et Paweł Zieliński. Production
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Abstract

In this paper, we advocate the use of setwise contests for ag-
gregating a set of input rankings into an output ranking. We
propose a generalization of the Kemeny rule where one min-
imizes the number of k-wise disagreements instead of pair-
wise disagreements (one counts 1 disagreement each time the
top choice in a subset of alternatives of cardinality at most k
differs between an input ranking and the output ranking). Af-
ter an algorithmic study of this k-wise Kemeny aggregation
problem, we introduce a k-wise counterpart of the majority
graph. It reveals useful to divide the aggregation problem into
several sub-problems. We conclude with numerical tests.

1 Introduction
Rank aggregation aims at producing a single ranking from
a collection of rankings of a fixed set of alternatives. In so-
cial choice theory (e.g., Moulin 1991), where the alterna-
tives are candidates to an election and each ranking repre-
sents the preferences of a voter, aggregation rules are called
Social Welfare Functions (SWFs). Apart from social choice,
rank aggregation has proved useful in many applications, in-
cluding preference learning (Cheng and Hüllermeier 2009;
Clémençon, Korba, and Sibony 2018), collaborative filtering
(Wang et al. 2014), genetic map creation (Jackson, Schnable,
and Aluru 2008), similarity search in databases systems (Fa-
gin, Kumar, and Sivakumar 2003) and design of web search
engines (Altman and Tennenholtz 2008; Dwork et al. 2001).
In the following, we use interchangeably the terms “input
rankings” and “preferences”, “output ranking” and “consen-
sus ranking”, as well as “alternatives” and “‘candidates”.

The well-known Arrow’s impossibility theorem states that
there exists no aggregation rule satisfying a small set of de-
sirable properties (Arrow 1950). In the absense of an “ideal”
rule, various aggregation rules have been proposed and stud-
ied. Following Fishburn’s classification (1977), we can dis-
tinguish between the SWFs for which the output ranking can
be computed from the majority graph alone, those for which
the output ranking can be computed from the weighted ma-

Copyright c© 2020, Association for the Advancement of Artificial
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jority graph alone, and all other SWFs1. The majority graph
is obtained from the input rankings by defining one vertex
per alternative c and by adding an edge from c to c′ if c
is preferred to c′ in a strict majority of input rankings. In
the weighted majority graph, each edge is weighted by the
majority margin. The many SWFs that rely on these graphs
alone take therefore only pairwise comparisons into account
to determine an output ranking. For a compendium of these
SWFs, we refer to the book by Brandt et al. (2016).

The importance of this class of SWFs can be explained
by their connection with the Condorcet consistency prop-
erty, stating: if there is a Condorcet winner (i.e., an alterna-
tive with outgoing edges to every other ones in the majority
graph), then it should be ranked first in the output ranking.
Nevertheless, as shown by Baldiga and Green (2013), the
lack of Condorcet consistency is not necessarily a bad thing,
because this property may come into contradiction with the
objective of maximizing voters’ agreement with the output
ranking. The following example illustrates this point.

Example 1 (Baldiga and Green, 2013). Consider an elec-
tion with 100 voters and 3 candidates c1, c2, c3, where 49
voters have preferences c1 � c2 � c3, 48 have preferences
c3 � c2 � c1 and 3 have preferences c2 � c3 � c1. Can-
didate c2 is the Condorcet winner, but is the top choice of
only 3 voters. In contrast, candidate c1 is in slight minority
against c2 and c3, but c1 is the top choice of 49 voters. This
massive gain in agreement may justify to put c1 instead of c2
in first position of the output ranking.

Following Baldiga and Green (2013), we propose to han-
dle this tension between the pairwise comparisons (lead-
ing to ranking c2 first) and the plurality choice (leading to
ranking c1 first) by using SWFs that take into account not
only pairwise comparisons but setwise contests. More pre-
cisely, given input rankings on a set C of candidates and
k∈{2, . . . , |C|}, the idea is to consider the plurality score of
each candidate c for each subset S⊆C such that 2≤|S|≤k,
where the plurality score of c for S is the number of voters
for which c is the top choice in S. The results of setwise con-

1Fishburn’s classification actually applies to social choice func-
tions, which prescribe a subset of winning alternatives from a col-
lection of rankings, but the extension to SWFs is straightforward.



Table 1: Results of setwise contests in Example 1.
set c1 c2 c3

{c1, c2} 49 51 –
{c1, c3} 49 – 51
{c2, c3} – 52 48
{c1, c2, c3} 49 3 48

tests for the preferences of Example 1 are given in Table 1
for k=3. Note that the three top rows obviously encode the
same information as the weighted majority graph while the
bottom row makes it possible to detect the tension between
the pairwise comparisons and the plurality choice.

One can then define a new class of SWFs, those that rely
on the results of setwise contests alone to determine an out-
put ranking. The many works that have been carried out re-
garding voting rules based on the (weighted) majority graph
can be revisited in this broader setting. This line of research
has already been investigated by Lu and Boutilier (2010) and
Baldiga and Green (2013). However, note that both of these
works consider a setting where candidates may become un-
available after voters express their preferences. We do not
make this assumption. We indeed believe that this new class
of SWFs makes sense in the standard setting where the set of
candidates is known and deterministic, as it amounts to gen-
erate an output ranking by examining the choices that are
made by the voters on subsets of candidates of various sizes
(while usually only pairwise choices are considered).

A natural SWF in this class consists in determining an
output ranking that minimizes the number of disagreements
with the results of setwise contests for sets of cardinality
at most k. This is a k-wise generalization of the Kemeny
rule, obtained as a special case for k= 2. We recall that the
Kemeny rule consists in producing a ranking that minimizes
the number of pairwise disagreements (Kemeny 1959).
Example 2. Let us come back to Example 1 and assume that
we use the 3-wise Kemeny rule. Consider the output ranking
r = c1 � c2 � c3. For set S = {c1, c2}, the number of dis-
agreements with the results of setwise contests is 51 because
c2 is the top choice in S for 51 voters (see Table 1) while
it is c1 for r. Similarly, the number of disagreements in-
duced by {c1, c3}, {c2, c3} and {c1, c2, c3} are respectively
51, 48 and 3+48. The total number of disagreements is thus
51+51+48+3+48=201. This is actually the minimum num-
ber of disagreements that can be achieved for these input
rankings, which makes r the 3-wise Kemeny ranking.

The purpose of this paper is to study the k-wise Kemeny
aggregation problem. Section 2 formally defines the prob-
lem and reports on related work. Section 3 is devoted to
some axiomatic considerations of the corresponding voting
rule, and to an algorithmic study of the problem. We then in-
vestigate a k-wise variant of the majority graph in Section 4.
We prove that determining this graph is easy for k = 3 but
becomes NP-hard for k>3, and we show how to use it in a
preprocessing step to speed up the computation of the output
ranking. Numerical tests are presented in Section 5. Due to
lack of space, missing proofs can be found in the long ver-
sion of the paper (Gilbert, Portoleau, and Spanjaard 2019).

2 Preliminaries
Adopting the terminology of social choice theory, we con-
sider an election with a set V of n voters and a set C of m
candidates. Each voter v has a complete and transitive pref-
erence order rv over candidates (also called ranking). The
collection of these rankings defines a preference profile P .

Notations and Definitions
Let us introduce some notations related to rankings. We de-
note byR(C) the set ofm! rankings overC. Given a ranking
r and two candidates c and c′, we write c �r c′ if c is in a
higher position than c′ in r. Given a ranking r and a can-
didate c, rk(c, r) denotes the rank of c in r. For instance,
rk(c, rv) = 1 if c is the preferred candidate of voter v (the
candidate ranked highest in rv). Given a ranking r and a set
S ⊆ C, we define rS as the restriction of r to S and tr(S)
as the top choice (i.e., preferred candidate) in S according to
r. Similarly, given a preference profile P and a set S ⊆ C,
we define PS as the restriction of P to S. Lastly, we denote
by tailk(r) (resp. headk(r)) the subranking compounded
of the k least (resp. most) preferred candidates in r.

We are interested in SWFs which, given a preference pro-
fileP , should return a consensus ranking which yields a suit-
able compromise between the preferences in P . One of the
most well-known SWFs is the Kemeny rule, which selects a
ranking r with minimal Kendall tau distance to P . Denot-
ing by δKT(r, r′) the Kendall tau distance between rankings
r and r′, the distance δKT(r,P) between a ranking r and a
profile P reads as:

δKT(r,P) =
∑

r′∈P
δKT(r, r

′)

where δKT(r, r′) =
∑

{c,c′}⊆C
1tr({c,c′})6=tr′ ({c,c′})

Stated differently, δKT measures the distance between two
rankings by the number of pairwise disagreements between
them. The distance between a ranking and a preference pro-
file is then obtained by summation.

However, the Kendall tau distance only takes into account
pairwise comparisons, which may entail counterintuitive re-
sults as illustrated by Example 1. To address this issue, the
Kendall tau distance can be generalized to take into consid-
eration disagreements on sets of cardinal greater than two.
Given a set S ⊆ C and t ≤ m, we denote by ∆t(S) the
set of subsets of S of cardinal lower than or equal to t, i.e.,
∆t(S) = {S′ ⊆ S s.t. |S′| ≤ t}. When S is not specified, it
is assumed to be C, i.e., ∆t= ∆t(C). For k≥2, the k-wise
Kendall tau distance δkKT between r and r′ is defined by:

δkKT(r, r
′) =

∑

S∈∆k

1tr(S) 6=tr′ (S)

In other words, δkKT measures the distance between two rank-
ings by the number of top-choice disagreements on sets of
cardinal lower than or equal to k.

Note that δkKT has all the properties of a distance: non-
negativity, identity of indiscernibles, symmetry and triangle
inequality. Secondly, as mentioned in the introduction, we



have δ2
KT = δKT. Thirdly and maybe most importantly, we

point out that the distances induced by δkKT(r, r
′) can be com-

puted in O(m3) by using the following formula:

δkKT(r, r
′) =

∑

{c,c′}⊆C
1c�rc′1c′�r′c|∆k−2(Bc(r) ∩Bc′(r′))|

=
∑

{c,c′}⊆C
1c�rc′1c′�r′c

k−2∑

i=0

(|Bc(r) ∩Bc′(r′)|
i

)
(1)

where Bc(r) = {x ∈ C s.t. c �r x} is the set of candi-
dates that are ranked below c in r. Let us give some intuition
for this formula. For any pair {c, c′} of candidates such that
c �r c′ and c′ �r′ c, we count the number of sets in ∆k on
which there is a disagreement because the top choice is c for
r while it is c′ for r′. Such sets are of the form S ∪ {c, c′},
where S ∈ ∆k−2(Bc(r)∩Bc′(r′)), otherwise c and c′ would
not be the top choices. Hence the formula.

The distance δkKT induces a new SWF, the k-wise Kemeny
rule, which, given a profile P , returns a ranking r with min-
imal distance δkKT to P , where:

δkKT(r,P) =
∑

r′∈P
δkKT(r, r

′)

Note that this coincides with the rule we used in the intro-
duction, by commutativity of addition:

∑

r′∈P

∑

S∈∆k

1tr(S) 6=tr′ (S) =
∑

S∈∆k

∑

r′∈P
1tr(S)6=tr′ (S)

Determining a consensus ranking for this rule defines the
k-wise Kemeny Aggregation Problem (k-KAP for short).

k-WISE KEMENY AGGREGATION PROBLEM
INSTANCE: A profile P with n voters andm candidates.
SOLUTION: A ranking r of the m candidates.
MEASURE: δkKT(r,P) to minimize.

Related Work
Several other variants of the Kemeny rule have been pro-
posed in the literature, either to obtain generalizations able
to deal with partial or weak orders (Dwork et al. 2001;
Zwicker 2018), to penalize more some pairwise disagree-
ments than others (Kumar and Vassilvitskii 2010), or to
account for candidates that may become unavailable after
voters express their preferences (Baldiga and Green 2013;
Lu and Boutilier 2010).

Indeed, despite its popularity, the Kemeny rule has re-
ceived several criticisms. One of them is that the Kendall
tau distance counts equally the disagreements on every pair
of candidates. This property is undesirable in many settings.
For instance, with a web search engine, a disagreement on a
pair of web pages with high positions in the considered rank-
ings should have a higher cost than a disagreement on pairs
of web pages with lower ones. This drawback motivated the
introduction of weighted Kendall tau distances by Kumar
and Vassilvitskii (2010). A more thorough comparison be-
tween our work and theirs can be found in the extended ver-
sion of the paper (Gilbert, Portoleau, and Spanjaard 2019).

Let us illustrate with the following example, that the k-wise
Kendall tau distance is also well suited to penalize more the
disagreements involving alternatives at the top of the input
rankings.

Example 3. Consider rankings r1, r2, r3 defined by c1�r1
c2 �r1 c3, c1 �r2 c3 �r2 c2, and c2 �r3 c1 �r3 c3. We
have δKT(r1, r2) = δKT(r1, r3) = 1 while δ3

KT(r1, r2) = 1 <
2 = δ3

KT(r1, r3) because r1 and r3 disagree on both subsets
{c1, c2} and {c1, c2, c3}. Put another way, δ3

KT(r1, r3) >
δ3
KT(r1, r2) because r1 and r3 disagree on their top-ranked

alternatives whereas r1 and r2 disagree on the alternatives
ranked in the last places.

The two works closest to ours are related to another exten-
sion of the Kemeny rule. This extension considers a setting
in which, besides the fact that voters have preferences over
a set C, the election will in fact occur on a subset S ⊆ C
drawn according to a probability distribution (Baldiga and
Green 2013; Lu and Boutilier 2010). The optimization prob-
lem considered is then to find a consensus ranking r which
minimizes, in expectation, the number of voters’ disagree-
ments with the chosen candidate in S (a voter v disagrees
if trv (S) 6= tr(S)). The differences between the work of
Baldiga and Green (2013) and the one of Lu and Boutilier
(2010) is then twofold. Firstly, while Baldiga and Green
mostly focused on the axiomatic properties of this aggre-
gation procedure, the work of Lu and Boutilier has more of
an algorithmic flavor. Secondly, while Baldiga and Green
mostly study a setting in which the probability P(S) of S is
only dependent on its cardinality (i.e., P(S) is only a func-
tion of |S|), Lu and Boutilier study a setting that can be
viewed as a special case of the former, where each candidate
is absent of S independently of the others with a probability
p (i.e., P(S) = p|C\S|(1 − p)|S|). The Kemeny aggregation
problem can be formulated in both settings, either by defin-
ing P(S) = 0 for |S| ≥ 3, or by defining a probability p that
is “sufficiently high” w.r.t. the size of the instance (Lu and
Boutilier 2010). Lu and Boutilier conjectured that the deter-
mination of a consensus ranking is NP-hard in their setting,
designed an exact method based on mathematical program-
ming, two approximation greedy algorithms and a PTAS.

Our model can be seen as a special case of the model of
Baldiga and Green where the set S is drawn uniformly at
random within the set of subsets of C of cardinal smaller
than or equal to a given constant k ≥ 2. While it cannot be
casted in the specific setting studied by Lu and Boutilier,
our model is closely related and may be used to obtain new
insights on their work.

3 Aggregation with the k-wise Kemeny Rule
In this section, we investigate the axiomatic properties of
the k-wise Kemeny rule, and then we turn to the algorithmic
study of k-KAP.

Axiomatic Properties of the k-wise Kemeny Rule
Several properties of the k-wise Kemeny rule have already
been studied by Baldiga and Green (2013), because their
setting includes the k-wise Kemeny rule as a special case.



Among other things, they showed that the rule is not Con-
dorcet consistent. That is to say, a Condorcet winner may
not be ranked first in any consensus ranking even when one
exists, as illustrated by Example 2.

The authors also show that the k-wise Kemeny rule is neu-
tral, i.e., all candidates are treated equally, and that for k ≥ 3
it is different from any positional method or any method that
uses only the pairwise majority margins (among which is
the standard Kemeny rule). We provide here some additional
properties satisfied by the k-wise Kemeny rule:

• Monotonicity: up-ranking cannot harm a winner; down-
ranking cannot enable a loser to win.

• Unanimity: if all voters rank c before c′, then c is ranked
before c′ in any consensus ranking.

• Reinforcement: let R∗P and R∗P′ denote the sets of con-
sensus rankings for preference profiles P and P ′ respec-
tively. IfR∗P ∩R∗P′ 6= ∅ and P ′′ is the profile obtained by
concatenating P and P ′, thenR∗P′′ = R∗P ∩R∗P′ .
Besides, the k-wise Kemeny rule does not satisfy Inde-

pendence of irrelevant alternatives, i.e., the relative posi-
tions of two candidates in a consensus ranking can depend
on the presence of other candidates. Let us illustrate this
point with the following example.

Example 4. Considering the preference profile from Exam-
ple 1, the only consensus ranking for δ3

KT is c1�c2�c3. Yet,
without c3 the only consensus ranking would be c2�c1.

Lastly, note that there exists a noise model such that the
k-wise Kemeny rule can be interpreted as a maximum like-
lihood estimator (Conitzer, Rognlie, and Xia 2009). In this
view of voting, one assumes that there exists a “correct”
ranking r, and each vote corresponds to a noisy perception
of this correct ranking. Consider the conditional probabil-
ity measure P onR(C) defined by P(r′|r)∝e−δkKT(r,r′). It is
easy to convince oneself that the k-wise Kemeny rule returns
a ranking r∗ that maximizes P(P |r∗)=

∏
r′∈P P(r′|r∗) and

is thus a maximum likelihood estimate of r.

Computational Complexity of k-KAP
We now turn to the algorithmic study of k-KAP. After pro-
viding a hardness result, we will design an efficient Fixed
Parameter Tractable (FPT) algorithm for parameter m.

While k-KAP is obviously NP-hard for k = 2 as it then
corresponds to determining a consensus ranking w.r.t. the
Kemeny rule, we strengthen this result by showing that it is
also NP-hard for any constant value k≥3. The proof, uses a
reduction from 2-KAP.

Theorem 1. For any constant k ≥ 3, k-KAP is NP-hard,
even if the number of voters equals 4 or if the average range
of candidates equals 2 (where the range of a candidate c is
defined by maxr∈P rk(c, r)−minr∈P rk(c, r) + 1 and the
average is taken over all candidates).

Despite this result, k-KAP is obviously FPT w.r.t. the
number m of candidates, by simply trying the m! rankings
inR(C). We now design a dynamic programming procedure
which significantly improves this time complexity.

Proposition 1. If r∗ is an optimal ranking for k-KAP, then
δkKT(r

∗,P) = dkKT(C), where, for any subset S ⊆ C, dkKT(S)
is defined by the recursive relation:

dkKT(S) = min
c∈S

[dkKT(S \ {c})

+
∑

r∈PS

∑

c′�rc

k−2∑

i=0

(|S| − rk(c′, r)− 1

i

)
] (2)

dkKT(∅) = 0.

Proof. Given S ⊆ C and c ∈ S, let us define Rc(S) as
{r ∈ R(S) s.t. tr(S) = c}. The set ∆k(S) can be par-
titioned into ∆k

c (S) = {S′ ⊆ ∆k(S) s.t. c ∈ S′} and
∆k
c (S) = {S′ ⊆ ∆k(S) s.t. c 6∈ S′}= ∆k(S \ {c}). Given

a preference profile P over C and a ranking r̂∈Rc(S), the
summation defining δkKT(r̂,PS) breaks down as follows:

δkKT(r̂,PS) =
∑

r∈PS

∑

S′∈∆k(S)

1tr̂(S′)6=tr(S′)

= δkKT(r̂S\{c},PS\{c}) +
∑

r∈PS

∑

S′∈∆k
c (S)

1tr̂(S′)6=tr(S′). (3)

Using the same reasoning as in Equation 1 on page 3, the
second summand in Equation 3 can be rewritten as follows:

∑

r∈PS

∑

c′∈S
1c′�rc

k−2∑

i=0

(|Bc(r̂) ∩Bc′(r)|
i

)

because tr̂(S′) = c for all S′ ∈∆k
c (S). Note that Bc(r̂) =

S\{c} andBc′(r)={c′′∈S s.t. c′�r c′′} ⊆S, thus |Bc(r̂)∩
Bc′(r)|= |S| − rk(c′, r)− 1. Hence, δkKT(r̂,PS) is equal to:

δkKT(r̂S\{c},PS\{c})+
∑

r∈PS

∑

c′�rc

k−2∑

i=0

(|S| − rk(c′, r)− 1

i

)

(4)
Consider now a ranking r∗ ∈ R(S) such that δkKT(r

∗,PS) =
minr∈R(S) δ

k
KT(r,PS). We have:

δkKT(r
∗,PS) = min

c∈S
min

r̂∈Rc(S)
δkKT(r̂,PS)

= min
c∈S

(
( min
r̂∈R(S\{c})

δkKT(r̂,PS\{c}))

+
∑

r∈PS

∑

c′�rc

k−2∑

i=0

(|S| − rk(c′, r)− 1

i

))

because the second summand in Equation 4 does not depend
on r̂ (it only depends on c, which is the argument of the
first min operator). If one denotes minr∈R(S) δ

k
KT(r,PS) by

dkKT(S), one obtains Equation 2. This concludes the proof.

A candidate c ∈ S that realizes the minimum in Equa-
tion 2 can be ranked in first position in an optimal ranking
for PS . Once dkKT(S) is computed for each S⊆C, a ranking
r∗ achieving the optimal value dkKT(C) can thus be deter-
mined recursively starting from S = C. The complexity of
the induced dynamic programming method is O(2mm2n)



as there are 2m subsets S ⊆ C to consider and each value
dkKT(S) is computed in O(m2n) by Equation 2. The min
operation is indeed performed on m values and the sum∑
c′�rc

∑k−2
i=0

(|S|−rk(c′,r)−1
i

)
is computed incrementally in

O(m), which entails an O(mn) complexity for the second
summand in Equation 2 (the n factor is due to the sum over
all r∈PS). The computation of binomial coefficients

(
p
i

)
for

i ∈ {0, . . . , k − 2} and p ∈ {i, . . . ,m − 2} is performed in
O(mk) in a preliminary step thanks to Pascal’s formula.

4 The k-Wise Majority Digraph
We now propose and investigate a k-wise counterpart of the
pairwise majority digraph, that will be used in a preprocess-
ing procedure for k-KAP.

As stated in the introduction, the pairwise Kemeny rule is
strongly related to the pairwise majority digraph. We denote
by GP the pairwise majority digraph associated to profile P .
We recall that in this digraph, there is one vertex per can-
didate, and there is an arc from candidate c to candidate c′
if a strict majority of voters prefers c to c′. In the weighted
pairwise majority digraph, each arc (c, c′) is weighted by
wP(c, c′) := |{r ∈ P s.t. c �r c′}|−|{r ∈ P s.t. c′ �r c}|.
Example 5. Consider a profile P with 10 voters and 6 can-
didates such that:
– 4 voters have preferences c1 � c2 � c4 � c3 � c5 � c6;
– 4 voters have preferences c1 � c3 � c2 � c4 � c5 � c6;
– 1 voter has preferences c6 � c1 � c2 � c4 � c3 � c5;
– 1 voter has preferences c6 � c1 � c4 � c3 � c2 � c5.
The pairwise majority digraph GP is on the left of Figure 1.

c1

c2c3

c4

c5 c6

c1

c2c3

c4

c5 c6

Figure 1: k-wise majority digraph in Example 5 for k = 2
(left) and k = 3 (right).

From GP , we can define a set of consistent rankings:
Definition 1. Let G be a digraph whose vertices correspond
to the candidates in C. Let B1(G), . . . , Bt(G)(G) be the sub-
sets of C corresponding to the Strongly Connected Compo-
nents (SCCs) of G, and O(G) denote the set of linear orders
<G on {1, . . . , t(G)} such that if there exists an arc (c, c′)
from c∈Bi(G) to c′∈Bj(G) then i<G j. Given <G∈O(G),
we say that a ranking r is consistent with <G if the candi-
dates in Bi are ranked before the ones of Bj when i<G j.

The following result states that, for any <GP∈ O(GP),
there exists a consensus ranking for δKT among the rankings
consistent with <GP .
Theorem 2 (Theorem 16 in reference Charon and Hudry,
2010). Let P be a profile over C and assume that the SCCs
of GP are numbered according to a linear order <GP∈
O(GP). Consider the ranking r∗, consistent with <GP ,
obtained by the concatenation of rankings r∗1 , . . . , r

∗
t(GP)

where δKT(r∗i ,PBi(GP)) = minr∈R(Bi(GP)) δKT(r,PBi(GP)).
We have:

δKT(r
∗,P)= min

r∈R(C)
δKT(r,P)

That is, r∗ is a consensus ranking according to the Kemeny
rule. Furthermore, if O(GP) = {<GP} and wP(c, c′) > 0
for all c ∈ Bi(GP) and c′ ∈ Bj(GP) when i<GP j, then all
consensus rankings are consistent with <GP .

This result does not hold anymore if one uses δkKT (with
k≥3) instead of δKT, as shown by the following example.
Example 6. Let us denote byP the profile of Example 1. The
pairwise majority digraph GP has three SCCs B1(GP) =
{c2},B2(GP) = {c3} andB3(GP) = {c1}. In this example,
O(GP) = {<GP} where 1 <GP 2 <GP 3. The only ranking
consistent with <GP is c2 � c3 � c1 while the only consen-
sus ranking w.r.t. the 3-wise Kemeny rule is c1 � c2 � c3.

In order to adapt Theorem 2 to the k-wise Kemeny rule,
we now introduce the concept of k-wise majority digraph.
Let ∆k

cc′(S) = {S′ ∈ ∆k(S) s.t. {c, c′} ⊆ S′}. If S is not
specified, it is assumed to be C. Given a ranking r, we
denote by ∆k

r (S, c, c′) the set {S′ ∈∆k
cc′(S) s.t. tr(S′) =

c}. Given a profile P , we denote by φkP(S, c, c′) the
value

∑
r∈P |∆k

r (S, c, c′)| and by wkP(S, c, c′) the differ-
ence φkP(S, c, c′)−φkP(S, c′, c). This definition implies that
wkP(S, c′, c) = −wkP(S, c, c′). The value wkP(S, c, c′) is
the net agreement loss that would be incurred by swap-
ping c and c′ in a feasible solution r of k-KAP where
rk(c′, r)=rk(c, r)+1 and S=Bc′(r)∪{c, c′}. If maxS∈∆m

cc′

wkP(S, c, c′)≥0 (resp. minS∈∆m
cc′
wkP(S, c, c′)>0) then, in a

consensus ranking r for δkKT where c and c′ would be consec-
utive, it is possible (resp. necessary) that c �r c′.

The k-wise majority digraph associated to a profileP over
a set C of candidates is the weighted digraph GkP = (V,A),
where V=C and (c, c′)∈A iff:

∃S ∈ ∆m
cc′ s.t. wkP(S, c, c′) > 0.

The weight wkP(c, c′) of this arc is then given by:

wkP(c, c′) := max
S∈∆m

cc′
wkP(S, c, c′).

Note that, if k ≥ 3, we may obtain edges (c, c′) and (c′, c)
both with strictly positive weights (which is impossible in
the pairwise majority digraph). For instance, for the profile
P of Example 5, wkP(c3, c4) = wkP({c2, c3, c4}, c3, c4) = 1
and wkP(c4, c3) = wkP({c3, c4, c5}, c4, c3) = 4. The digraph
G3
P is shown on the right of Figure 1. Besides, for any P ,
G2
P is the pairwise majority digraph as ∆2

cc′(S) = {{c, c′}}
∀S∈∆m

cc′ . Theorem 2 adapts as follows for an arbitrary k:
Theorem 3. Let P be a profile over C and assume that the
SCCs of GkP are numbered according to a linear order<Gk

P
∈

O(GkP). Among the rankings consistent with <Gk
P

, there ex-
ists a consensus ranking w.r.t. the k-wise Kemeny rule. Be-
sides, if O(GkP)={<Gk

P
} and minS∈∆m

cc′
wkP(S, c, c′) > 02

for all c∈Bi(GkP) and c′ ∈Bj(GkP) when i <Gk
P
j, then all

consensus rankings are consistent with <Gk
P

.
2Or, equivalently, maxS∈∆m

cc′
wk

P(S, c
′, c)<0.



B1 = {c1} B2 = {c2} B3 = {c3, c4} B4 = {c5, c6}

Figure 2: The meta-graph of SCCs of G3
P in Example 5.

Example 7. The meta-graph of SCCs of G3
P in Example 5 is

represented in Figure 2. The above result implies that there
exists a consensus ranking among c1 � c2 � c3 � c4 �
c5 � c6, c1 � c2 � c3 � c4 � c6 � c5, c1 � c2 � c4 �
c3 � c5 � c6 and c1 � c2 � c4 � c3 � c6 � c5.

To take advantage of Theorem 3, one could try 1) to index
the SCCs of GkP according to a linear order <Gk

P
∈ O(GkP),

and then 2) to work on each SCC separately, before con-
catenating the obtained rankings. However, for a consen-
sus ranking consistent with <Gk

P
, the relative positions of

candidates in Bi(GkP) depend on the set of candidates in
B>i(GkP) :=Bi+1(GkP)∪ . . .∪Bt(Gk

P)(GkP) (but not on their
order). The influence of B>i(GkP) can be captured in the dy-
namic programming procedure by applying a modified ver-
sion of Equation 2 separately for each subset Bt(Gk

P)(GkP)

downto B1(GkP). Formally, if r∗ is optimal for k-KAP, then:

δkKT(r
∗,P)=

t(Gk
P)∑

i=1

dkKT(Bi(GkP))

where, for any subset S ⊆ Bi(GkP), dkKT(S) is defined by
dkKT(∅) = 0 and (B>i stands for B>i(GkP)):

dkKT(S) = min
c∈S

[dkKT(S\{c})

+
∑

r∈PS∪B>i

∑

c′�rc

k−2∑

i=0

(|S|+ |B>i| − rk(c′, r)− 1

i

)
]

It amounts to replacing S by S∪B>i in the second summand
of Equation 2 to take into account the existence of a con-
sensus ranking where all the candidates of B>i are ranked
after those of Bi. Let r∗i be a ranking of Bi(GkP) such that
δkKT(r

∗
≥i,PB≥i(Gk

P))=dkKT(Bi(GkP))+. . .+dkKT(Bt(Gk)(GkP)),
where r∗≥i is the ranking obtained by the concatenation of
rankings r∗i , . . . , r

∗
t(Gk) in this order. The ranking r∗≥1 of C

is a consensus ranking w.r.t. the k-wise Kemeny rule. Given
Theorem 3, the k-wise majority digraph thus seems promis-
ing to boost the computation of a consensus ranking. Unfor-
tunately, the following negative result holds.
Theorem 4. Given a profile P and two candidates c and c′,
determining if max

S∈∆m
cc′
wkP(S, c, c′)>0 is NP-hard for k≥4.

Hence, computing GkP from P is NP-hard for k ≥ 4. In
contrast, G3

P can be computed in polynomial time. Indeed,
given a set S⊂C such that {c, c′}⊆S, adding to S an ele-
ment x 6∈S increases φ3

P(S, c, c′) by one for each r∈P such
that c �r c′ and c �r x. Let Pc�c′ := {r ∈ P s.t. c �r c′}.
A set S∗ maximizing w3

P(S, c, c′) is S∗ := {c, c′} ∪ {x ∈
C s.t. | Pc�c′ ∩Pc�x |> | Pc′�c ∩Pc′�x |}.

Note that one can take advantage of the meta-graph of
SCCs to trim the graph GkP if one looks for a consensus
ranking r∗ consistent with a specific order <Gk

P
∈ O(GkP).

It may indeed happen that, for an edge (c, c′), the weight
wkP(c, c′) = wkP(S, c, c′) > 0 corresponds to a set S which
contains candidates that will never be below c in r∗. Con-
versely, the set S may omit candidates that are necessarily
below c in r∗. These constraints can be induced by either
unanimity dominance relations or by <Gk

P
. The following

example illustrates this idea.

Example 8. Let us refine the digraph G3
P previously ob-

tained for the profile P of Example 5. The SCCs are B1 =
{c1}, B2 = {c2}, B3 = {c3, c4} and B4 = {c5, c6} and
O(GkP) = {<Gk

P
}, where 1 <Gk

P
2 <Gk

P
3 <Gk

P
4. A set

maximizing w3
P(S, c3, c4) is S = {c2, c3, c4}. This set con-

tains c2 while it is necessarily above c3 in a consistent rank-
ing. Conversely, candidates c5 and c6 are omitted while they
are necessarily below c3. By taking into account these con-
straints, we obtain that a set maximizing w3

P(S, c3, c4) is
S = {c3, c4, c5, c6}, for which w3

P(S, c3, c4) = −4. Hence,
we can remove the arc (c3, c4) from G3

P . Similarly, it is pos-
sible to show that the arc (c6, c5) can be removed from G3

P .
Thanks to these refinement steps, we can conclude that a
consensus ranking is r∗ = c1 � c2 � c4 � c3 � c5 � c6.

5 Numerical Tests
Our numerical tests3 have three objectives: we evaluate the
computational performance of the dynamic programming
approach of Section 3, we evaluate the impact of parame-
ter k on the set of consensus rankings, and we assess the
efficiency of the preprocessing technique of Section 4.

Generation of preference profiles. The preference pro-
files are generated according to the Mallows model (Mal-
lows 1957), using the Python package PrefLib-Tools (Mat-
tei and Walsh 2013). This model takes two parameters as
input: a reference ranking σ (the mode of the distribution)
and a dispersion parameter φ ∈ (0, 1). Given these inputs,
the probability of generating a ranking r is proportional to
φδKT(r,σ). The more φ tends towards 0 (resp. 1), the more
the preference rankings become correlated and resemble σ
(resp. become equally probable, i.e., we are close to the im-
partial culture assumption). This model enables us to mea-
sure in a simple way how the level of correlation in the input
rankings impacts our results. In all tests, the number n of
voters is set to 50 and the ranking σ is set arbitrarily as the
k-wise Kemeny rule is neutral. For each triple (m, k, φ) con-
sidered, the results are averaged over 50 preference profiles.

Practicability of the dynamic programming approach.
We first evaluate our dynamic programming approach on
instances with different values for m and k. Note that the
computational performance measured here is not impacted
by the level of correlation in the input rankings as it does

3Implementation in C++. All times are CPU seconds on an Intel
Core I7-8700 3.20 GHz processor with 16GB of RAM.



Table 2: Average, max and min wall-clock times in seconds of the dynamic programming approach of Section 3 for varying
values of m and k (Rows 3 to 5). Average number of consensus rankings for increasing values of m and k (Row 6).

m 6 10 14 18
k 2 3 6 2 5 10 2 7 14 2 9 18
Average time <0.01 <0.01 <0.01 0.07 0.08 0.08 2.52 2.54 2.61 70.93 72.26 74.95
Max time <0.01 <0,01 <0,01 0.8 0.08 0.09 2.64 2.60 2.64 71.57 73.57 75.38
Min time <0,01 <0,01 <0,01 0.7 0.07 0.08 2.49 2.49 2.57 70.27 71.91 74.33
|R∗|avg 3.00 1.20 1.05 3.84 1.24 1.10 5.36 2.36 1.16 19.7 4.12 1.47

not change the number of states in dynamic programming
nor the computation time to determine the optimal value in
each state. Hence, we only consider instances generated un-
der the impartial culture assumption, i.e., with φ ≈ 1. Table
2 (Rows 3-5) displays the average, max and min running
times obtained for some representative (m, k) values. As
expected, the running times increase exponentially with m.
Conversely, parameter k seems to have a moderate impact
on the running times. The dynamic programming approach
enables us to solve k-KAP in a time of up to 3 sec. (resp. 76
sec.) for m≤14 (resp. m≤18).

Influence of k on the set of consensus rankings. Second,
we study the impact of k on the set of optimal solutions to
k-KAP. Indeed, one criticism for the Kemeny rule is that
there exists instances for which the set of consensus rank-
ings is compounded of many solutions which are quite dif-
ferent from one another. Thus, we investigate if increasing
k helps in mitigating this issue. For this purpose, we con-
sider the same instances as before and compute the average
number of consensus rankings denoted by |R∗|avg. The re-
sults are displayed in the sixth row of Table 2. Interestingly,
this measure decreases quickly with k. For instance, when
m = 18, |R∗|avg is divided by 5 when k increases from 2
to 9 and is below 2 when k = m. The intuition is that δkKT
becomes more fine-grained as k increases.

Impact of the 3-wise majority graph. Lastly, we study
the impact of the preprocessing method proposed in Sec-
tion 4 for k = 3. This preprocessing uses the k-wise ma-
jority digraph to divide k-KAP into several subproblems
which can be solved separately by dynamic programming.
Hopefully, when voters’ preferences are correlated (i.e., for
“small” φ values), these subproblems become smaller and
more numerous, making the preprocessing more efficient.
The results are shown in Table 3, where the results obtained
without preprocessing are also given in the last column. The
obtained running times are highly dependent on φ. For in-
stance, with m = 18, the average running time for solving
3-KAP is above 1 minute if φ = 0.95 while it is below 1
second if φ≤0.85. This gap is necessarily related to the pre-
processing step, since φ has no impact on the running time
of the dynamic programming approach. To explain this sig-
nificant speed-up, we display in Table 4 the average size of
the largest SCC of the 3-wise majority digraph at the end
of the preprocessing step. Unsurprisingly, this average size
turns out to be correlated with φ: when φ≤ 0.5, the size of

the largest SCC is almost always 1. Hence, the preprocess-
ing step is likely to yield directly a consensus ranking. In
contrast, when φ=0.95, the average size of the largest SCC
is close to m, thus the impact of the preprocessing is low.

Table 3: Average, max and min wall-clock times (in sec-
onds) for the 3-wise Kemeny rule with preprocessing.
m φ 0.5 0.8 0.85 0.9 0.95 w/o

preproc.
Avg time <0.01 <0.01 <0.01 <0.01 <0.01 <0.01

6 Max time <0.01 <0.01 <0.01 <0.01 <0.01 <0.01
Min time <0.01 <0.01 <0.01 <0.01 <0.01 <0.01
Avg time 0.03 0.03 0.04 0.07 0.10 0.07

10 Max time 0.03 0.03 0.10 0.15 0.17 0.08
Min time 0.03 0.03 0.03 0.03 0.03 0.07
Avg time 0.09 0.09 0.11 0.94 2.21 2.52

14 Max time 0.09 0.13 0.25 3.14 3.26 2.59
Min time 0.08 0.08 0.09 0.10 0.26 2.49
Avg time 0.20 0.20 0.55 14.87 61.72 71.17

18 Max time 0.31 0.21 8.46 79.87 80.11 71.61
Min time 0.19 0.19 0.19 0.22 6.02 71.02

Table 4: Average size of the largest SCC after preprocessing.
m\φ 0.47 0.81 0.85 0.88 0.95

6 <1.1 1.84 1.88 2.72 3.28
10 <1.1 1.64 3.28 5.32 8.20
14 <1.1 2.68 3.84 9.12 12.91
18 <1.1 2.84 4.27 9.80 17.44

6 Conclusion
In this paper, we advocate using the results of setwise con-
tests between candidates to design social welfare functions
that are less myopic than those only based on pairwise com-
parisons. In this direction, we have studied a k-wise gen-
eralization of the Kemeny rule, and established that deter-
mining a consensus ranking is NP-hard for any k ≥ 3. Af-
ter proposing a dynamic programming procedure, we have
investigated a k-wise variant of the majority graph, from
which we developed a preprocessing step. Computing this
graph is a polynomial time problem for k = 3 but becomes
NP-hard for k ≥ 4. The numerical tests show the practi-
cability of the approach for up to 18 candidates. A natural
research direction is to investigate the complexity of deter-
mining a consensus ranking for δkKT when k = m, because
our hardness result only holds for fixed values of k. Another
avenue to explore is to propose alternative definitions of k-
wise majority graphs that are easier to compute for k > 3.



Finally, other social welfare functions based on the results of
setwise contests are worth investigating in our opinion, both
from the axiomatic and the computational points of view.
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Abstract11

In this paper, we highlight an intriguing connection between the cryptographic attacks on Enigma’s12

code and local consistency reasoning in constraint programming.13

The coding challenge proposed to the students during the 2020 ACP summer school, to be14

solved by constraint programming, was to decipher a message encoded using the well known Enigma15

machine, with as only clue a tiny portion of the original message. A number of students quickly16

crafted a model, thus nicely showcasing CP technology – as well as their own brightness. The detail17

that is slightly less favorable to CP technology is that solving this model on modern hardware is18

challenging, whereas the “Bombe”, an antique computing device, could solve it eighty years ago.19

We argue that from a constraint programming point of vue, the key aspects of the techniques20

designed by Polish and British cryptanalysts can be seen as, respectively, path consistency and21

singleton arc consistency on some constraint satisfaction problems.22
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atics of computing → Combinatorial optimization24

Keywords and phrases Constraint Programming, Cryptography25
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1 Introduction27

Enigma was a cipher machine that had been commercialised since 1923. Breaking its code28

was a decisive breakthrough with a significant impact on the outcome of World War II.29

The machine resembles a portable typewritter. Once configured in a particular setting30

agreed upon by the sender and the receiver, it can be used to encrypt a message. When31

typing with the machine, each letter is ciphered to a seemingly random letter indicated by a32

light bulb. The encrypted message, or ciphertext, can be deciphered by the receiver using33

his own Enigma machine. The code is indeed symmetric and typing the ciphertext with the34

same machine setting yields the original message.35

The Enigma code was first broken by the mathematicians Marian Rejewski, Jerzy Różycki36

and Henryck Zygalski for the Polish Cipher Bureau before the war, although this method37

relied on a weakness due to an operating practice that was abandoned during the war.38

This knowledge on the machine, however, was shared with the allies and helped British39

cryptanalysts to break the code. To this end, Alan Turing and Gordon Welchman designed40

“The Bombe”, an electro-mechanical device that made it possible to decipher Enigma’s41

encrypted messages until the end of the war.42

In this paper, we look back to this story from the viewpoint of constraint programming. We43

first describe a constraint model to break Enigma’s code in Section 4. Given a portion of the44
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50:2 On How Turing and Singleton Arc Consistency Broke the Enigma Code

original message (the crib), a solution of this model represents the internal settings of Enigma45

(the cryptographic key) that produced, and can decrypt, the intercepted communication.46

Modelling this constraint satisfaction problem was the topic of a “hackathon” held during the47

ACP summer school in 2020, and several participants managed to break Enigma’s code during48

this event.1 This problem would be deceptively tricky to tackle without a rich modelling49

framework, and it nicely illustrates the effectiveness of constraint programming in that50

respect. However, solving this model with state-of-the-art solvers appears to be challenging,51

which highlights the prowess that was solving this problem eighty years ago. Interestingly,52

it appears that both methods used by the Polish Cipher Bureau or at Bletchley Park can53

be equated to known concepts of consistency: Singleton Arc Consistency on the constraint54

model introduced in this paper for the latter (see Section 5), and Path Consistency on some55

precomputed constraints for the former (see Section 6).56

2 The Constraint Satisfaction Problem and Consistency57

A Constraint Satisfaction Problem (CSP) is a triple (X ,D, C) where X = {x1, . . . , xn}, is58

a set of variables; D = {D(x1), . . . , D(xn)} a set of domains; and C = {c1, . . . , ct} a set of59

constraints. An assignment maps2 values to variables, we write x ← v for the assignment of60

value v to variable x. A constraint cj is given by a pair (S(cj), R(cj)) where S(cj) is a subset61

of X , and R(cj) is |S(cj)|-ary relation, that is, a set of satisfying assignments of S(cj).62

The assignment A = {x1 ← v1, . . . , xk ← vk} of the set of variables {x1, . . . , xk} is63

consistent for a constraint c if and only if its projection {xi ← vi | 1 ≤ i ≤ k & xi ∈ S(c)} to64

S(c) can be extended to an assignment in R(cj); Assignment A is globally consistent if and65

only if it is consistent for every constraint in C; it is valid if and only if, for every variable xi,66

we have vi ∈ D(xi). A solution of a CSP ⟨X ,D, C⟩ is a valid, globally consistent assignment67

of X . We write D|x←v for the set of domains where x is mapped to {v} and equal to D on68

all other variables, and D′ ⊆ D when ∀x ∈ X , D′(x) ⊆ D(x).69

The notion of consistency is key to solving constraint satisfaction problems. We define70

here three consistencies that we shall relate to historical methods for attacking Enigma’s code.71

These definitions are standard generalisations to non-binary constraints. In particular, the72

definition of consistency of an assignment for a constraint as its projection to the constraint’s73

scope being extendable to the constraint’s relation is useful to generalize path consistency.74

▶ Definition 1. A support for a constraint c is a valid and consistent assignment of S(c).75

▶ Definition 2 (Arc Consistency (AC) [6]). A variable x is arc consistent (AC) with respect76

to a constraint c if and only if, for each v ∈ D(x), there exists a support for c that contains77

x ← v. A constraint c is AC if and only if every variable x ∈ S(c) is AC with respect to c.78

A CSP (X ,D, C) is AC if and only if every constraint c ∈ C is AC.79

▶ Definition 3 (Singleton Arc Consistency (SAC) [3]). An instantiation x ← v is singleton80

arc consistent (SAC) if and only if there exists D′ ⊆ D|x←v such that the CSP (X ,D′, C) is81

AC. A variable x is SAC if and only if, and for each v ∈ D(x), x ← v is SAC. A CSP82

(X ,D, C) is SAC if and only if every variable x ∈ X is SAC.83

▶ Definition 4 (Path Support). Given a CSP (X ,D, C) and three distinct variables x1, x284

and x3, the assignment {x3 ← v3} is a path support of assignment {x1 ← v1, x2 ← v2} for85

1 https://acp-iaro-school.sciencesconf.org/
2 We use functions instead of tuples to make variable ordering irrelevant.
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variable x3 if and only if the assignment {x1 ← v1, x2 ← v2, x3 ← v3} is valid and globally86

consistent.87

▶ Definition 5 (Path Consistency (PC) [7]). An assignment {x1 ← v1, x2 ← v2} of two88

variables is path consistent (PC) if and only if it has a path support for every variable.89

A CSP (X ,D, C) is PC if and only if every valid and globally consistent assignment of90

every pair of variables is path consistent.91

Enforcing (singleton) AC on a CSP (X ,D, C) means finding the largest domain D′, in92

the sense of inclusion as defined above, such that D′ ⊆ D and (X ,D′, C) is (singleton) AC.93

Notice that there is a single such fix point, since the set of possible domains forms a lattice94

where infimum and supremum are obtained respectively by the intersection and the union.95

3 The Enigma Code96

In its simplest form, Enigma’s encryption system is composed of three rotor wheels and a97

reflector wheel. A rotor wheel can be seen as a simple substitution cipher whereby every letter98

is mapped to a given letter, forming a permutation of the alphabet. The signal then goes99

through the two other wheels, then through the reflector and finally through the three rotors100

but backwards. Figure 1a illustrates, on a reduced alphabet, the rotor wheels (first three101

boxes) and reflectors (last box) wiring the input keyboard to an output system composed102

of lightbulbs indicating the substituted letter. In this case, pressing the key A eventually103

lights the bulb E. In other words, this mechanism is a simple substitution cipher whereby the104

alphabet is applied a permutation, e.g., (AE)(BD)(CF) in Figure 1a. Notice that the reflector105

wheel is symmetric and antireflexive. As a result, the overall permutation is symmetric106

and the same machine can therefore be used to decipher: pressing the key E lights bulb A.107

Moreover, it is antireflexive: no letter is mapped to itself, which proved to be a weakness.108

A
B
C
D
E
F

(a) Original rotors and reflector wiring.

A
B
C
D
E
F

(b) The same machine after one key stroke.

Figure 1 Illustration of Enigma’s rotors and reflector.

However, the feature that made Enigma such a strong cryptographic system is that rotors109

are not static: they advance at every key stroke. More precisely, at every key stroke the110

“fast” rotor (leftmost) advances one step. Figure 1b shows the same machine after one key111

stroke. The fast rotor is shifted down by one position: the wire that was connecting B to A112

nows connects A to F, and so forth. As a result, pressing the same letter A now lights bulb D.113

Moreover, when the fast rotor has completed a turn and is back to its reference position,114

a turnover notch is activated, and the middle rotor advances one step. Similarly, when the115

middle rotor has completed a turn, the “slow” (rightmost) rotor advances one step. Figure 2116

shows the same machine after 6 key strokes (the fast rotor has made a full turn and is back117

to its original position and the middle rotor has advanced 1 step), or after 95 key strokes118

(the fast rotor has advanced 5 steps from its reference position, the middle rotor 3 steps and119

the slow rotor 2 steps). The simple substitution cipher in the latter position is (AD)(BC)(EF).120

CP 2021
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A
B
C
D
E
F

(a) After 3 key strokes

A
B
C
D
E
F

(b) After 95 key strokes.

Figure 2 Illustration of the same machine as in Figure 1a.

All Enigma machines shared the same set of three rotor wheels and the same reflector121

wheel, however, rotors could be rearranged in any order and initialised in any position. For122

instance, the daily settings could be given as “312, CSP”. In that case, on that day, the 3rd123

rotor wheel would placed on the left, the 1st wheel on the middle and the 2nd wheel on the124

right. Moreover, before (de)ciphering any message, the left, middle and right rotor wheels125

would be positionned respectively so that the letters C, S and P showed up in some windows126

designed for this purpose. Additionally, the positions of the turnover notches of the left and127

middle rotor wheels, indicating the reference position at which the next rotor to the right128

would advance, could also be changed. The cryptographic key shared by the sender and129

receiver of the message was therefore the 3! rotor orders and the 263 rotor positions, as well130

as the 262 reference positions.3 Therefore, there are 3!× 263× 262 = 72188256 possible keys.4131

The first versions of the machine, commercialised in the 1920’s operated on those principles,132

and hence had relatively few possible cryptographic keys. The version used by the German133

military added one sophistication: a plugboard (or steckerbrett) inserted between the input134

keyboard and the rotor scrambler, and also between the scrambler and the output light bulbs.135

The plugboard is also a simple substitution cipher, mapping L letters to another – different –136

letter, and the remaining 26− 2L to themselves. However, this further cipher could easily be137

changed manually and was therefore part of the cryptographic key. For L = 10 plugs, the138

number of possibilities is 150, 738, 274, 937, 250, and the total number of possible settings is139

thus 158, 962, 555, 217, 826, 360, 000 and even 262 times more counting the reference positions.140

Breaking the code entails finding, for a given ciphertext, the rotor settings (the choice of141

rotors, their order, the reference position of the two leftmost rotors, and their initial position)142

and the plugboard configuration. Those settings can be seen as the cryptographic key that one143

needs to recover in order to decipher the messages. However, if every component contributes144

to combinatorial number of keys, the rotor position is the most important. Indeed, the145

reference positions do not affect the first letters of the message. As long as the middle rotor146

does not advance, the text is unchanged. Moreover, the reference position of the first rotor147

can be deduced from when the text starts being gibberish. The plugboard configuration148

only affects part of the letters, for instance with six plugs, fourteen letters are not changed.149

Therefore given a correct guess on the order and position for the rotors, setting up the150

reference position arbitrary (say to AA) and the plugboard to the identity, would be sufficient151

to decrypt a small portion of the message. Therefore, verifying that this guess is correct is152

relatively easy, as well as deducing the reference position and the plugboard configuration.153

Finally, the rotor ordering (and choice thereof) was often guessed by other means than154

3 Only the left and middle rotors have a turnover notch.
4 Later versions introduced two more rotors to choose from, raising this number to 3P5 × 265 = 721882560.
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computation, or the attack was repeated for every possible order until it succeeded.155

4 A Constraint Programming Model156

In this section we introduce a constraint model that emulates the Enigma machine, and can157

be used to break its code. This model assumes that the rotors and their order are known.158

Since it is actually unknown, the problem might have to be solved 3! = 6 (resp. 3P5 = 60)159

times for three rotor wheels (resp. three out of five).160

Let ciphertext be a string of K letters; rotor be the rotor wiring, whereby rotor[j][x] is161

the output letter, on input x, of rotor j in its reference position; and reflector be the reflector162

wiring, whereby reflector[x] is the output of the reflector on input x. In the following, we163

use N for the size of the alphabet and M for the number of rotor wheels (respectively 26164

and 3 for Enigma). Moreover, we write [a, b] for the discrete interval {a, a + 1, . . . , b} and [b]165

as a shortcut for [0, b− 1]. The model uses four sets of variables:166

plaintext : plaintexti ∈ [N ] ∀i ∈ [K]167

key : keyj ∈ [N ] ∀j ∈ [M ]168

ref : refj ∈ [N ] ∀j ∈ [M − 1]169

plugboard : plug[x] ∈ [N ] ∀x ∈ [N ]170
171

The variables plaintext stand for the original message. The other variables stand for the172

settings of the machine used to cipher it: the variables key stand for the rotor position (rotor173

wheel j was advanced by keyj steps) the variables ref stand for the reference position of the174

two leftmost rotor wheels (rotor j + 1 advances one step when rotor j returns to position175

refj), and the variables plugboard stand for the plugboard connection (plug[x] is the letter176

“steckered” to x by the plugboard). In a nutshell it ensures that an Enigma machine with177

rotors rotor that have been setup with reference position ref , in initial position key and178

with plugboard configuration plugboard ciphers plaintext to ciphertext. We use the179

auxiliary variables x with xi,j ∈ [N ] ∀i ∈ [K],∀j ∈ [2M + 2], with xi,j standing for the180

output of the scrambling device j for the letter at position i in the plaintext. The scrambling181

devices are ordered as explained in Section 3: plugboard first, then the three rotors, followed182

by the reflector, the three rotors backwards, and finally the plugboard again. We also use183

the auxiliary variables p with pi,j ∈ [K + K/N j ],∀i ∈ [K],∀j ∈ [M ], to represent the total184

number of steps that the j + 1-th rotor wheel has advanced when reading the i + 1-th letter.185

Finally, the auxiliary variables offset with, for j ∈ [2], offsetj represent the reduction in186

number of steps to advance for rotor j to reach its reference position refj for the first time.5187

In the reminder of the section, we will extensively use the Element constraint [4]:188

▶ Definition 6 (Element). Let x = {x1, . . . , xK} be a set of variables, and k, y be two189

variables. The constraint Element(x, k, y) is the pair (S, R) where the relation R contains190

all assignments of S = x ∪ {k, y} satisfying the predicate xk = y.191

When we write the expression “xk”, with k a variable and x = x1, . . . , xn an array of variables,192

this should be read as an extra variable y constrained with Element(x, k, y). Similarly, for193

any arithmetic operator ⊕ ∈ {+,−, ∗, /, mod}, the expression “x1 ⊕ x2” should be read as194

an extra variable y with the constraint defined by the predicate x1 ⊕ x2 = y.195

5 We include these variables for completeness, although they are often both set to the constant 0 (A).
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4.1 Forward Rotor Model196

If rotor[j][x] is the letter read after going through rotor j from input x, then after advancing197

k turns, the rotor produces the letter (rotor[j][(x + k) mod N ] − k) mod N on the same198

input. The relation between the input letter xi,j and the output letter xi,j+1 of the forward199

traversal of rotor j can therefore be encoded as follows:200

pi,0 = key0 + i ∀i ∈ [K] (1)201

offsetj =
{
−refj if refj ≤ keyj

N − refj otherwise
∀j ∈ [M − 1] (2)202

pi,j = keyj + pi,j−1 + offsetj−1
N

∀i ∈ [K],∀j ∈ [1, M ] (3)203

xi,j+1 = (rotor[j][(xi,j + pi,j) mod N ]− pi,j) mod N ∀i ∈ [K],∀j ∈ [M ] (4)204
205

Constraints (1, 2 and 3) channel the auxiliary variables p, where pi,j stands for the number206

of times the rotor j has turned starting for position 0 when reading the i-th letter, to the207

initial positions key of the rotors and to their reference position ref via the variables offset.208

Constraints (4) represent the substitution cipher used with input letter xi,j and output letter209

xi,j+1: if rotor j advanced p steps, the wire that initially connected the letter α to the letter210

β now connects the letter α− p to the letter β − p (modulo N = 26).211

4.2 Reflector Model & Backward Rotor Model212

The reflector is also a substitution cipher, but static (it does not change from a letter to213

the next), symmetric (∀x, ∀y reflector[x] = y ⇐⇒ reflector[y] = x) and antireflexive214

(∀x reflector[x] ̸= x). Constraints 5 model the relation between the input xi,M+1 of the215

reflector (the signal corresponding to the i-th letter after going through the all rotors forward)216

and its output xi,M+2 with another Element constraint. Then, the signal travels through217

the rotors, but backward. Constraints 6 are similar as for the forward pass.218

xi,M+1 = reflector[xi,M ] ∀i ∈ [K] (5)219

xi,M+j+1 =220

(rotor[j][(xi,M+j+2 + pi,M−j) mod N ]− pi,M−j) mod N ∀i ∈ [K],∀j ∈ [M ] (6)221
222

4.3 Plugboard Model223

Finally, we need to model the plugboard of the military version. Since it is composed of L224

plugs, each one connecting two letters, it is a symmetric permutation with N−2L fixed points,225

i.e., it leaves N − 2L letters unchanged. Unlike the reflector (which is fully known) or the226

rotors (for which the only unknowns are their positions), the plugboard is not known for the227

attacker: its configuration is part of the cryptographic key to be computed during the attack.228

It is encoded as a vector plugboard = ⟨plug[1], . . . , plug[N ]⟩ of variables with domain [N ]229

where plug[x] stands for the letter mapped to letter x, and the following constraints:230
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AllDifferent(plugboard) (7)231

(plug[x] = y)⇔ (plug[y] = x) ∀x, y ∈ [N ] (8)232

N∑

x=1
(plug[x] = x) = N − 2L (9)233

plug[plaintexti] = xi,0 ∀i ∈ [K] (10)234

plug[ciphertext[i]] = xi,2M+1 ∀i ∈ [K] (11)235
236

Constraints (8), (9) and (9) ensure that the plugboard is in a legal configuraton by stating237

that plugboard is a permutation (7); with N − 2L identities (9)6; and is symmetric (8).238

Constraints (10) represent the transformation of the input by the plugboard, and Constraints239

(11) the final transformation, also by the plugboard, yielding the ciphertext as output.240

4.4 Breaking the Code241

So far, the model introduced in this section emulates the Enigma machine: a solution stands242

for a plaintext x whose cipher with message key key and plugboard plugboard is the given243

ciphertext. However, there are too many consistent assignments of x, key and plugboard244

to consider enumerating the solutions in order to find the original text.245

In order to actually break the code, we use the same technique used by cryptanalyst246

at Bletchley Park in the 1940s. We suppose that we are somehow given a “crib”, that is,247

a portion of deciphered message.7 For instance, suppose that we know that the plaintext248

corresponding to the portion of ciphertext IRSJYTCORS starting at position s is in fact249

CONSTRAINT. Plaintext and ciphertext can therefore be aligned as shown in Table 1.250

s s + 1 s + 2 s + 3 s + 4 s + 5 s + 6 s + 7 s + 8 s + 9

C O N S T R A I N T
I R S J Y T C O R S

Table 1 A crib: an alignment of plaintext and ciphertext

Given a string of plaintext T and a string of ciphertext C such that |T| = |C| starting at251

position s corresponding to a crib, we can find compatible initial rotor positions key, and252

plugboard configurations plugboard, by solving the model introduced in this section8 with253

K = |C|, Constraints (1–11), as well as the equalities:254

plaintexti = T[i] ∀i ∈ [s, s + K] (12)255
256

This model may have several solutions, and only one corresponds to the actual cryptographic257

key. In practice, however, even small cribs can have a reasonable number of solutions, and258

verifying them manually can be done by deciphering the rest of the ciphertext with the same259

6 The number of connections L went from 6 to 10 depending on Enigma’s versions. The equality
“plug[x] = x” is read as its natural conversion from Boolean to {0, 1}.

7 Cribs were obtained by guessing that a word or a sentence was likely to be in the message, and using
the fact that a letter is never ciphered to itself to align that portion of plaintext with the ciphertext.

8 Notice that the definition of several constraints must take into account the positional offset s.
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key. Experimental evaluations show that solving this model using standard CSP solvers is260

not trivial (see Section 7). In the two following sections, we review how the code was broken261

in practice and show how those ideas can be mapped to the notion of consistency. These262

observations directly lead to an efficient CP based method to break Enigma’s code.263

5 Breaking Enigma’s Code: The British Method264

The method developped by Alan Turing (and improved by Gordon Welchman) computes the265

rotor position and the plugboard configuration used to cipher the message. It ignores the266

reference positions, however, and actually fails if there was a turnover (i.e., if the middle rotor267

advanced when ciphering the crib). A very advanced machine for its time, called “Bombe”268

was built for that purpose at Bletchley Park. The Bombe was not only capable of quickly269

simulating several rotor positions in parallel, but it could also either rule out a message key,270

or (partially) compute a plugboard configuration consistent with that message key.271

The method used by British cryptanalists also relied on acquiring a crib, that is, a string272

T of original text aligned to a string C of same length in the ciphertext, as shown in Table 1.273

A menu for the Bombe was then extracted from the crib:274

▶ Definition 7 (Menu). Given a string of plaintext T and a string of ciphertext C such that275

|T| = |C|, the menu obtained from matching them is a graph with one vertex per letter in276

T ∪C, and an edge for each pair of matched letters T[i], C[i] labelled by their position, i.e.,277

G = (T ∪C, {({T[i], C[i]}, i) | i ∈ [|T|]}). We write NG(x) = {(y, i) | ({x, y}, i) ∈ G} for278

the neighborhood of letter x in the menu. Notice that it carries the edge labels.279

T

S

RY

N

O

J

I

CA

0

1

23

4 5

6

7

89

Figure 3 Illustration of the Bombe’s menu from the crib in Table 1

Figure 3 illustrates the menu extracted from the crib of Example 1.9 An edge, say ({A, C}, 6),280

of the menu indicates the letter A (resp. C) at position 6 is ciphered to C (resp. A). Now,281

observe that given some positions for the rotors, the Bombe can compute the scramble function282

(i.e., permutation of the alphabet) Si : [N ] 7→ [N ] corresponding to the Enigma machine,283

ignoring the plugboard. It is then possible to make some inference on the configuration of284

the plugboard, as sketched in Figure 4. Indeed, suppose that the plugboard associates A to B.285

We can compute Si(B), and in particular S6(B), let it be R. Now thanks to the crib, we know286

that the cipher for A at position 6 is C, therefore the plugboard must associate R to C. This287

process can be repeated starting from any edge of the menu ending in R or C, yielding more288

deductions. Eventually, a contradiction might be found, or a fixed point might be reached.289

This is Turing and Welchman’s inference rule, which can be formalised as follows:290

▶ Definition 8 (Plugboard configuration). Let P be a collection of subsets of [N ] such that291

|p| ≤ 2 ∀p ∈ P. We say that P is valid if and only if elements of P are pairwise disjoint292

9 For the sake of the example, we let the first index s be 0



V. Antuori, T. Portoleau, L. Rivière and E. Hebrard 50:9

α β γ δ

A B? S6(B) = R C

plugboard Si plugboard

Ei

Figure 4 Illustration of Enigma’s encryption scheme: the input character (here α) is mapped to
β by the plugboard; then scrambled to γ by going through the rotors forward, the reflector and the
rotors backward; and finally mapped to δ by the plugboard.

and contains no more than L pairs and no more than N − 2L singletons. We say that P is293

complete if and only if
⋃

p∈P p = [N ]. The collection P is valid and complete if and only294

if it corresponds to a legal plugboard configuration where, for every {α, β} ∈ P the letters α295

and β are connected, and for every {α} ∈ P, the letter α is not changed by the plugboard.296

▶ Proposition 9 (Inference rule). Let S be a scrambler (Enigma without the plugboard) and297

G a menu. If P is the valid and complete plugboard configuration used during encryption of298

G, then, for every {α, β} ∈ P:299

for every (δ, i) ∈ NG(α), {δ, Si(β)} ∈ P, and300

for every (δ, i) ∈ NG(β), {δ, Si(α)} ∈ P.301

Proof. Suppose that the first rule does not hold, i.e., {α, β} ∈ P , ∃(δ, i) ∈ NG(α) such that302

{δ, Si(β)} ̸∈ P. The letter α is mapped to β by the plugboard and is scrambled to Si(β).303

However, since there is an edge ({α, δ}, i) in the menu, we know that the encryption setup304

was such that the input letter α at position i yields letter δ. Therefore, the plugboard must305

match the letters Si(β) and δ. If there is no p ∈ P such that β ∈ p, then P is not complete,306

and otherwise, it is not consistent, hence a contradiction.307

The second rule follows from the same reason but starting from letter β. ◀308

This inference rule can be used to discard a guessed plugboard connection. The Bombe is an309

electro-mechanical device that automatises this process. It is composed of several clones of310

the Enigma machine, each capable of emulating the encryption of all 26 letters in parallel for311

a given rotor setting, and wires for every possible plugboard connection. Given a message key312

key, and a menu, the Bombe was initialised by setting up one of the clones to emulate the313

scrambler Si for every edge label i in the menu. Then a connection {α, β} could be “guessed”314

by sending a current flow through the corresponding wire into the Bombe. The inference rule315

described in Proposition 9 would then be applied as the current flowed through the input β316

of the clone Si, for each (δ, i) ∈ NG(α). The current would in turn flow to the connection317

between Si(β) and δ and again to some clones of Enigma as indicated in the menu. This can318

either result in a fixed point where P is closed under that rule, or yields an invalid plugboard319

configuration. In the latter case, the connection {α, β} can be ruled out, and another guess320

can be made. If there exists a letter for which no matching is possible, the message key is321

ruled out and the same process is repeated for another message key. Otherwise, key is a322

candidate key and a (partial) plugboard configuration is given by the connection in which323

the current flows.324

▶ Definition 10 (The Bombe method). The Bombe made it possible, starting from a tentative325

connection {α, β}, to enforce the inference rule described in Proposition 9 until either it fails326
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(P is no longer valid), or succeeds (it does not fail and reaches a fixed point). In the former327

case, the connection {α, β} can be ruled out.328

The Bombe method denotes the process where, for each rotor position, every possible329

plugboard connection involving a letter in the crib is ruled out if the process above fails. The330

Bombe method causes a stop if and only if it reaches a fixed point where every letter can331

appear in at least one connection. In that case, the current rotor position might be the correct332

one (the message key) and it is checked by other means. Otherwise, this key is ruled out and333

the process resume with another of the 263 positions.334

▶ Lemma 11. Let (X ,D, C) be the CSP of Section 4. If the rule of Proposition 9 deduces the335

connection {δ, γ} from menu G and P = {{α, β}} then enforcing AC on (X ,D|plug[α]←β , C),336

reduces the domain of plug[δ] to {γ} and of plug[γ] to {δ}.337

Proof. Suppose that the rule of Proposition 9 deduces the connection {δ, γ}. We assume338

first that the first rule triggered and hence (δ, i) ∈ NG(α) and Si(β) = γ.339

Constraints (1 – 6) and (10 – 12) are all functional: when all but one of their variables340

are fixed, the last variable has a single consistent value.341

Since (δ, i) ∈ NG(α), the letter α in the plaintext of the crib is matched to δ in the342

ciphertext at position i. By enforcing AC on Constraint 12, we have D(plaintexti) = {α},343

and since D(plug[α]) = {β}, by enforcing AC on Constraint (10) we have D(xi,0) = {β}.344

Moreover, since key is constant, so is p, by enforcing AC on Constraint (1) since only345

one non-constant variable remains. As a result, enforcing AC on Constraints (4) reduces the346

domains of variables xi,1, xi,2 and xi,3 to single values. The same is true for Constraint (5)347

and Constraints (6). The variable xi,2M+1 is therefore assigned, and it must be to value348

Si(β) = γ. Enforcing AC on Constraint (11) sets the domain of variable plug[δ] to {γ}.349

Finally, Constraint (8) set the domain of plug[γ] to {δ}.350

If it was the second rule that triggered, the same demonstration applies, although the351

chain of propagations to consider goes in the reverse direction: from xj,2M+1 to xj,0. ◀352

The implication in Lemma 11 is not an equivalence simply because in some cases, Constraints353

7, 8 and 9 might trigger and more connections could then be deduced via propagation.354

For instance if L = 1 and α ̸= β, then all variables in plugboard would be assigned by355

propagation of Constraint 9. The following theorem is also an implication for the same356

reasons, and in this case these constraints are even more likely to be relevant since the357

domains are reduced while enforcing SAC.358

▶ Theorem 12. If the Bombe method does not produce a stop, then enforcing singleton arc359

consistency on the model described in Section 4, with the variables key assigned, also fails.360

Proof. Let CN = (X ,D, C) be the CSP described in Section 4. In particular, plugboard ⊆361

X , however, plaintext and key are constant under the theorem’s hypothesis.362

Suppose that the Bombe method rules out a connection {α, β}. It means that the rule of363

Proposition 9 produces an invalid plugboard configuration P. However, from Lemma 11 we364

know that for every {α, β} ∈ P, after enforcing AC on the CSP (X ,D|plug[α]←β , C), all but365

the value β (res.p α) are removed from D(plug[α]) (resp. D(plug[β])). It entails that there366

exist two elements of P that are not disjoint, e.g., {α, β} ∈ P and {α, γ} ∈ P. In this case,367

the corresponding domain D(plug[α]) is wiped out.368

Therefore, every connection that is ruled out by the Bombe method is also ruled out by369

enforcing SAC. The Bombe method fails if all the connections involving a particular letter370

have been ruled out. If this happens for letter α, then the domain of the variable plug[α] is371

emptied, and therefore SAC fails. ◀372
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The Bombe can therefore be seen as a CSP solver that branches on the variables key, and373

enforces singleton arc consistency on leaves of this search tree. When SAC fails, the rotor374

position corresponding to that branch is ruled out, otherwise the machine stops. Then,375

the (partial) plugboard configuration is verified manually. If it cannot be extended to a376

configuration that correctly deciphers the message, then this rotor position is ruled out as377

well, and the Bombe resumes its search with a new assignment of key. It was therefore378

important to reduce the likelihood of such false stops.379

6 Breaking Enigma’s Code: The Polish Method380

The Enigma code was actually first broken, before the war, by Polish mathematicians Marian381

Rejewski, Jerzy Różycki and Henryck Zygalski [5], who also succesfully reconstructed, from382

partial and indirect intelligence, the Enigma machine and built mechanical devices to emulate383

it. Their insights later proved essential to the British effort. Turing and Welchman’s method384

relied on a crib and would guess the rotor position and the plugboard configuration used to385

encrypt the message regardless of how it was chosen (in particular we shall see that this rotor386

position is different to the one given in the daily settings). The method of the Polish Cipher387

Bureau, on the other hand, relied on intercepting several messages sent with the same daily388

settings, and would compute not directly the message key, but the daily settings.389

Using repeatedly the same encryption key would be a serious security flaw. Operators390

were thus instructed to randomly choose a 3-letter message key. This key (e.g., SAT) would391

be encrypted twice10 using the rotor position indicated in the daily settings (e.g., the text392

SATSAT would be ciphered using the key CSP to some 6-letter ciphertext). Then, the machine393

would be reset to position SAT and the message woud be ciphered using that message key, and394

both ciphers (6-letter prefix and text) sent in the same message. The receiver would then set395

its own Enigma machine to postion CSP, decipher the prefix, reset its machine to the obtained396

position SAT, and finally decrypt the message. This method still had the weakness of using397

the same key (here, CSP) to encrypt all messages keys for a given day. Rejewski devised a398

first method, involving a dedicated machine, the cyclometer, that partially automated the399

design of a lookup table (the cards catalog) from which the daily rotor positions could easily400

be found, provided several prefixes encrypted with the same daily settings [1].401

The procedure was therefore upgraded: the sender chose a plaintext key besides the402

message key. Then, the rotors were positioned according to the daily rotor settings shifted by403

the plaintext key. In other words, the actual encryption key was equal to rotor settings +404

plaintext key, where “+” stands for the modular, component-wise addition. This key was405

used to encrypt the message key and it was sent in plaintext with the encrypted message.406

For instance, if the rotor setting is CSP, the chosen plaintext key MIP, then the rotors would407

be put in position OAE = CSP + MIP to cipher the chosen message key (say SAT). The text408

SATSAT would yield, for instance, DGFAGX. Then the rotors were reset to position SAT and409

the actual message was ciphered to “ciphertext”. Finally, the message sent would be:410

MIP DGFAGX ciphertext411

The receiver would add the plaintext key to the daily setting to recover the actual rotor412

position, then, as previously, decipher the message key, reset the machine to the corresponding413

rotor position and decipher the message. The difference with the previous practice, however,414

10 This practice was abandoned May 1st 1940, hence making the Polish attack irrelevant.
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was that the rotor position used to cipher the 6-letter prefix was never twice the same. The415

fact that the message key was repeated twice, however, proved nonetheless to be a fatal flaw.416

When rotors and plugboard are in a given configuration, Enigma corresponds to a417

symmetric permutation, although the permutation changes with every letter since the rotors418

advance. Let EXYZ
i stand for the permutation applied by Enigma to the i-th letter with419

initial rotor position XYZ.11 Consider the prefix MIP DGFAGX and let key = {key1, key2, key3}420

denote the unknown rotor setting common to all messages of a given day. We know that a421

letter (say x) is mapped to the letter D in Ekey+MIP
1 and to A in Ekey+MIP

4 . Moreover, since422

Ekey+MIP
1 is symmeric, it maps A to x. Therefore, the composition Ekey+MIP

1 Ekey+MIP
4 maps D423

to A and vice versa. Because the plugboard is unknown we do not learn anything from that.424

However, observe that Ekey+MIP
2 Ekey+MIP

5 transforms the letter G to itself. Mathematician425

Henryk Zygalski noticed that this was relevant because the plugboard changes the letter but426

conserve the fixed points of permutation Ekey+MIP
2 Ekey+MIP

5 (an element unchanged by the427

permutation), and because not all rotor settings have such fixed points [5].428

A device, “the Bomba”,12 was designed and built by the Polish Cipher Bureau to go over429

all of the 263 rotor settings, and record which settings could allow such a fixed point in one430

of the three composed permutations. Only 40% of the rotor positions had a composition431

fixed point. A set of 26 perforated sheets (known as the Zygalski sheets) were to be produced432

for each of the 6 possible rotor orders.13 Each sheet corresponds to a letter, standing for the433

first letter of the unknown rotor position, and contains a 26× 26 Boolean matrix standing434

for whether the second and third letters could extend the first letter to a position allowing a435

fixed point. We denote Z[α, β, γ] the fact that there is a hole at positions β, γ in the Zygalski436

sheet for letter α, which is true if and only if the rotor position αβγ has a composition fixed437

point (and hence may encode the two occurrences of a letter in the prefix to the same code).438

Consider now a prefix MIP VNEVSX. There is a fixed point at position (1, 4), hence the439

Zygalski sheets allowed some inference: one would first guess the order of the rotors and a440

first letter key1 indicating the position of the first rotor. Then, let α = key1 + M. The α-th441

sheet would be taken from the box standing for the chosen order. The matrix on that sheet442

(shifted by I and P in the respective dimensions14) thus stands for the possible values of443

key2 and key3. This narrows down the number of possibilities by 60%. Now, suppose that a444

message with prefix: SMT DGFAGX is intercepted the same day. This prefix also has a fixed445

point, but at position (2, 5). Therefore, the same reasoning applies, using sheet key1 +S+1 in446

the same box, but shifted by M and T. The “+1” models that the fixed point is on the 2nd and447

5th letters, which is equivalent to observing it on the 1st and 4th letters, however with the448

position of the left rotor advanced one step. The subset of holes that allow both fixed points449

is obtained by shining light through the two sheets, properly shifted and aligned. Usually, a450

dozen messages including a fixed point (and as many sheets) were necessary to narrow down451

the number of possibilities to either 0, in which case the guess was proven wrong; or 1, in452

which case the rotor position key and the rotor order could be easily retrieved.453

This method does not take the plugboard into consideration. However, since 14 letters454

were not affected by the plugboard15, it is possible to reconstruct the message manually. It455

also fails in case a turnover of the middle rotor happens before the end of the 6-letter prefix.456

11 The plugboard is ignored here.
12 An aggregate of six Enigma machines, one for each permutations of the prefix.
13 The process was long and difficult, even with the Bomba: only 2 sets had been completed when the

invasion of Poland began, but the sheets were eventually finalized at Blechtley Park.
14 The sheets had 25 repeated rows and columns to allow for shifting modulo 26
15 Only 6 plugs were used when the Polish began to attack Enigma
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Aligning several Zygalski sheets corresponds to solving the following CSP:457

▶ Definition 13 (Zygalski’s CSP). We call Zygalski’s CSP the constraint satisfaction problem458

with set of variables key = {key1, key2, key3}, and for each message with plaintext key459

αβγ containing a fixed point at positions (1 + i, 4 + i), a constraint given by the predicate460

Z[key1 + α + i, key2 + β, key3 + γ].461

▶ Theorem 14. The letter α for the position of the first rotor is refuted by the Zygalski462

sheets method if and only if no pair of instantiations {key2 ← β, key3 ← γ} has key1 ← α463

as path support in Zygalski’s CSP.464

Proof. By definition, a hole with coordinates β, γ will let the light shine through all sheets, if465

and only if {key1 ← α, key2 ← β, key3 ← γ} is consistent with every constraint of Zygalski’s466

CSP, that is, if and only if key1 ← α is a path support of {key2 ← β, key3 ← γ}. ◀467

The process of superimposing several Zygalski sheets corresponding to a guess of the letter α468

for the position of the first rotor is an efficient method to compute the 2-tuples which have469

key1 ← α as path consistent support. Moreover, since there are only three variables in the470

network, if key1 ← α is a path support of {key2 ← β, key3 ← γ} then key2 ← β is a path471

support of {key1 ← α, key3 ← γ} and key3 ← γ is a path support of {key1 ← α, key2 ← β}.472

Therefore path consistency can be achieved by only checking the values of a single variable473

in this way, there is a solution if and only there is a tuple with a path support.474

Path consistency is usually only applied to binary constraints. However, the definition475

we use naturally extends this consistency to non-binary constraints and in that context, the476

analogy stands. For instance, consider two Zygalski sheets: one allowing the keys ABC, ADE,477

BBE and BDC and one allowing the keys ABE, ADC, BBC and BDE. There is no solution, and indeed478

the Zygalski CSP is not PC (e.g., the consistent and valid assignemnt {key1 ← A, key2 ← B}479

cannot be extend to the third variable), yet the CSP is AC and SAC.480

7 Experimental Evaluation481

We ran experiments to verify the impact of SAC on this problem. The constraint model was482

implemented using the toolkit Choco [8].16 To emulate the Bombe, we force the heuristic483

to select the variables standing for the positions of the rotors (key) before other variables.484

In the version denoted Choco+SAC, we run SAC only once these variables are all assigned.485

When SAC does not fail, which corresponds to a stop of the Bombe, or in the default version486

denoted Choco, we let the constraint solver either find a solution for the variables plugboard,487

or prove that no solution exists for the current rotor position. For both methods we treated488

every variable in ref as the constant 0 as was done in the methods we discussed previously.489

Not doing so would increase the search space, and the number of solutions, by a factor 262.490

In order to generate benchmark instances, we used many cribs of length 12 from wikipedia491

texts that we ciphered using a random position of the rotors I, II and III of the first Enigma492

machine that was introduced in 1930 [9], and a random reflector.493

Fast: E K M F L G D Q V Z N T O W Y H X U S P A I B R C J
Middle: A J D K S I R U X B L H W T M C Q G Z N P Y F V O E
Slow: B D F H J L C P R T X V Z N Y E I W G A K M U S Q O
Reflector: P R Y Z L X O S Q K J E N M G A I B H W V U T F C D

494

16 The source code is available here: https://gitlab.laas.fr/vantuori/sacnigma.git.
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Crib Choco Choco+SAC

#inst. #cycle size #stops #sol. #solved CPU #fail #solved CPU #fail

10 0 12 128.4 17912 3 378 388790.7 10 1197 17448.6
10 0 13 242.8 12214 7 901 1036519.1 10 922 17334.3
10 0 14 5.6 593 7 989 968841.6 10 866 17570.4
10 0 15 2.0 26 8 438 414718.2 10 607 17574.0
10 0 16 1.0 14 8 1208 1251729.9 10 813 17575.0
10 1 11 68.6 124111 5 475 542790.6 10 908 17507.5
10 1 12 156.2 33912 6 958 1435607.2 10 751 17421.3
10 1 13 1.8 1182 5 604 693048.2 10 1061 17574.2
10 1 14 1.9 166 8 606 580758.1 10 748 17574.1
10 1 15 1.0 77 8 369 350508.9 10 560 17575.0
10 1 16 1.0 40 8 1057 1239245.6 10 832 17575.0
10 2 10 18.2 165837 4 604 585009.0 9 1048 17557.8
10 2 11 63.0 45071 7 637 958325.9 10 796 17515.3
10 2 12 1.2 2141 7 476 544253.6 10 734 17574.8
10 2 13 2.0 4002 4 391 378688.0 10 793 17574.0
10 2 14 1.0 85 9 391 376638.7 10 578 17575.0
10 2 15 1.0 39 7 715 798622.9 10 755 17575.0
10 2 16 1.0 32 9 352 349036.6 10 618 17575.0
10 3 9 7.6 240639 6 437 338330.8 9 907 17573.2
10 3 10 27.7 192315 2 451 659440.0 10 1267 17551.4
10 3 11 1.1 10001 5 719 987604.6 10 959 17574.9
10 3 12 2.1 19165 4 560 679398.8 10 916 17573.9
10 3 13 1.0 341 7 341 331790.3 10 696 17575.0
10 3 14 1.0 127 9 390 359362.0 10 534 17575.0
10 3 15 1.0 486 8 358 342439.2 10 528 17575.0
10 3 16 1.0 31 9 524 513744.6 10 612 17575.0

Table 2 Results of Choco and Choco+SAC on a range of cribs.

We selected 260 cribs, so that we uniformly cover a range of values for the following parameters:495

size of the menu (size), i.e., the number of vertices in the graph of the extracted menu and496

number of cycles (#cycle). The idea is that sparse or acyclic menus produce more stops. In497

particular Turing made an analysis of how many stops would occur according to the values498

of these parameters [2]. Therefore, higher number of cycles and lower menu size should make499

the problem easier. Moreover, we ignored menus with four or more connected components.500

We average the results on instances with same size and number of cycles.501

All experiments were run on 4 cluster nodes, with Intel Xeon CPU E5-2695 v4 2.10GHz502

cores running Linux Ubuntu 16.04.4. We ran both models for one hour or until completion503

on every instance. We report in Table 2 the characteristics of the cribs, the average number504

of solutions (#sol.), and the average number of solutions with distinct rotor positions, that505

is, the number of “stops” (#stops). Then, for both methods, we report the number of506

instances solved (#solved), that is, where all solutions have been enumerated within the507

one hour cutoff, the average CPU time (in seconds) over solved instances (CPU) and the508

average number of fails during search (#fail). We can observe that using SAC significantly509

improves the model: Choco solves about 65% of the instances in less than one hour, whereas510

Choco+SAC solves 99% of the instances in about 15 minutes in average. The number of fails511

of Choco+SAC shows clearly that, as expected, constraint propagation does not actually cut512

the search tree for the rotor positions. All of the 17576 possible keys are explored. However,513
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Figure 5 Cumulative probability to break the code in less than X seconds

it also shows that in the few cases where SAC does not fail (the stops), virtually every514

singleton arc consistent permutation of the plugboard is consistent with the crib. Indeed the515

solver does not fail, and the number of solutions may become relatively large in that case.516

On the other hand, the number of fails of Choco shows a more conventional picture where517

plugoard configurations are ruled out by a blend of propagation and search.518

The number of stops is lower than we would expect of the Bombe by about one or two519

orders of magnitude for low number of cycles. This is because we count only rotor positions520

for which a consistent plugboard configuration exists, whereas the Bombe stops as soon as a521

(slightly weaker form of) SAC can be enforced. Moreover, enforcing SAC on the constraint522

model takes advantage of propagation of the constraints modeling the plugboard (e.g., the523

AllDifferent constraint). Finally, the Bombe only takes into account the letters of the524

menu, i.e., it does not check that these extra letters too must have a legal plug connection.525

Interestingly, we observe that the number of solutions tends to be larger for denser and526

more cyclic menus, even though the number of consistent rotor positions decreases, as we527

would expect from the Bombe. It shows that there are many more consistent plugboard528

configurations in this case. Overall, those parameters have a lower impact on the constraint529

model as they seem to have had on the Bombe. Overall, the method Choco+SAC is not530

extremely fast, but it is very robust. The graph in Figure 5 shows that in the most favorable531

cases, not enforcing singleton arc consistency can be the most efficient approach.532

8 Conclusion533

We have shown that the method designed by Alan Turing and Gordon Welchman at Bletchley534

Park to break the Enigma code has uncanny similarities with applying Singleton Arc535

Consistency on a constraint satisfaction problem modeling the machine. Experiments show536

that indeed, Singleton Arc Consistency significantly reduces the computation time required537

to decipher a message. Moreover, the method designed by Marian Rejewski et al. before538

that can also be related to achieving Path Consistency on another constraint satisfaction539

problem.540
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Abstract

In this paper, we advocate the use of setwise contests for aggregating a set of input rankings
into an output ranking. We propose a generalization of the Kemeny rule where one min-
imizes the number of k-wise disagreements instead of pairwise disagreements (one counts
1 disagreement each time the top choice in a subset of alternatives of cardinality at most
k differs between an input ranking and the output ranking). After an algorithmic study
of this k-wise Kemeny aggregation problem, we introduce a k-wise counterpart of the ma-
jority graph. This graph reveals useful to divide the aggregation problem into several sub-
problems, which enables to speed up the exact computation of a consensus ranking. By in-
troducing a k-wise counterpart of the Spearman distance, we also provide a 2-approximation
algorithm for the k-wise Kemeny aggregation problem. We conclude with numerical tests.

Keywords: Computational social choice, Generalized Kemeny rule, Weighted majority
graph, Computational complexity

1. Introduction1

Rank aggregation aims at producing a single ranking from a collection of rankings of2

a fixed set of alternatives. In social choice theory (see, for example, the book by Moulin3

[2]), where the alternatives are candidates to an election and each ranking represents the4

preferences of a voter, aggregation rules are called Social Welfare Functions (SWFs). Apart5
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from social choice, rank aggregation has proved useful in many applications, including6

preference learning [3, 4], collaborative filtering [5], genetic map creation [6], similarity7

search in database systems [7] and design of web search engines [8, 9]. In the following, we8

use interchangeably the terms “input rankings” and “preferences”, “output ranking” and9

“consensus ranking”, as well as “alternatives” and “candidates”.10

The well-known Arrow’s impossibility theorem states that there exists no aggregation11

rule satisfying a small set of desirable properties [10]. In the absense of an “ideal” rule, var-12

ious aggregation rules have been proposed and studied. Following Fishburn’s classification13

[11], we can distinguish between the SWFs for which the output ranking can be computed14

from the majority graph alone, those for which the output ranking can be computed from15

the weighted majority graph alone, and all other SWFs. The majority graph is obtained16

from the input rankings by defining one vertex per alternative c and by adding an edge17

from c to c′ if c is preferred to c′ in a strict majority of input rankings. In the weighted18

majority graph, each edge is weighted by the majority margin. The many SWFs that rely19

on these graphs alone take therefore only pairwise comparisons into account to determine20

an output ranking. Note that Fishburn’s classification actually applies to social choice21

functions, which prescribe a subset of winning alternatives from a collection of rankings,22

but the extension to SWFs is straightforward. For a compendium of SWFs that rely solely23

on (weighted) majority graphs, we refer the reader to the book chapter by Zwicker [12].24

The importance of this class of SWFs can be explained by their connection with the25

Condorcet consistency property, stating: if there is a Condorcet winner (i.e., an alternative26

with outgoing edges to every other ones in the majority graph), then it should be ranked27

first in the output ranking. Nevertheless, as shown by Baldiga and Green [13], the lack of28

Condorcet consistency is not necessarily a bad thing, because this property may come into29

contradiction with the objective of maximizing voters’ agreement with the output ranking.30

The following example illustrates this point.31

Example 1 (Baldiga and Green [13]). Consider an election with 100 voters and 3 can-32

didates c1, c2, c3, where 49 voters have preferences c1 ≻ c2 ≻ c3, 48 have preferences33

c3 ≻ c2 ≻ c1 and 3 have preferences c2 ≻ c3 ≻ c1. Candidate c2 is the Condorcet win-34

ner, but is the top choice of only 3 voters. In contrast, candidate c1 is in slight minority35

against c2 and c3, but c1 is the top choice of 49 voters. This massive gain in agreement36

may justify to put c1 instead of c2 in first position of the output ranking.37

Following Baldiga and Green [13], we propose to handle this tension between the pairwise38

comparisons (leading to ranking c2 first) and the plurality choice (leading to ranking c1 first)39

by using SWFs that take into account not only pairwise comparisons but setwise contests.40

More precisely, given input rankings on a set C of candidates and k ∈ {2, . . . , |C|}, the41

idea is to consider the plurality score of each candidate c for each subset S⊆C such that42
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Table 1: Results of setwise contests in Example 1. The cell at the intersection of the row corresponding to
a set S and the column corresponding to a candidate c displays the number of voters who rank c first in S.

set c1 c2 c3
{c1, c2} 49 51 –
{c1, c3} 49 – 51
{c2, c3} – 52 48
{c1, c2, c3} 49 3 48

2≤|S|≤k, where the plurality score of c for S is the number of voters for which c is the top43

choice in S. The results of setwise contests for the preferences of Example 1 are given in44

Table 1 for k=3. Note that the three top rows obviously encode the same information as45

the weighted majority graph while the bottom row makes it possible to detect the tension46

between the pairwise comparisons and the plurality choice.47

One can then define a new class of SWFs, those that rely on the results of setwise48

contests alone to determine an output ranking. The many works that have been carried49

out regarding voting rules based on the (weighted) majority graph can be revisited in this50

broader setting. This line of research has already been investigated by Lu and Boutilier51

[14] and Baldiga and Green [13]. However, note that both of these works consider a setting52

where candidates may become unavailable after voters express their preferences. We do53

not make this assumption. We indeed believe that this new class of SWFs makes sense in54

the standard setting where the set of candidates is known and deterministic, as it amounts55

to generate an output ranking by examining the choices that are made by the voters on56

subsets of candidates of various sizes (while usually only pairwise choices are considered).57

A natural SWF in this class consists in determining an output ranking that minimizes58

the number of disagreements with the results of setwise contests for sets of cardinality at59

most k. This is a k-wise generalization of the Kemeny rule, obtained as a special case for60

k=2. We recall that the Kemeny rule consists in producing a ranking that minimizes the61

number of pairwise disagreements [15].62

Example 2. Let us come back to Example 1 and assume that we use the 3-wise Kemeny63

rule. Consider the output ranking r = c1 ≻ c2 ≻ c3. For set S = {c1, c2}, the number of64

disagreements with the results of setwise contests is 51 because c2 is the top choice in S for65

51 voters (see Table 1) while it is c1 for r. Similarly, the number of disagreements induced66

by {c1, c3}, {c2, c3} and {c1, c2, c3} are respectively 51, 48 and 3+48. The total number67

of disagreements is thus 51+51+48+3+48= 201. This is actually the minimum number68

of disagreements that can be achieved for these input rankings, which makes r the k-wise69

Kemeny ranking.70

The purpose of this paper is to study the k-wise Kemeny aggregation problem. Section 271
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formally defines the problem and reports on related work. Section 3 is devoted to some72

axiomatic considerations of the corresponding voting rule, and to an algorithmic study73

of the problem. More precisely, we show that the decision variant of the k-wise Kemeny74

aggregation problem is NP-complete for any constant k ≥ 2 and we provide an efficient75

fixed-parameter algorithm for parameterm which relies on dynamic programming. We then76

investigate a k-wise variant of the majority graph in Section 4. We prove that determining77

this graph is easy for k = 3 but becomes NP-hard for k > 3, and we show how to use it78

in a preprocessing step to speed up the computation of the output ranking. In Section 5,79

we propose a 2-approximation algorithm for the k-wise Kemeny aggregation problem, by80

introducing a k-wise variant of the Spearman distance. Numerical tests are presented81

in Section 6 to assess both the efficiency of our exact methods and the accuracy of our82

approximation algorithm.83

2. Preliminaries84

Adopting the terminology of social choice theory, we consider an election with a set85

V of n voters and a set C of m candidates. Each voter v has a complete and transitive86

preference order rv over candidates (also called ranking). The collection of these rankings87

defines a preference profile P .88

2.1. Notations and Definitions89

Let us introduce some notations related to rankings. We denote by R(C) the set of m!90

rankings over C. Given a ranking r and two candidates c and c′, we write c ≻r c
′ if c is in91

a higher position than c′ in r. Given a ranking r and a candidate c, rk(c, r) denotes the92

rank of c in r. For instance, rk(c, rv) = 1 if c is the preferred candidate of voter v (the93

candidate ranked highest in rv). Given a ranking r and a set S ⊆ C, we define rS as the94

restriction of r to S and topr(S) as the top choice (i.e., preferred candidate) in S according95

to r. Similarly, given a preference profile P and a set S ⊆ C, we define PS as the restriction96

of P to S. Lastly, we denote by tailk(r) (resp. headk(r)) the subranking compounded of97

the k least (resp. most) preferred candidates in r.98

We are interested in SWFs which, given a preference profile P , should return a consensus99

ranking which yields a suitable compromise between the preferences in P . One of the most100

well-known SWFs is the Kemeny rule, which selects a ranking r with minimal Kendall tau101

distance to P . We recall:102

103

Definition 1. The Kendall tau distance between two rankings r and r′ is defined by

δKT(r, r
′) =

∑

(c,c′)∈C2

disagreec,c′(r, r
′)
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where disagreec,c′(r, r
′) = 1 if c ≻r c

′ and c′ ≻r′ c, and 0 otherwise.104

Stated differently, δKT measures the distance between two rankings by the number of
pairwise disagreements between them. The distance δKT(r,P) between a ranking r and a
preference profile P is then obtained by summation:

δKT(r,P) =
∑

r′∈P
δKT(r, r

′).

105

However, the Kendall tau distance only takes into account pairwise comparisons, which106

may entail counterintuitive results as illustrated by Example 1. To address this issue, the107

Kendall tau distance can be generalized to take into consideration disagreements on sets of108

cardinality greater than two. Given a set S ⊆ C and t ≤ m, we denote by ∆t(S) the set109

of subsets of S of cardinality lower than or equal to t, i.e., ∆t(S)= {S ′ ⊆ S s.t. |S ′| ≤ t}.110

When S is not specified, it is assumed to be C, i.e., ∆t=∆t(C).111

Definition 2. Let k≥2 be an integer. The k-wise Kendall tau distance δkKT between r and
r′ is defined by:

δkKT(r, r
′) =

∑

S∈∆k

disagreeS(r, r
′)

where disagreeS(r, r
′)=1 if topr(S) ̸= topr′(S), and 0 otherwise.112

In other words, δkKT measures the distance between two rankings by the number of top-
choice disagreements on sets of cardinality lower than or equal to k. It is not hard to see
that δkKT(r, r

′) can also be computed by using the following formula:

δkKT(r, r
′) =

∑

(c,c′)∈C2

disagreec,c′(r, r
′) |∆k−2(Belowc(r) ∩ Belowc′(r′)|

=
∑

(c,c′)∈C2

disagreec,c′(r, r
′)

k−2∑

i=0

(| Belowc(r) ∩ Belowc′(r′)|
i

)
(1)

where Belowc(r) = {x ∈ C s.t. c ≻r x} is the set of candidates that are ranked below c113

in r. Formula 1 amounts to counting, for any pair {c, c′} of candidates such that c ≻r c′114

and c′ ≻r′ c, the number of sets in ∆k on which there is a disagreement because the115

top choice is c for r while it is c′ for r′. Such sets are of the form S ∪ {c, c′}, where116

S ∈ ∆k−2(Belowc(r)∩ Belowc′(r′)), otherwise c and c′ would not be the top choices. Hence117

the formula.118

Several observations can be made regarding δkKT. Firstly, the following result states that119

δkKT has all the properties of a distance:120
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Proposition 1. The function δkKT has all the properties of a distance: non-negativity, iden-121

tity of indiscernibles, symmetry and triangle inequality.122

Proof. Non-negativity and symmetry are obvious from the definition of δkKT. It also verifies123

identity of indiscernibles: if δkKT(r, r
′) = 0, then rankings r and r′ must in particular agree124

on each pairwise comparison, hence δKT(r, r
′)= 0 and r= r′ because δKT verifies identity of125

indiscernibles. Lastly, triangular inequality comes from the fact that given three rankings126

r1, r2 and r3 and a set S, disagreeS(r1, r3) ≤ disagreeS(r1, r2) + disagreeS(r2, r3).127

Secondly, as mentioned in the introduction, we have δ2KT=δKT. Thirdly and maybe most128

importantly, δkKT(r, r
′) can be computed in polynomial time in the number m of candidates:129

Proposition 2. Given two rankings r and r′, δkKT(r, r
′) can be computed in O(m3) by using130

Formula 1.131

Proof. We prove the O(m3) complexity of the method. First note that the computation of132

all binomial coefficients
(
p
i

)
for i ∈ {0, . . . , k−2} and p ∈ {i, . . . ,m−2} can be performed133

in O(mk) thanks to Pascal’s formula
(
p
i

)
+
(

p
i+1

)
=
(
p+1
i+1

)
. Then the computation of the134

sums
∑k−2

i=0

(
p
i

)
for p ∈ {0, . . . ,m− 2} can also be computed in O(mk). For each pair135

{c, c′} of candidates such that topr({c, c′}) = c and topr′({c, c′}) = c′, the computation136

of | Belowc(r) ∩ Belowc′(r
′)| can be performed in O(m). As there are at most O(m2) such137

pairs, the overall complexity of the method is O(m3 +mk) = O(m3).138

The distance δkKT induces a new SWF, the k-wise Kemeny rule, which, given a profile P ,
returns a ranking r with minimal distance δkKT to P , where:

δkKT(r,P) =
∑

r′∈P
δkKT(r, r

′).

Note that this coincides with the rule we used in the introduction, by commutativity of
addition:

∑

r′∈P

∑

S∈∆k

disagreeS(r, r
′) =

∑

S∈∆k

∑

r′∈P
disagreeS(r, r

′).

Determining a consensus ranking for this rule induces an optimization problem that we139

term the k-wise Kemeny Aggregation Problem (k-KAP for short).140

k-WISE KEMENY AGGREGATION PROBLEM (k-KAP)
INSTANCE: A profile P with n voters and m candidates.
SOLUTION: A ranking r of the m candidates minimizing δkKT(r,P).

141

142
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When discussing the complexity of the problem, we may also refer to the decision version143

of the problem, k-KAP-DEC:144

k-KAP-DEC
INSTANCE: A profile P with n voters and m candidates and a threshold τ ∈ N.
QUESTION: Does there exist a ranking r of the m candidates such that δkKT(r,P) ≤ τ?

145

146

2.2. Related Work147

Several other variants of the Kemeny rule have been proposed in the literature, either148

to obtain generalizations able to deal with partial or weak orders [9, 16], to penalize more149

some pairwise disagreements than others [17], or to account for candidates that may become150

unavailable after voters express their preferences [13, 14].151

Despite its popularity, the Kemeny rule has received several criticisms. One of them is152

that the Kendall tau distance counts equally the disagreements on every pair of candidates.153

This property is undesirable in many settings. For instance, with a web search engine, a154

disagreement on a pair of web pages with high positions in the considered rankings should155

have a higher cost than a disagreement on pairs of web pages with lower ones. This drawback156

motivated the introduction of weighted Kendall tau distances by Kumar and Vassilvitskii157

[17].158

2.2.1. Comparison between the k-wise and the weighted Kendall tau distances159

As mentioned above, Kumar and Vassilvitskii proposed that disagreements on highly160

ranked candidates be more costly than disagreements on lowly ranked ones. To achieve this,161

they defined a position-weighted version of Kendall tau, denoted by Kw, where an inversion162

of the two candidates at positions i and i− 1 has a cost wi. For convenience, a cost w1 = 1163

is also defined. Given the costs wi, one can then measure the average swap-cost of moving164

a candidate from position i to j by computing the ratio
pi−pj
i−j

where pi =
∑i

j=1wj. This165

observation motivated the following definition for a position-weighted version of Kendall166

tau [17]:167

Definition 3. Let w=(w1, . . . , wm) be a vector of m weights wi>0. The position-weighted
Kendall tau distance Kw between r and r′ is defined by:

Kw(r, r
′) =

∑

(c,c′)∈C2

disagreec,c′(r, r
′) p(r, r′, c)p(r, r′, c′)

where p(r, r′, c) =
prk(c,r) − prk(c,r′)
rk(c, r)− rk(c, r′)

and p(r, r′, c) = 1 if rk(c, r) = rk(c, r′).168

7



Put another way, if two rankings r and r′ disagree on a pairwise comparison between169

two candidates c and c′, then the cost of this disagreement is weighted by the product of the170

average swap-cost of moving c from its position in r to its position in r′ with the average171

swap-cost of moving c′ from its position in r to its position in r′. Note that if wi = 1 for172

all i in {1, . . . ,m}, one obtains the usual Kendall tau distance.173

Both the position-weighted Kendall tau distance and the k-wise Kendall tau distance174

can be used in order to penalize more strongly disagreements on candidates with high175

ranks (i.e., candidates that appear near the top of the ranking). For the k-wise Kendall tau176

distance, this property results from the fact that for a pair {c, c′} such that topr({c, c′}) ̸=177

topr′({c, c′}) the number of resulting subsets S for which topr(S) ̸=topr′(S) is all the larger178

as c and c′ are ranked high in r and r′. Note however that the position-weighted Kendall tau179

distance requires to specify the m− 1 parameters w2, . . . , wm, the tuning of which does not180

seem to be obvious. In comparison, the k-wise Kendall tau distance only requires to choose181

the value of k, from which the cost of each disagreement on a pair {c, c′} of candidates is182

naturally entailed: it corresponds to the number of subsets of C of size less than or equal to183

k for which the top choice in r is c while the top choice in r′ is c′ (see Section 2, Equation 1184

for the formal expression of swap-costs according to k).185

Let us illustrate with the following example that the k-wise Kendall tau distance is also186

well suited to penalize more the disagreements involving alternatives at the top of the input187

rankings.188

Example 3. Consider rankings r1, r2, r3 defined by c1 ≻r1 c2 ≻r1 c3, c1 ≻r2 c3 ≻r2 c2, and189

c2 ≻r3 c1 ≻r3 c3. We have δKT(r1, r2) = δKT(r1, r3) = 1 while δ3KT(r1, r2) = 1 < 2 = δ3KT(r1, r3)190

because r1 and r3 disagree on both subsets {c1, c2} and {c1, c2, c3}. Put another way,191

δ3KT(r1, r3) > δ3KT(r1, r2) because r1 and r3 disagree on their top-ranked alternatives whereas192

r1 and r2 disagree on the alternatives ranked in the last places.193

2.3. Comparison with aggregation models where candidates may become unavailable194

The two works closest to ours are related to another extension of the Kemeny rule.195

This extension considers a setting in which, besides the fact that voters have preferences196

over a set C, the election will in fact occur on a subset S ⊆ C drawn according to a197

probability distribution [13, 14]. The optimization problem considered is then to find a198

consensus ranking r which minimizes, in expectation, the number of voters’ disagreements199

with the chosen candidate in S (a voter v disagrees if toprv(S) ̸=topr(S)). The differences200

between the work of Baldiga and Green [13] and the one of Lu and Boutilier [14] are then201

twofold. Firstly, while Baldiga and Green mostly focused on the axiomatic properties of202

this aggregation procedure, the work of Lu and Boutilier has more of an algorithmic flavor.203

Secondly, while Baldiga and Green mostly study a setting in which the probability P(S) of204

S is only dependent on its cardinality (i.e., P(S) is only a function of |S|), Lu and Boutilier205
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study a setting that can be viewed as a special case of the former, where each candidate is206

absent of S independently of the others with a probability p (i.e., P(S) = p|C\S|(1− p)|S|).207

The Kemeny aggregation problem can be formulated in both settings, either by defining208

P(S)=0 for |S|≥3, or by defining a probability p that is “sufficiently high” w.r.t. the size209

of the instance [14]. Lu and Boutilier conjectured that the determination of a consensus210

ranking is NP-hard in their setting, designed an exact method based on mathematical211

programming, two approximation greedy algorithms and a polynomial-time approximation212

scheme.213

Our model can be seen as a special case of the model of Baldiga and Green where the214

set S is drawn uniformly at random within the set of subsets of C of cardinality smaller215

than or equal to a given constant k≥ 2. While it cannot be casted in the specific setting216

studied by Lu and Boutilier, our model is closely related and may be used to obtain new217

insights on their work.218

3. Aggregation with the k-wise Kemeny Rule219

In this section, we investigate the axiomatic properties of the k-wise Kemeny rule, and220

then we turn to the algorithmic study of k-KAP.221

3.1. Axiomatic Properties of the k-wise Kemeny Rule222

Several properties of the k-wise Kemeny rule have already been studied by Baldiga and223

Green [13], because their setting includes the k-wise Kemeny rule as a special case. Among224

other things, they showed that the rule is not Condorcet consistent. That is to say, a225

Condorcet winner may not be ranked first in any consensus ranking even when one exists,226

as illustrated by Example 2. The example indeed shows that the k-wise Kemeny rule is not227

Condorcet consistent for k= 3, as the Condorcet winner is not ranked first in the unique228

consensus ranking for the 3-wise Kemeny rule. Note that any k > 3 would yield the same229

consensus ranking, as there are only m=3 candidates in the profile, hence the result holds230

for any k≥3. The example can be generalized to show that the result holds even if m≥k:231

Proposition 3. The k-wise Kemeny rule is not Condorcet consistent for any k ≥ 3, even232

if m ≥ k.233

Proof. We provide an example similar to Example 2. Consider an election with k candidates234

c1, c2, . . . , ck and 100 voters, with:235

– 49 voters having preferences r1 defined by c1 ≻ c2 ≻ c3 ≻ c4 ≻ . . . ≻ ck;236

– 49 voters having preferences r2 defined by c3 ≻ c2 ≻ c1 ≻ c4 ≻ . . . ≻ ck;237

– 2 voters having preferences r3 defined by c2 ≻ c1 ≻ c3 ≻ c4 ≻ . . . ≻ ck.238

Note that c2 is a Condorcet winner and that the ranking r1 has a k-wise Kemeny score239
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worth 0 + 49 × (2k−2 + 2k−3 + 2k−3) + 2 × 2k−2 =100 × 2k−2 while ranking r3 has a score240

worth 49× 2k−2 + 49× (2k−2 + 2k−3) + 0=122.5× 2k−2. It is easy to convince oneself that241

r3 is the best possible ranking if c2 is ranked first. Indeed, candidates c1, c2 and c3 are242

ranked higher than other candidates in all three rankings r1, r2 and r3 and therefore should243

be placed at the top in a consensus ranking (see Lemma 1). Additionally, c1 and c3 have244

symmetric positions in rankings r1 and r2, and c1 is preferred to c3 in r3, thus c1 should be245

placed before c3 in a consensus ranking. The result follows.246

The authors also show that the k-wise Kemeny rule is neutral, i.e., all candidates are247

treated equally, and that for k ≥ 3 it is different from any positional method or any method248

that uses only the pairwise majority margins (among which is the standard Kemeny rule).249

We provide here some additional properties satisfied by the k-wise Kemeny rule:250

• Monotonicity : up-ranking cannot harm a winner; down-ranking cannot enable a loser251

to win. Let us state this axiom more formally. Let R∗
P denote the set of consensus252

rankings for preference profile P . Then for any candidate c ∈ C and profiles P253

and P ′ such that P ′ can be obtained from P by decreasing the position of c in254

some ranking in P (all other things being equal): c ∈ {topr(C) : r ∈ R∗
P ′} implies255

c ∈ {topr(C) : r ∈ R∗
P} and c /∈ {topr(C) : r ∈ R∗

P} implies c /∈ {topr(C) : r ∈ R∗
P ′}.256

• Unanimity : if all voters rank c before c′, then c is ranked before c′ in any consensus257

ranking.258

• Reinforcement : let R∗
P and R∗

P ′ denote the sets of consensus rankings for preference259

profiles P and P ′ respectively. If R∗
P ∩R∗

P ′ ̸= ∅ and P ′′ is the profile obtained by260

concatenating P and P ′, then R∗
P ′′ = R∗

P ∩R∗
P ′ .261

Examples of voting rules for which the monotonicity property does not hold are plurality with262

run-off (a two-round election system where, if some candidate is top ranked by a majority263

of the voters, it wins in round 1; otherwise, round 2 consists of the majority rule applied to264

the two candidates with highest plurality score in round 1) and single transferable vote (at265

each stage, the candidate with lowest plurality score is dropped from all votes and each vote266

for which this candidate was top ranked is transferred to the next remaining candidate in267

the ranking; at the first stage for which some candidate c sits atop a majority of the votes,268

c is declared the winner). For more details, the reader may refer to the book chapter by269

Zwicker [12]. The unanimity property is obviously desirable for any reasonable voting rule.270

Finally, the reinforcement property has been introduced by Young [18], originally calling it271

consistency, for the axiomatization of Borda’s rule viewed as a social choice function, i.e.,272

returning a (set of) winning candidate(s). Reinforcement states that a candidate elected273

by two disjoint electorates should remain a winning candidate if one merges the voters,274
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and that a candidate elected by only one electorate is in some sense not as “good” as a275

candidate elected by both electorates. The adaptation of the property to social welfare276

functions, i.e., functions returning a (set of) consensus ranking(s), has been proposed by277

Young and Levenglick [19] for an axiomatic characterization of Kemeny’s rule: they show278

that it is the unique Condorcet consistent social welfare function that satisfy neutrality and279

reinforcement, where the neutrality property states that all candidates are treated equally280

(in the sense that permuting the names of the candidates in the input rankings result in281

the same permutation in the consensus rankings).282

While the fact that the k-wise Kemeny rule satisfies neutrality and reinforcement is283

quite obvious from its definition, the two following results state that the monotonicity and284

unanimity conditions also hold.285

Proposition 4. The k-wise Kemeny rule satisfies monotonicity.286

Proof. Let r be a ranking and v be a voter such that c and c′ are consecutive in rv and287

c′ ≻rv c. Let us denote by rc↔c′
v the ranking obtained from rv by switching the positions288

of c and c′. Then, the sets S for which toprv(S) ̸= toprc↔c′
v

(S) are of the form {c, c′} ∪ S ′
289

where S ′ ⊆ Belowc(rv). Furthermore, if such a set S contains a candidate c′′ such that290

c′′ ≻r topr({c, c′}), then we will both have topr(S) ̸= toprv(S) and topr(S) ̸= trc↔c′
v

(S).291

Hence, the sets which account for the difference between δkKT(r, rv) and δkKT(r, r
c↔c′
v ) are of292

the form {c, c′} ∪ S ′ where S ′ ⊆ Belowc(rv) ∩ Belowtopr({c,c′})(r).293

More precisely, using Equation 1, we obtain that δkKT(r, r
c↔c′
v ) is equal to:294

• δkKT(r, rv)−
∑k−2

i=0

(| Belowc′ (rv)∩Belowc(r)|
i

)
if c ≻r c

′;295

• δkKT(r, rv) +
∑k−2

i=0

(| Belowc(rv)∩Belowc′ (r)|
i

)
if c′ ≻r c.296

Hence, δkKT(r, rv) will decrease if r ranks c before c′ and the decrease is maximal when c is297

ranked first in r (because it maximizes | Belowc′(rv)∩Belowc(r)|). Repeating this argument298

shows that no winner is harmed by up-ranking. Similarly, δkKT(r, rv) will increase if r ranks299

c′ before c and the increase is maximal when c′ is ranked first in r (because it maximizes300

| Belowc(rv)∩ Belowc′(r)|). Repeating this argument shows that no loser can win by down-301

ranking.302

Proposition 5. The k-wise Kemeny rule satisfies unanimity.303

Proof. Let c, c′ ∈ C be two candidates and P be a preference profile such that for all ranking304

r′′ in P , c ≻r′′ c
′. Let r be a ranking such that c′ ≻r c, and r′ be the ranking obtained from305

r by exchanging the positions of c′ and c. Moreover, let K denote the set of candidates306

between c and c′ in r. Let us assume for the sake of contradiction that r minimizes δkKT(·,P).307
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We will prove that for any r′′ ∈ P , δkKT(r′, r′′) < δkKT(r, r
′′). Let r′′ ∈ P and S ⊆ C such308

that topr′(S) ̸= topr′′(S) and topr(S) = topr′′(S). Then S must contain either c or c′, and309

does not contain any element ranked higher than c′ in r because otherwise we would have310

topr(S) = topr′(S). This implies that either topr′(S) = c (if c ∈ S) or topr(S) = c′ (if311

c′ ∈ S). These situations are exclusive: there cannot be both c and c′ in S as we cannot312

have topr′′(S) = c′ if c ∈ S. To sum up, there are two possibilities:313

1. topr′(S) = c and topr′′(S) = topr(S) = c′′ is in K. This implies that c′′ is the second314

choice of r′ in S and that c′′ ≻r′′ c
′ as c′′ ≻r′′ c. In this case, necessarily, c′ ̸∈ S and315

we consider S ′ = (S \ {c}) ∪ {c′}.316

2. topr′(S) ∈ K and topr′′(S) = topr(S) = c′. In this case, necessarily, c ̸∈ S and we317

consider S ′ = S ∪ {c}.318

In both cases, we obtain a set S ′ such that topr′(S
′) = topr′′(S

′) and topr(S
′) ̸= topr′′(S

′).319

Note that any set S will induce a different S ′ and that {c, c′} is not one of these sets S ′.320

As we also have topr′({c, c′}) = topr′′({c, c′}) and topr({c, c′}) ̸= topr′′({c, c′}), this proves321

that for any r′′ ∈ P , δkKT(r′, r′′) < δkKT(r, r
′′) and hence the claim.322

Besides, the k-wise Kemeny rule does not satisfy Independence of irrelevant alternatives,323

i.e., the relative positions of two candidates in a consensus ranking can depend on the324

presence of other candidates. Let us illustrate this point with the following example.325

Example 4. Considering the preference profile from Example 1, the only consensus ranking326

for δ3KT is c1≻c2≻c3. Yet, without c3 the only consensus ranking would be c2≻c1.327

Lastly, note that there exists a noise model such that the k-wise Kemeny rule can be328

interpreted as a maximum likelihood estimator [20]. In this view of voting, one assumes329

that there exists a “correct” ranking r, and each vote corresponds to a noisy perception330

of this correct ranking. Consider the conditional probability measure P on R(C) defined331

by P(r′|r)∝ e−δkKT(r,r
′). It is easy to convince oneself that the k-wise Kemeny rule returns332

a ranking r∗ that maximizes P(P |r∗) =∏r′∈P P(r′|r∗) and is thus a maximum likelihood333

estimate of r.334

3.2. Computational Complexity of k-KAP335

We now turn to the algorithmic study of k-KAP. After providing a hardness result, we336

will design an efficient Fixed Parameter Tractable (FPT) algorithm for parameter m.337

While k-KAP is obviously NP-hard for k = 2 as it then corresponds to determining a338

consensus ranking w.r.t. the Kemeny rule, we strengthen this result by showing that k-339

KAP-DEC is also NP-complete for any constant value k≥3. To prove this result, we first340

need two lemmas.341
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Lemma 1. If the candidates in a set S ⊆ C are ranked in the |S| last positions by all342

voters and in the same order, then for any k ≥ 2, any consensus ranking w.r.t. the k-wise343

Kemeny rule has the same property.344

Proof. This is a simple consequence of the unanimity property that is satisfied by the k-wise345

Kemeny rule.346

Lemma 2. For any p ∈ N∗ and ε ∈ (0, 1
2p
) we have the following inequality:

(1 + ε)p < 1 + 2pε

Proof. We prove the claim by induction. It is obvious for p= 1. Consider the claim true
for p=k, then for ε ∈ (0, 1

2(k+1)
)

(1+ε)k+1=(1 + ε)(1+ε)k <(1+ε)(1+2kε)

=1+2kε+ε+2kε2 <1+2(k + 1)ε

where the first inequality uses the induction hypothesis and the second inequality uses the347

fact that 2kε2<ε because 2kε<1 for ε∈(0, 1
2(k+1)

).348

We can now prove the hardness result, by using a reduction from 2-KAP-DEC.349

Theorem 1. For any constant k≥3, k-KAP-DEC is NP-complete, even if the number of350

voters equals 4 or if the average range of candidates is less than or equal to 2 (where the351

range of a candidate c is defined by maxr∈P rk(c, r) − minr∈P rk(c, r) + 1 and the average352

is taken over all candidates).353

Proof. Membership in NP follows from Proposition 2. We obtain our hardness result via a354

reduction from the standard Kemeny aggregation problem (2-KAP-DEC), which is known355

to be NP-complete [21]. Consider a preference profile P with n ≥ 1 voters and m ≥ k ≥ 3356

candidates and an integer τ . We wish to determine if there exists a ranking r of the m357

candidates such that δKT(r,P) ≤ τ . Stated otherwise, we wish to determine if the Kemeny358

score of a consensus ranking is lower than or equal to τ . Note that we can assume m ≥ k359

as k is a constant and 2-KAP is fixed parameter tractable w.r.t. m [22]. We add to the360

problem λ=4nm4 candidates c∗1, . . . , c
∗
λ that are ranked last by all voters and in the same361

order, i.e., c∗1 ≻r . . . ≻r c
∗
λ for all r in P . We denote the resulting set of candidates by C ′

362

(i.e., C ′=C ∪ {c∗1, . . . , c∗λ}) and the resulting preference profile by P ′. By using Lemma 1,363

we will restrict our attention to rankings that rank these additional voters last and in the364

same order as the voters, because they are the only possible consensus rankings. Lastly, in365

the resulting k-KAP-DEC instance, we set τ ′ = (1 +
∑k−2

i=1

(
4nm4

i

)
)(τ + 1)− 1.366
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Given two such rankings r and r′, we have by Equation 1 that δkKT(r, r
′) is equal to:

∑

(c,c′)∈C2

disagreec,c′(r, r
′)

k−2∑

i=0

(| Belowc(rC) ∩ Belowc′(r′C)|+ λ

i

)

=
∑

(c,c′)∈C2

disagreec,c′(r, r
′)

(
1 +

k−2∑

i=1

(| Belowc(rC) ∩ Belowc′(r′C)|+ λ

i

))

because there is no disagreement for {c, c′} ̸⊆ C and
(| Belowc(rC)∩Belowc′ (r′C)|+λ

0

)
=1.367

From 0 ≤ | Belowc(rC) ∩ Belowc′(r′C)| < m, we deduce:

k−2∑

i=1

(
λ

i

)
≤

k−2∑

i=1

(| Belowc(rC) ∩ Belowc′(r′C)|+ λ

i

)
<

k−2∑

i=1

(
m+ λ

i

)
.

Consequently:

δKT(rC , r
′
C)

(
1 +

k−2∑

i=1

(
λ

i

))
≤ δkKT(r, r

′) < δKT(rC , r
′
C)

(
1 +

k−2∑

i=1

(
m+ λ

i

))

because
∑

(c,c′)∈C2

disagreec,c′(r, r
′) = δKT(rC , r

′
C); from which we obtain:

δKT(rC ,P)
(
1 +

k−2∑

i=1

(
λ

i

))
≤ δkKT(r,P ′) < δKT(rC ,P)

(
1 +

k−2∑

i=1

(
m+ λ

i

))
(2)

because
∑

r′∈P ′ δKT(rC , r
′
C) = δKT(rC ,P) and

∑
r′∈P ′ δkKT(r, r

′) = δkKT(r,P ′), provided that368

tailλ(r)=c∗1≻r . . .≻r c
∗
λ and tailλ(r

′)=c∗1≻r′ . . .≻r′ c
∗
λ ∀r′∈P ′.369

Now, note that:

(
m+ λ

i

)
=

λ!

i!(λ− i)!

∏m
j=1(λ+ j)∏m

j=1(λ− i+ j)
=

(
λ

i

) m∏

j=1

λ+ j

λ+ j − i
. (3)

If one sets λ=4nm4, the following inequalities hold:

4nm4 + j

4nm4 + j − i
= 1 +

i

4nm4 + j − i
≤ 1 +

i

4nm4 − i

≤ 1 +
2i

4nm4
≤ 1 +

1

2nm3
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where the second inequality follows from 4nm4/(4nm4 − i) ≤ 2 for i ∈ J1,mK.370

From Equation 3, we deduce then:

(
m+ 4nm4

i

)
≤
(
4nm4

i

)
(1 +

1

2nm3
)m ≤

(
4nm4

i

)
(1 +

1

nm2
)

where the second inequality follows from Lemma 2 with ε = 1
2nm3 because 1

2nm3 <
1
2m

for371

m≥3.372

Coming back to Equation 2, this implies:

δKT(rC ,P) ≤
δkKT(r,P ′)

1 +
∑k−2

i=1

(
4nm4

i

) < δKT(rC ,P) +
1

nm2
δKT(rC ,P)

and therefore:

δKT(rC ,P) ≤
δkKT(r,P ′)

1 +
∑k−2

i=1

(
4nm4

i

) < δKT(rC ,P) + 1

because δKT(rC ,P) ≤ n
(
m
2

)
≤ nm2. In particular, δKT(rC ,P) ≤ τ for an integer τ iff373

δkKT(r,P ′) ≤ (1 +
∑k−2

i=1

(
4nm4

i

)
)(τ + 1)− 1 = τ ′. This shows that (P , τ) is a yes instance of374

2-KAP-DEC iff (P ′, τ ′) is a yes instance of k-KAP-DEC.375

It is known that 2-KAP-DEC is NP-complete even if the number n of voters equals 4 [9]376

and even if the average range of candidates equals 2 [22]. As the reduction above preserves377

the number of voters and decreases the average range of candidates, the same results hold378

for k-KAP-DEC.379

Although the above proof uses a conversion from the k-wise Kemeny rule to the standard380

Kemeny rule, note that it means in no way that both rules are equivalent. There indeed381

exist instances with arbitrary large sets of candidates such that the k-wise Kemeny rule382

differs from the Kemeny rule. Consider for instance the election described in Example 1.383

The only k-wise Kemeny consensus ranking is c1 ≻ c2 ≻ c3, while the only pairwise Kemeny384

consensus ranking is c2 ≻ c3 ≻ c1. Now modify the preference profile of the previous election385

by adding candidates c4 to ck, with k arbitrarily large such that for any ranking r in the386

new preference profile, headk−3(r) = ck ≻ ck−1 ≻ . . . ≻ c4. With this new preference profile,387

the only k-wise Kemeny consensus ranking is ck ≻ ck−1 ≻ . . . ≻ c4 ≻ c1 ≻ c2 ≻ c3, while388

the only pairwise Kemeny consensus ranking is ck ≻ ck−1 ≻ . . . ≻ c4 ≻ c2 ≻ c3 ≻ c1.389

Despite Theorem 1, k-KAP is obviously FPT w.r.t. the number m of candidates, by390

simply trying the m! rankings in R(C). We now design a dynamic programming procedure391

which significantly improves this time complexity.392
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Proposition 6. If r∗ is an optimal ranking for k-KAP, then δkKT(r
∗,P) = dkKT(C), where,

for any subset S ⊆ C, dkKT(S) is defined by the recursive relation:

dkKT(S) = min
c∈S

[dkKT(S \ {c})

+
∑

r∈PS

∑

c′≻rc

k−2∑

i=0

(|S| − rk(c′, r)− 1

i

)
] (4)

dkKT(∅) = 0.

Proof. Given S ⊆ C and c ∈ S, let us define Rc(S) as {r ∈ R(S) s.t. topr(S) = c}. The
set ∆k(S) can be partitioned into ∆k

c (S) = {S ′ ∈ ∆k(S) s.t. c ∈ S ′} and ∆k
c (S) = {S ′ ∈

∆k(S) s.t. c ̸∈ S ′} = ∆k(S \ {c}). Given a preference profile P over C and a ranking
r̂∈Rc(S), the summation defining δkKT(r̂,PS) breaks down as follows:

δkKT(r̂,PS) =
∑

r∈PS

∑

S′∈∆k(S)

disagreeS′(r̂, r)

= δkKT(r̂S\{c},PS\{c}) +
∑

r∈PS

∑

S′∈∆k
c (S)

disagreeS′(r̂, r). (5)

Using the same reasoning as in Equation 1 on page 5, the second summand in Equation 5
can be rewritten as follows:

∑

r∈PS

∑

c′≻rc

k−2∑

i=0

(| Belowc(r̂) ∩ Belowc′(r)|
i

)

because topr̂(S
′) = c for all S ′∈∆k

c (S). Note that Belowc(r̂)=S\{c} and Belowc′(r)={c′′∈
S s.t. c′≻r c

′′} ⊆S, thus | Belowc(r̂) ∩ Belowc′(r)|= |S| − rk(c′, r)− 1. Hence, δkKT(r̂,PS) is
equal to:

δkKT(r̂S\{c},PS\{c}) +
∑

r∈PS

∑

c′≻rc

k−2∑

i=0

(|S| − rk(c′, r)− 1

i

)
. (6)

Consider now a ranking r∗ ∈ R(S) such that δkKT(r
∗,PS) = minr∈R(S) δ

k
KT(r,PS). We have:

δkKT(r
∗,PS) = min

c∈S
min

r̂∈Rc(S)
δkKT(r̂,PS)

= min
c∈S

(
( min
r̂∈R(S\{c})

δkKT(r̂,PS\{c}))

+
∑

r∈PS

∑

c′≻rc

k−2∑

i=0

(|S| − rk(c′, r)− 1

i

))
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because the second summand in Equation 6 does not depend on r̂ (it only depends on c,393

which is the argument of the first min operator). If one denotes minr∈R(S) δ
k
KT(r,PS) by394

dkKT(S), one obtains Equation 4. This concludes the proof.395

A candidate c∈S that realizes the minimum in Equation 4 can be ranked in first position396

in an optimal ranking for PS. Once dkKT(S) is computed for each S ⊆ C, a ranking r∗397

achieving the optimal value dkKT(C) can thus be determined recursively starting from S=C.398

The complexity of the induced dynamic programming method is O(2mm2n) as there are 2m399

subsets S ⊆ C to consider and each value dkKT(S) is computed in O(m2n) by Equation 4.400

The min operation is indeed performed on m values and the sum
∑

c′≻rc

∑k−2
i=0

(|S|−rk(c′,r)−1
i

)
401

is computed incrementally in O(m), which entails an O(mn) complexity for the second402

summand in Equation 4 (the n factor is due to the sum over all r∈PS). The computation403

of binomial coefficients
(
p
i

)
for i ∈ {0, . . . , k − 2} and p ∈ {i, . . . ,m − 2} is performed in404

O(mk) in a preliminary step thanks to Pascal’s formula.405

4. The k-Wise Majority Digraph406

We now propose and investigate a k-wise counterpart of the pairwise majority digraph,407

that will be used in a preprocessing procedure for k-KAP.408

As stated in the introduction, the pairwise Kemeny rule is strongly related to the pair-409

wise majority digraph. We denote by GP the pairwise majority digraph associated to profile410

P . We recall that in this digraph, there is one vertex per candidate, and there is an arc411

from candidate c to candidate c′ if a strict majority of voters prefers c to c′. In the weighted412

pairwise majority digraph, each arc (c, c′) is weighted by wP(c, c′) := |{r ∈ P s.t. c ≻r413

c′}| − |{r ∈ P s.t. c′ ≻r c}|.414

Example 5. Consider a profile P with 10 voters and 6 candidates such that:415

– 4 voters have preferences c1 ≻ c2 ≻ c4 ≻ c3 ≻ c5 ≻ c6;416

– 4 voters have preferences c1 ≻ c3 ≻ c2 ≻ c4 ≻ c5 ≻ c6;417

– 1 voter has preferences c6 ≻ c1 ≻ c2 ≻ c4 ≻ c3 ≻ c5;418

– 1 voter has preferences c6 ≻ c1 ≻ c4 ≻ c3 ≻ c2 ≻ c5.419

The weighted pairwise majority digraph GP is displayed on the left of Figure 1.420

From GP , we can define a set of consistent rankings:421

Definition 4. Let G be a digraph whose vertices correspond to the candidates in C. Let422

B1(G), . . . , Bσ(G)(G) denote the subsets of C corresponding to the Strongly Connected Com-423

ponents (SCCs) of G, and O(G) denote the set of linear orders <G on {1, . . . , σ(G)} such424

that if there exists an arc (c, c′) from c∈Bi(G) to c′∈Bj(G) then i<G j. Given <G∈O(G),425

we say that a ranking r is consistent with <G if the candidates in Bi are ranked before the426

ones of Bj when i<G j.427
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Figure 1: Weighted k-wise majority digraph in Example 5 for k = 2 (left) and k = 3 (right).

The following result states that, for any <GP∈O(GP), there exists a consensus ranking428

for δKT among the rankings consistent with <GP .429

Theorem 2 (Theorem 16 in [23], by Charon and Hudry). Let P be a profile over C
and assume that the SCCs of GP are numbered according to a linear order <GP∈O(GP).
Consider the ranking r∗, consistent with <GP , obtained by the concatenation of rankings
r∗1, . . . , r

∗
t(GP ) where δKT(r

∗
i ,PBi(GP ))=minr∈R(Bi(GP )) δKT(r,PBi(GP )). We have:

δKT(r
∗,P)= min

r∈R(C)
δKT(r,P).

That is, r∗ is a consensus ranking according to the Kemeny rule. Furthermore, if O(GP) =430

{<GP} and wP(c, c′) > 0 for all c ∈ Bi(GP) and c′ ∈ Bj(GP) when i<GP j, then all consensus431

rankings are consistent with <GP .432

This result does not hold anymore if one uses δkKT (with k≥3) instead of δKT, as shown433

by the following example.434

Example 6. Let us denote by P the profile of Example 1. The pairwise majority digraph435

GP has three SCCs B1(GP) = {c2}, B2(GP) = {c3} and B3(GP) = {c1}. In this example,436

O(GP) = {<GP} where 1 <GP 2 <GP 3. The only ranking consistent with <GP is c2 ≻ c3 ≻ c1437

while the only consensus ranking w.r.t. the 3-wise Kemeny rule is c1 ≻ c2 ≻ c3.438

In order to adapt Theorem 2 to the k-wise Kemeny rule, we now introduce the con-439

cept of k-wise majority digraph. Let ∆k
cc′(S)={S ′ ∈ ∆k(S) s.t. {c, c′} ⊆ S ′}. If S is not440

specified, it is assumed to be C. Given a ranking r, we denote by ∆k
r(S, c, c

′) the set441
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{S ′ ∈∆k
cc′(S) s.t. topr(S

′) = c}. Given a profile P , we denote by ϕk
P(S, c, c

′) the value442 ∑
r∈P |∆k

r(S, c, c
′)| and by wk

P(S, c, c
′) the difference ϕk

P(S, c, c
′)−ϕk

P(S, c
′, c). This def-443

inition implies that wk
P(S, c

′, c) =−wk
P(S, c, c

′). The value wk
P(S, c, c

′) is the net agree-444

ment loss that would be incurred by swapping c and c′ in a feasible solution r of k-KAP445

where rk(c′, r)=rk(c, r)+1 and S=Belowc′(r)∪{c, c′}. If maxS∈∆m
cc′

wk
P(S, c, c

′)≥0 (resp.446

minS∈∆m
cc′
wk

P(S, c, c
′)>0) then, in a consensus ranking r for δkKT where c and c′ would be447

consecutive, it is possible (resp. necessary) that c ≻r c
′.448

Definition 5. The k-wise majority digraph associated to a profile P over a set C of can-
didates is the digraph GkP=(V ,A), where V=C and (c, c′)∈A iff:

∃S ∈ ∆m
cc′ s.t. w

k
P(S, c, c

′) > 0.

In the weighted k-wise majority digraph, each edge (c, c′) is weighted by:

wk
P(c, c

′) := max
S∈∆m

cc′
wk

P(S, c, c
′).

Note that, if k ≥ 3, we may obtain edges (c, c′) and (c′, c) both with strictly positive449

weights (which is impossible in the pairwise case). For instance, for the profile P of Exam-450

ple 5, w3
P(c3, c4)=w3

P({c2, c3, c4}, c3, c4)=1 and w3
P(c4, c3)=w3

P({c3, c4, c5}, c4, c3)=4. For il-451

lustration, let us explain how w3
P({c3, c4, c5}, c4, c3) yields 4. Table 2 summarizes the number452

of times c4 and c3 appear in top position of {c3, c4} or {c3, c4, c5} for each ranking r in P . By453

summing over r∈P : ϕ3
P({c3, c4, c5}, c4, c3)−ϕ3

P({c3, c4, c5}, c3, c4)=(4×2+2+2)−(4×2)=4.454

Table 2: Number of times c4 and c3 appear in top position of {c3, c4} or {c3, c4, c5} for each ranking r in
the profile P of Example 5.

r |∆3
r({c3, c4, c5}, c4, c3)| |∆3

r({c3, c4, c5}, c3, c4)|
c1 ≻ c2 ≻ c4 ≻ c3 ≻ c5 ≻ c6 (×4) 2 0
c1 ≻ c3 ≻ c2 ≻ c4 ≻ c5 ≻ c6 (×4) 0 2
c6 ≻ c1 ≻ c2 ≻ c4 ≻ c3 ≻ c5 (×1) 2 0
c6 ≻ c1 ≻ c4 ≻ c3 ≻ c2 ≻ c5 (×1) 2 0

The obtained weighted digraph G3P is shown on the right of Figure 1 (an efficient manner455

to compute a set S maximizing wk
P(S, c, c

′) will be explained later on page 24). Besides,456

for any P , G2P is the pairwise majority digraph as ∆2
cc′(S) = {{c, c′}} ∀S∈∆m

cc′ . Theorem 2457

adapts as follows for an arbitrary k:458

Theorem 3. Let P be a profile over C and assume that the SCCs of GkP are numbered459

according to a linear order <Gk
P
∈O(GkP). Among the rankings consistent with <Gk

P
, there460
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B1 = {c1} B2 = {c2} B3 = {c3, c4} B4 = {c5, c6}

Figure 2: The meta-graph of SCCs of G3P in Example 5.

exists a consensus ranking w.r.t. the k-wise Kemeny rule. Besides, if O(GkP)={<Gk
P
} and461

minS∈∆m
cc′

wk
P(S, c, c

′)>01 for all c∈Bi(GkP) and c′∈Bj(GkP) when i<Gk
P
j, then all consensus462

rankings are consistent with <Gk
P
.463

Proof. Assume that the SCCs of GkP are numbered according to a linear order <Gk
P
∈O(GkP)464

and consider a ranking r which is not consistent with <Gk
P
. Hence, there exists a pair465

(c, c′) such that c directly follows c′ in r while c ∈ Bi(GkP) and c′ ∈ Bj(GkP) with i < j.466

Since i < j, there is no arc from c′ to c in GkP (i.e., ∀S ∈ ∆m
cc′ , w

k
P(S, c, c

′) ≥ 0). Let S467

be the set composed of c′ and all candidates placed after c′ in r, including c. Then the468

ranking rc↔c′ obtained from r by exchanging the positions of c and c′ verifies δkKT(r
c↔c′ ,P)=469

δkKT(r,P)−wk
P(S, c, c

′) ≤ δkKT(r,P). The repetition of this argument concludes the proof of470

the first claim. The second claim is proved similarly because, in this case, δkKT(r
c↔c′ ,P) =471

δkKT(r,P)−wk
P(S, c, c

′)<δkKT(r).472

Example 7. The meta-graph of SCCs of G3P in Example 5 is represented in Figure 2.473

The above result implies that there exists a consensus ranking among c1 ≻ c2 ≻ c3 ≻474

c4 ≻ c5 ≻ c6, c1 ≻ c2 ≻ c3 ≻ c4 ≻ c6 ≻ c5, c1 ≻ c2 ≻ c4 ≻ c3 ≻ c5 ≻ c6 and475

c1 ≻ c2 ≻ c4 ≻ c3 ≻ c6 ≻ c5.476

To take advantage of Theorem 3, one could try 1) to index the SCCs of GkP according to a
linear order <Gk

P
∈ O(GkP), and then 2) to work on each SCC separately, before concatenating

the obtained rankings. However, for a consensus ranking consistent with <Gk
P
, the relative

positions of candidates in Bi(GkP) depend on the set of candidates in B>i(GkP) :=Bi+1(GkP)∪
. . .∪Bσ(Gk

P )(GkP) (but not on their order). The influence of B>i(GkP) can be captured in the
dynamic programming procedure by applying a modified version of Equation 4 separately
for each subset Bσ(Gk

P )(GkP) downto B1(GkP). Formally, if r∗ is optimal for k-KAP, then:

δkKT(r
∗,P)=

σ(Gk
P )∑

i=1

dkKT(Bi(GkP))

1Or, equivalently, maxS∈∆m
cc′

wk
P(S, c

′, c)<0.
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where, for any subset S ⊆ Bi(GkP), dkKT(S) is defined by dkKT(∅) = 0 and (B>i stands for
B>i(GkP)):

dkKT(S) = min
c∈S

[dkKT(S\{c})

+
∑

r∈PS∪B>i

∑

c′≻rc

k−2∑

i=0

(|S|+ |B>i| − rk(c′, r)− 1

i

)
].

It amounts to replacing S by S∪B>i in the second summand of Equation 4 to take into477

account the existence of a consensus ranking where all the candidates of B>i are ranked478

after those of Bi. Let r
∗
i be a ranking of Bi(GkP) such that δkKT(r

∗
≥i,PB≥i(Gk

P ))=dkKT(Bi(GkP))+479

. . .+dkKT(Bσ(Gk)(GkP)), where r∗≥i is the ranking obtained by the concatenation of rankings480

r∗i , . . . , r
∗
σ(Gk)

in this order. The ranking r∗≥1 of C is a consensus ranking w.r.t. the k-wise481

Kemeny rule. Given Theorem 3, the k-wise majority digraph thus seems promising to boost482

the computation of a consensus ranking. Unfortunately, the following negative result holds:483

484

Theorem 4. Given two candidates c and c′ in a profile P, determining if max
S∈∆m

cc′
wk

P(S, c, c
′) >485

0 is an NP-complete problem for any constant k≥4.486

Proof. For the membership part, note that given a set S, we can check in polynomial time487

if wk
P(S, c, c

′) > 0. Indeed, we can enumerate all sets in ∆k
cc′(S) and for each ranking r ∈ P488

count how many are in ∆k
r(S, c, c

′) or in ∆k
r(S, c

′, c).489

For the hardness part, we make a reduction from the set cover problem, known to be490

NP-complete [24]:491

Set Cover Problem492

Instance: A set of elements X = {x1, . . . , xp}, a collection T = {T1, . . . , Tq} of sets of493

elements of X , and a positive integer b.494

Question: Does there exist a subcollection K ⊆ T of at most b sets that covers X (i.e., such495

that
⋃

T∈K T =X )?496

We assume that no set in T contains X as otherwise the problem is trivial. Furthermore,497

we assume that no element in X is contained in all sets of T as otherwise this element could498

be discarded from the instance as any solution would cover this element. We now detail499

the preference profile that we create from an instance of the set cover problem.500

Set of candidates: We will create a profile such that maxS∈∆m
cc′

wk
P(S, c, c

′) > 0 iff the501

answer to the set cover problem is yes for the instance under consideration. More precisely,502
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we will show that if X cannot be covered by a subcollection K ⊆ T with less than b sets,503

then wk
P(S, c, c

′) < 0 for all S in ∆m
cc′ . Otherwise, if set X can be covered with a subcollection504

K ⊆ T with less than b sets, then there exists a set S in ∆m
cc′ such that wk

P(S, c, c
′) > 0. In505

addition to candidates c and c′, for each pair (x, T ) ∈ X × T such that x ∈ T we create a506

candidate cx,T . Moreover, for each set T ∈ T we create a candidate cT . In the sequel, we507

may call candidates cx,T element candidates and candidates cT set candidates. This process508

yields at most pq+2 candidates ((p−1)q+q+2). The candidates cx,T and cT will make the509

correspondence with the subcollection K: the candidate cT will be in the set S iff T ∈ K510

and the candidate cx,T will be in the set S if T is added to K in order to cover x.511

Set of voters: For each pair (x, T ) ∈ X × T such that x ∈ T , we create 2b voters vsx,T512

(s ∈ {1, . . . , 2b}) with the same ranking rx,T such that tail4(rx,T ) = c ≻ cx,T ≻ cT ≻ c′. For513

each element x ∈ X , we create 2b voters vsx (s ∈ {1, . . . , 2b}) with the same ranking rx such514

that tailu+2(rx) = c′ ≻ cx,Ti1
≻ . . . ≻ cx,Tiu

≻ c where Ti1 , Ti2 , . . . , Tiu are the different sets515

in T that contain x. For each set T ∈ T we create 2b|T |+2 voters vsT (s ∈ {1, . . . , 2b|T |+ 2})516

with the same ranking rT such that tail3(rT ) = c′ ≻ cT ≻ c. Lastly, we create 2q + 1+ 2b517

voters vs (s ∈ {1, . . . , 2q+1+2b}) with the same ranking r such that tail2(r) = c ≻ c′. In518

the end, we obtain O(bpq) voters. Note that P can be build with no unanimity dominance519

relationship between two candidates.520

We now show that, given k ≥ 4, we have maxS∈∆m
cc′

wk
P(S, c, c

′) > 0 iff the answer to the521

set cover problem is yes.522

First note that when S = {c, c′}, we have the following values for ϕk
P(S, c, c

′) and
ϕk
P(S, c

′, c):

ϕk
P({c, c′}, c, c′) = 2b

∑

T∈T
|T |+ 2q + 2b+ 1

ϕk
P({c, c′}, c′, c) = 2b

∑

T∈T
|T |+ 2q + 2bp.

Hence,

wk
P({c, c′}, c, c′) = ϕk

P({c, c′}, c, c′)− ϕk
P({c, c′}, c′, c)

= 2b(1− p) + 1 < 0,

as p ≥ 2 and b ≥ 1.523

Now let us look at how adding an element to S starting from S = {c, c′} modifies524

values ϕk
P(S, c, c

′) and ϕk
P(S, c

′, c). We will assume without loss of generality that we add525

set candidates before element candidates.526
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• If we assume S is only composed of c, c′ and set candidates, then adding a candidate527

cT to it results in adding 2b|T | to ϕk
P(S, c, c

′) and 2b|T |+ 2 to ϕk
P(S, c

′, c).528

• If we add a candidate cx,T to S, then we add 2b to ϕk
P(S, c, c

′) if cT ̸∈ S and 4b529

otherwise. Additionally, we add 2b to ϕk
P(S, c

′, c) if there is no other cx,T ′ ∈ S,530

otherwise we add to it something that is greater than or equal to 4b. Note that we531

have used the fact that k ≥ 4, as we would only add 2b to both values if k was equal532

to 3.533

From these observations, we can derive the following rules:534

1. If {cx,T , cx,T ′} ⊂ S with T ̸= T ′, then wk
P(S, c, c

′) ≤ wk
P(S \ {cx,T ′}, c, c′).535

2. If cx,T ∈ S and cT ̸∈ S, then wk
P(S, c, c

′) ≤ wk
P(S \ {cx,T}, c, c′).536

3. If cT ∈ S and ∀x ∈ T , cx,T ̸∈ S, then wk
P(S, c, c

′) ≤ wk
P(S \ {cT}, c, c′).537

Stated differently, while rule 1 states that, to maximize wk
P(S, c, c

′), we should keep no more538

than one candidate cx,T per element x, rules 2 and 3 state that there should be a candidate539

cx,T in S iff there should also be candidate cT .540

541

Let us now consider a set S ∈ ∆m
cc′ verifying rules 1, 2 and 3 that includes one candidate

cx,T for s elements {xi1 , . . . , xis} and v set candidates. Then:

wk
P(S, c, c

′) = 2b(1− p) + 1− 2v + 2bs

= 2b(s− p) + 2(b− v) + 1.

Note that if S ̸= {c, c′}, then v ≥ 1 and that by rule 1, s ≤ p. If s < p, then542

wk
P(S, c, c

′) ≤ −2b + 2(b − v) + 1 = 1 − 2v < 0. Hence, if wk
P(S, c, c

′) ≥ 0 then s = p,543

which further implies that v ≤ b. In this case, it is easy to see that the v sets corresponding544

to the set candidates in S form a valid set cover of X as {xi1 , . . . , xis} = X , v ≤ b and545

S verifies rule 2. To summarize, making the assumption that wk
P(S, c, c

′) ≥ 0, (In fact in546

this case wk
P(S, c, c

′) > 0) we have showed that we could build a valid set cover of X from547

S. Consequently, this implies that if the set cover instance admits no valid set cover, then548

maxS∈∆m
cc′

wk
P(S, c, c

′) < 0.549

550

Conversely, let us assume that there exists a subcollection K = {Ti1 , . . . , Tiv} with v ≤ b
sets that covers X . We consider a set S such that {cTi1

, . . . , cTiv
, c, c′} ⊂ S and such that

for each x ∈ X , S contains exactly one candidate cx,T where x ∈ T and T ∈ K. Then,

23



simple calcula show that:

ϕk
P(S, c, c

′) = 2b
∑

T∈T
|T |+ 2b

∑

T∈K
|T |+ 4bp+ 2q + 1 + 2b,

ϕk
P(S, c

′, c) = 4bp+ 2b
∑

T∈T
|T |+ 2q + 2b

∑

T∈K
|T |+ 2v.

Hence, wk
P(S, c, c

′) ≥ 1 and maxS∈∆m
cc′

wk
P(S, c, c

′) > 0.551

Hence, computing GkP from P is NP-hard for k≥ 4. In contrast, G3P can be computed552

in polynomial time. Indeed, given a set S ⊂ C such that {c, c′} ⊆ S, adding an element553

x ̸∈ S to S increases ϕ3
P(S, c, c

′) by one for each r ∈ P such that c ≻r c′ and c ≻r x.554

Let us denote by Pc≻c′ the set {r ∈ P s.t. c ≻r c
′}. A set S∗ maximizing w3

P(S, c, c
′) is555

S∗ := {c, c′} ∪ {x ∈ C such that | Pc≻c′ ∩Pc≻x | > | Pc′≻c ∩Pc′≻x |}. For instance, coming556

back to the weighted digraph G3P shown on the right of Figure 1, a set S∗ maximizing557

w3
P(S, c4, c3) in Example 5 is {c3, c4, c5}, which yields w3

P(S
∗, c4, c3) = 4 as reported previ-558

ously.559

560

Note that one can take advantage of the meta-graph of SCCs to trim the graph GkP if561

one looks for a consensus ranking r∗ consistent with a specific order <Gk
P
∈ O(GkP). It may562

indeed happen that, for an edge (c, c′), the weight wk
P(c, c

′)=wk
P(S, c, c

′)>0 corresponds to563

a set S which contains candidates that will never be below c in r∗. Conversely, the set S564

may omit candidates that are necessarily below c in r∗. These constraints can be induced565

by either unanimity dominance relations or by <Gk
P
. The following example illustrates this566

idea.567

Example 8. Let us refine the digraph G3P previously obtained for the profile P of Example 5.568

The SCCs are B1 = {c1}, B2 = {c2}, B3 = {c3, c4} and B4 = {c5, c6} and O(GkP) = {<Gk
P
},569

where 1 <Gk
P
2 <Gk

P
3 <Gk

P
4. A set maximizing w3

P(S, c3, c4) is S = {c2, c3, c4}. This set570

contains c2 while it is necessarily above c3 in a consistent ranking. Conversely, candidates571

c5 and c6 are omitted while they are necessarily below c3. By taking into account these572

constraints, we obtain that a set maximizing w3
P(S, c3, c4) is S = {c3, c4, c5, c6}, for which573

w3
P(S, c3, c4)=−4. Hence, we can remove the arc (c3, c4) from G3P . Similarly, it is possible574

to show that the arc (c6, c5) can be removed from G3P . Thanks to these refinement steps, we575

can conclude that a consensus ranking is r∗ = c1 ≻ c2 ≻ c4 ≻ c3 ≻ c5 ≻ c6.576

5. A polynomial time 2-approximation algorithm577

In this section, we provide a polynomial time 2-approximation algorithm for problem578

k-KAP, in the same spirit as the 2-approximation algorithm by Dwork et al. [9] for the579
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Kemeny aggregation problem. This latter algorithm relies on the Spearman distance.580

Definition 6. The Spearman distance δS(r, r
′) between two rankings r and r′ is defined by

δS(r, r
′) =

∑

c∈C
| rk(c, r)− rk(c, r′)|.

The Diaconis-Graham inequality [25] states that the Kendall tau and Spearman dis-
tances remain within a constant factor of each other for all pairs of rankings, namely:

δKT(r, r
′) ≤ δS(r, r

′) ≤ 2 δKT(r, r
′).

Note that the right bound is tight, as witnessed by the two rankings c1 ≻r c2 and c2 ≻r′ c1,581

for which δKT(r, r
′)=1 and δS(r, r

′)=2.582

Dwork et al. [9] have shown that a ranking rS minimizing the sum of Spearman distances
to the rankings in a preference profile P (i.e.,

∑
r′∈P δS(rS, r

′)=minr

∑
r′∈P δS(r, r

′)) can be
computed in polynomial time via a minimum cost matching algorithm. As a consequence
of the Diaconis-Graham inequality, the sum of Kendall tau distances between rS and the
rankings in P is in the worst case twice that of an optimal ranking for the Kemeny rule.
Denoting by rKT an optimal ranking for the Kemeny rule on P , we have indeed:

∑

r′∈P
δKT(rS, r

′) ≤
∑

r′∈P
δS(rS, r

′) ≤
∑

r′∈P
δS(rKT, r

′) ≤ 2
∑

r′∈P
δKT(rKT, r

′).

In order to obtain the same kind of result for the k-wise Kendall tau distance, we583

introduce a k-wise variant of the Spearman distance.584

Definition 7. The k-wise Spearman distance δkS(r, r
′) between two rankings r and r′ is

defined by:

δkS(r, r
′) =

∑

c∈C

∑max{rk(c,r),rk(c,r′)}−1
i=min{rk(c,r),rk(c,r′)} Nm−i−1

k−2

where Np
k =
∑k

i=0

(
p
i

)
is the number of subsets of size less than or equal to k within a set of585

size p.586

This definition is motivated by the fact that Nm−i−1
k−2 corresponds to the k-wise Kendall

tau distances between a ranking and the ranking obtained by swapping candidates of ranks
i and i+ 1. Note that δ2S=δS. We have indeed:

∑max{rk(c,r),rk(c,r′)}−1
i=min{rk(c,r),rk(c,r′)} Nm−i−1

0 = max{rk(c, r), rk(c, r′)} −min{rk(c, r), rk(c, r′)}
= | rk(c, r)−rk(c, r′)|.

because Nm−i−1
0 =1 for all i in the summation.587

We now state and prove the extension of the Diaconis-Graham inequality to our k-wise588

variants:589
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Lemma 3. For any two rankings r and r′: δkKT(r, r
′)≤δkS(r, r

′)≤2δkKT(r, r
′).590

Proof. We first prove that δkKT(r, r
′)≤δkS(r, r

′). We recall that:

δkKT(r, r
′) = |{S ∈ ∆k : topr(S) ̸= topr′(S)}|

which can be reformulated:

δkKT(r, r
′) =

∑

c∈C
|{S ∈ ∆k : topr(S) = c and topr′(S) ̸= c}|.

Let us denote by ∆k
c (r, r

′) the set {S ∈ ∆k : topr(S) = c and topr′(S) ̸= c}. For any591

S∈∆k
c (r, r

′), one of the followings holds true:592

• rk(topr(S), r)≤rk(topr′(S), r′)<rk(topr(S), r
′),593

• or rk(topr′(S), r)>rk(topr(S), r)≥rk(topr′(S), r′),594

• or both (if rk(topr(S), r)=rk(topr′(S), r
′)).595

Consequently: δkKT(r, r
′) ≤

∑

c∈C
|{S∈∆k

c (r, r
′) : rk(c, r)≤rk(topr′(S), r′)<rk(c, r′)}|

+
∑

c∈C
|{S∈∆k

c (r, r
′) : rk(topr′(S), r)>rk(c, r)≥rk(topr′(S), r′)}|

because the union of the two sets is ∆k
c (r, r

′) and |A ∪ B| ≤ |A| + |B| for any two sets A596

and B.597

On the one hand, we have:
∑

c∈C
|{S∈∆k

c (r, r
′) : rk(c, r)≤rk(topr′(S), r′)<rk(c, r′)}|

≤
∑

c∈C
rk(c,r)<rk(c,r′)

∑rk(c,r′)−1
i=rk(c,r) Nm−i−1

k−2 .

The upper bound results from the fact that each candidate c′ such that rk(c, r)≤rk(c′, r′)<598

rk(c, r′) belongs to at most N
m−rk(c′,r′)−1
k−2 subsets S∈∆k

c (r, r
′) such that topr′(S)=c′.599

On the other hand, we have:
∑

c∈C
|{S∈∆k

c (r, r
′) : rk(topr′(S), r)>rk(c, r)≥rk(topr′(S), r′)}|

=
∑

c′∈C
|{S∈∆k

c′(r
′, r) : rk(c′, r)>rk(topr(S), r)≥rk(c′, r′)}|

≤
∑

c′∈C
rk(c′,r)>rk(c′,r′)

∑rk(c′,r)−1
i=rk(c′,r′) N

m−i−1
k−2 =

∑

c∈C
rk(c,r)>rk(c,r′)

∑rk(c,r)−1
i=rk(c,r′) N

m−i−1
k−2 .
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The first equality results from the fact that varying c and considering subsets S such that600

topr(S)=c and rk(topr′(S), r) > rk(c, r) ≥ rk(topr′(S), r
′) is equivalent to varying c′ and601

considering subsets S such that topr′(S)=c′ and rk(c′, r) > rk(topr(S), r) ≥ rk(c′, r′).602

Hence:

δkKT(r, r
′) ≤

∑

c∈C
rk(c,r)<rk(c,r′)

∑rk(c,r′)−1
i=rk(c,r) Nm−i−1

k−2 +
∑

c∈C
rk(c,r)>rk(c,r′)

∑rk(c,r)−1
i=rk(c,r′) N

m−i−1
k−2

=
∑

c∈C

∑max{rk(c,r),rk(c,r′)}−1
i=min{rk(c,r),rk(c,r′)} Nm−i−1

k−2 = δkS(r, r
′).

We now prove that δkS(r, r
′)≤ 2δkKT(r, r

′). In this purpose, we consider a sequence r0 =603

r, r1, . . . , rδ=r′ of rankings, where rj+1 is obtained from rj by swapping in rj the candidate604

c′j =topr′({c ∈ C : rk(c, rj) ̸= rk(c, r′)}) with the previous candidate in rj, denoted by cj.605

This is like doing an in-place selection sort w.r.t. the order defined by r′, moving c′j to its606

place in r′ by successive swaps. Note the following things:607

• at each step rk(c′j, r
′)<rk(c′j, rj) by definition of c′j;608

• δ= δKT(r, r
′) because each swap of consecutive candidates in rj decreases by exactly609

one the number of pairwise disagreements between rj and r′ (c′j ≻r′ cj by definition610

of c′j).611

The proof is in two steps:612

(i) We show that δkKT(rj, r
′) = δkKT(rj, rj+1) + δkKT(rj+1, r

′). By induction, an immediate
consequence is that:

δkKT(r, r
′) =

δ−1∑

j=0

δkKT(rj, rj+1).

(ii) We define Dj = δkS(rj, r
′). We show that Dj−Dj+1 ≤ 2δkKT(rj, rj+1), which implies:613

δkS(r, r
′)=

∑δ−1
j=0(Dj −Dj+1)≤2

∑δ−1
j=0 δ

k
KT(rj, rj+1)=2δkKT(r, r

′).614
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Proof of (i). We have the following sequence of equalities:

δkKT(rj, r
′)− δkKT(rj+1, r

′)

= |{S ∈ ∆k : toprj(S) ̸= topr′(S)}| − |{S ∈ ∆k : toprj+1
(S) ̸= topr′(S)}|

= |{S ∈ ∆k : toprj(S) = cj and topr′(S) = c′j}|
(because rj and rj+1 only differ in the order of cj and c′j)

= |{S ∈ ∆k : {cj, c′j} ⊆ S and S \ {cj, c′j} ⊆ Belowc′j(rj)}|
(because c′j ≻r′ c, ∀c ∈ Belowc′j(rj), which implies that Belowcj(rj) ⊆ Belowc′j(r

′))

= |{S ∈ ∆k : toprj(S) ̸= toprj+1
(S)}|

(because rj and rj+1 only differ in the order of cj and c′j)

= δkKT(rj, rj+1).

The result follows.615

Proof of (ii). As rj and rj+1 only differ in the ranks of cj and c′j, the difference Dj −Dj+1

is equal to:

∑

c∈{cj ,c′j}

(∑max{rk(c,rj),rk(c,r′)}−1

i=min{rk(c,rj),rk(c,r′)} Nm−i−1
k−2 −∑max{rk(c,rj+1),rk(c,r

′)}−1

i=min{rk(c,rj+1),rk(c,r′)} Nm−i−1
k−2

)
.

Note that rk(cj, rj+1) = rk(cj, rj) + 1 and rk(c′j, rj+1) = rk(c′j, rj) − 1 and rk(c′j, r
′) ≤

rk(c′j, rj+1). By swapping cj and c′j in rj, the k-wise Spearman distance to r′ will thus

decrease with respect to c′j by N
m−rk(c′j ,rj)
k−2 . Regarding cj, it may increase by N

m−rk(cj ,rj)−1
k−2

if max{rk(cj, rj), rk(cj, r′)}=rk(cj, rj), or decrease by N
m−rk(cj ,rj)−1
k−2 otherwise. Hence, the

largest possible decrease in δkS occurs in this latter case. We derive from this short analysis:

Dj −Dj+1 ≤ N
m−rk(c′j ,rj)
k−2 +N

m−rk(cj ,rj)−1
k−2

= 2N
m−rk(c′j ,rj)
k−2 (as rk(c′j, rj) = rk(cj, rj) + 1)

= 2δkKT(rj, rj+1)

The last line results from the fact that, as stated previously, Nm−i−1
k−2 corresponds to the616

k-wise Kendall tau distance between a ranking and the ranking obtained by swapping617

candidates of ranks i and i+ 1.618

The following result states that a consensus ranking for the k-wise Spearman distance619

can be computed in polynomial time in the numbers n of voters and m of candidates:620
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Lemma 4. A consensus ranking for the k-wise Spearman distance can be computed in time621

O(nm3), for a preference profile with n voters and m candidates.622

Proof. Consider the complete bipartite graph with two independent sets V1 and V2, where:623

• each vertex in V1 corresponds to a candidate in C,624

• each vertex in V2 corresponds to a position in {1, . . . ,m}.625

The edge {c, p} between c ∈ V1 and p ∈ V2 is weighted by
∑

r′∈P
∑max{p,rk(c,r′)}−1

i=min{p,rk(c,r′)} Nm−i−1
k−2 .

Each perfect matching corresponds to a ranking r, where rk(c, r)=p if edge {c, p} belongs
to the matching. Determining a minimum weight matching in this graph thus amounts to
solve the following minimization problem:

min
r

∑

c∈C

∑

r′∈P

∑max{rk(c,r),rk(c,r′)}−1
i=min{rk(c,r),rk(c,r′)} Nm−i−1

k−2 .

The two first sum operators can be swapped, which yields:

min
r

∑

r′∈P

∑

c∈C

∑max{rk(c,r),rk(c,r′)}−1
i=min{rk(c,r),rk(c,r′)} Nm−i−1

k−2 = minr

∑
r′∈P δkS(r, r

′).

Thus a minimum weight matching corresponds to a consensus ranking for the k-wise Spear-626

man distance. Such a matching can be computed in time O(|V1|3) by the Hungarian algo-627

rithm, thus in O(m3) as |V1|=m. The computation of the complete bipartite graph itself628

is performed in O(nm3) (time required for computing the weights of edges). The overall629

complexity is therefore O(nm3).630

From Lemma 3, which implies that any consensus ranking for the k-wise Spearman631

distance is a 2-approximation of an optimal consensus ranking for the k-wise Kemeny rule,632

and Lemma 4, which establishes that a consensus ranking for the k-wise Spearman distance633

can be computed in O(nm3), we deduce the main result of this section:634

Theorem 5. There exists a 2-approximation algorithm for k-KAP which runs in O(nm3)635

time.636

Note that determining whether the bound 2 is tight remains an open problem (as is the637

case for k=2, to our knowledge).638
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6. Numerical Tests639

The numerical tests2 we carried out had several objectives:640

• to evaluate the computational performance of the dynamic programming approach of641

Section 3,642

• to evaluate the impact of parameter k on the set of consensus rankings,643

• to assess the efficiency of the preprocessing technique of Section 4,644

• to study the practical approximation ratio of the polynomial-time 2-approximation645

algorithm proposed in Section 5.646

Generation of preference profiles. The preference profiles are generated according to the647

Mallows model [26], using the Python package PrefLib-Tools [27] in most tests (the PerMal-648

lows R package [28] was used for the tests of the 2-approximation algorithm). This model649

takes two parameters as input: a reference ranking σ (the mode of the distribution) and a650

dispersion parameter ϕ ∈ (0, 1). Given these inputs, the probability of generating a ranking651

r is proportional to ϕδKT(r,σ). The more ϕ tends towards 0 (resp. 1), the more the preference652

rankings become correlated and resemble σ (resp. become equally probable, i.e., we are653

close to the impartial culture assumption). This model enables us to measure in a simple654

way how the level of correlation in the input rankings impacts our results. In all tests, the655

number n of voters is set to 50 and the ranking σ is set arbitrarily as the k-wise Kemeny rule656

is neutral. For each triple (m, k, ϕ) considered, the results are averaged over 50 preference657

profiles.658

Practicability of the dynamic programming approach. We first evaluate our dynamic pro-659

gramming approach on instances with different values for m and k. Note that the com-660

putational performance measured here is not impacted by the level of correlation in the661

input rankings as it does not change the number of states in dynamic programming nor the662

computation time to determine the optimal value in each state. Hence, we only consider663

instances generated under the impartial culture assumption, i.e., with ϕ ≈ 1.664

Table 3 (Rows 3-5) displays the average, max and min running times obtained for some665

representative (m, k) values. As expected, the running times increase exponentially with666

m. Conversely, parameter k seems to have a moderate impact on the running times. The667

dynamic programming approach enables us to solve k-KAP in a time of up to 3 sec. (resp.668

76 sec.) for m≤14 (resp. m≤18).669

2Implementation in C++, except for the polynomial-time 2-approximation algorithm implemented in
Python3. Unless otherwise stated, all times are CPU seconds on an Intel Core I7-8700 3.20 GHz processor
with 16GB of RAM.
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Influence of k on the set of consensus rankings. Second, we study the impact of k on the670

set of optimal solutions to k-KAP. Indeed, one criticism for the Kemeny rule is that there671

exists instances for which the set of consensus rankings is compounded of many solutions672

which are quite different from one another. Thus, we investigate if increasing k helps673

in mitigating this issue. For this purpose, we consider the same instances as before and674

compute the average number of consensus rankings denoted by |R∗|avg. The results are675

displayed in the sixth row of Table 3. Interestingly, this measure decreases quickly with676

k. For instance, when m=18, |R∗|avg is divided by 5 when k increases from 2 to 9 and is677

below 2 when k=m. The intuition is that δkKT becomes more fine-grained as k increases.678

Table 3: Average, max and min CPU times in seconds of the dynamic programming approach of Section 3
for varying values of m and k (Rows 3 to 5). Average number of consensus rankings for increasing values
of m and k (Row 6).

m 6 10 14 18
k 2 3 6 2 5 10 2 7 14 2 9 18
Average time <0.01 <0.01 <0.01 0.07 0.08 0.08 2.52 2.54 2.61 70.93 72.26 74.95
Max time <0.01 <0.01 <0.01 0.80 0.08 0.09 2.64 2.60 2.64 71.57 73.57 75.38
Min time <0.01 <0.01 <0.01 0.70 0.07 0.08 2.49 2.49 2.57 70.27 71.91 74.33
|R∗|avg 3.00 1.20 1.05 3.84 1.24 1.10 5.36 2.36 1.16 19.70 4.12 1.47

Impact of the 3-wise majority graph. We now study the impact of the preprocessing method679

proposed in Section 4 for k = 3. This preprocessing uses the k-wise majority digraph680

to divide k-KAP into several subproblems which can be solved separately by dynamic681

programming. Hopefully, when voters’ preferences are correlated (i.e., for “small” ϕ values),682

these subproblems become smaller and more numerous, making the preprocessing more683

efficient. The results are shown in Table 4, where the results obtained without preprocessing684

are also given in the last column. The obtained running times are highly dependent on ϕ.685

For instance, with m=18, the average running time for solving 3-KAP is above 1 minute686

if ϕ = 0.95 while it is below 1 second if ϕ ≤ 0.85. This gap is necessarily related to the687

preprocessing step, since ϕ has no impact on the running time of the dynamic programming688

approach. To explain this significant speed-up, we display in Table 5 the average size689

of the largest SCC of the 3-wise majority digraph at the end of the preprocessing step.690

Unsurprisingly, this average size turns out to be correlated with ϕ: when ϕ≤0.5, the size of691

the largest SCC is almost always 1. Hence, the preprocessing step is likely to yield directly692

a consensus ranking. In contrast, when ϕ=0.95, the average size of the largest SCC is close693

to m, thus the impact of the preprocessing is low.694

695
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Table 4: Average, max and min CPU times (in seconds) for the 3-wise Kemeny rule with preprocessing.

m ϕ 0.5 0.8 0.85 0.9 0.95
w/o
preproc.

Avg time <0.01 <0.01 <0.01 <0.01 <0.01 <0.01
6 Max time <0.01 <0.01 <0.01 <0.01 <0.01 <0.01

Min time <0.01 <0.01 <0.01 <0.01 <0.01 <0.01
Avg time 0.03 0.03 0.04 0.07 0.10 0.07

10 Max time 0.03 0.03 0.10 0.15 0.17 0.08
Min time 0.03 0.03 0.03 0.03 0.03 0.07
Avg time 0.09 0.09 0.11 0.94 2.21 2.52

14 Max time 0.09 0.13 0.25 3.14 3.26 2.59
Min time 0.08 0.08 0.09 0.10 0.26 2.49
Avg time 0.20 0.20 0.55 14.87 61.72 71.17

18 Max time 0.31 0.21 8.46 79.87 80.11 71.61
Min time 0.19 0.19 0.19 0.22 6.02 71.02

Table 5: Average size of the largest SCC after preprocessing.
m\ϕ 0.47 0.81 0.85 0.88 0.95
6 <1.10 1.84 1.88 2.72 3.28
10 <1.10 1.64 3.28 5.32 8.20
14 <1.10 2.68 3.84 9.12 12.91
18 <1.10 2.84 4.27 9.80 17.44

Polynomial-time 2-approximation algorithm. Lastly, we study the practical approximation696

ratio of the proposed polynomial-time 2-approximation algorithm. The results are averaged697

over 50 instances randomly generated according to the Mallows model, for 50 voters and698

12 candidates. Preliminary tests not reported here tended to show that this approximation699

ratio does not depend on the number of candidates. Furthermore, the approximation ratio700

becomes better when the number of voters increases which can be explained by the fact701

that the law of large numbers make dominant the reference ranking in the Mallows model,702

regardless of the aggregation rule. We report in Figure 3 the box plots obtained by varying703

the values of k and ϕ (the closer to 1, the closer to the impartial culture assumption). Note704

that the CPU time to compute a consensus ranking for the k-wise Spearman distance (for705

50 voters and 12 candidates) is below 12 milliseconds whatever the values of k and ϕ, using706

the linear sum assignment function of the SciPy Python library on an Intel Core i5 2.3707

GHz dual core processor with 8GB of RAM. It is interesting to observe that the practical708

approximation ratio is much better than 2: the worst ratio over all generated instances is709

1.04. For the same reason as for the number of voters, the more correlated the preferences710

in the profile, the better the approximation ratio. Furthermore, the greater the value of k,711

the better the approximation ratio, as is clear from the curves obtained.712
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Figure 3: Practical approximation ratio of the 2-approximation algorithm.
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7. Conclusion713

In this paper, we advocate using the results of setwise contests between candidates to714

design social welfare functions that are less myopic than those only based on pairwise com-715

parisons. One natural such social welfare function is a k-wise generalization of the Kemeny716

rule, which returns a ranking minimizing the number of disagreements on top candidates of717

sets of cardinality lower than or equal to k. We have studied this k-wise Kemeny rule from718

both axiomatic and algorithmic viewpoints. In more detail, we established that determining719

a consensus ranking is NP-hard for any k ≥ 3. Then, after proposing a dynamic program-720

ming procedure, we have investigated a k-wise variant of the majority graph, from which721

we developed a preprocessing step. Computing this graph is a polynomial time problem for722

k = 3 but becomes NP-hard for k ≥ 4. The numerical tests show the practicability of the723

approach for up to 18 candidates. Lastly, we have designed a 2-approximation algorithm for724

the k-wise Kemeny aggregation problem. This approximation algorithm in fact returns a725

ranking minimizing a k-wise variant of the Spearman distance, and the worst case approx-726

imation ratio is then derived from an adaptation of the Diaconis-Graham inequality. The727

numerical tests suggest that, in practice, the k-wise Kemeny score of the returned ranking728

is often much better than a 2-approximation of the optimal score.729

Several research directions could be further investigated. One of them would be to730

investigate the complexity of determining a consensus ranking for δkKT when k = m, because731

our hardness result only holds for fixed values of k. Secondly, note that δkKT focuses on732

“small” sets as we count disagreements on sets of size lower than or equal to k. An opposite733
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viewpoint would be to consider “large” sets by counting disagreements on sets of size greater734

than or equal to m− k. Note that for k = 0 this would lead to a rule similar to plurality.735

Another direction is to study the complexity of recognition problems related to the k-wise736

Kemeny rule [29], i.e., deciding if a given ranking is a consensus ranking for the k-wise737

Kemeny rule. Alternative definitions of k-wise majority graphs that are easier to compute738

for k > 3 are also worth investigating. Finally, other social welfare functions based on the739

results of setwise contests are worth investigating in our opinion, both from the axiomatic740

and the computational points of view.741
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